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Deteção automática de lesões no intestino delgado por análise de imagens obtidas por cápsula 

endoscópica 

Resumo 

Resumo 

Nas últimas duas décadas foram propostas numerosas metodologias de deteção automática de 

lesões por análise de imagens obtidas por cápsula endoscópica, com vista à automatização do moroso 

processo de revisão das imagens, utilizando uma grande variedade de pré-processamentos e 

classificadores. Um contributo significativo para aumentar a eficácia na deteção de lesões poderá ser 

obtido pelo uso de classificadores de elevado desempenho. Os conjuntos de dados obtidos em 

endoscopia por cápsula frequentemente apresentam distribuições multimodais, que tornam as fronteiras 

de classificação complexas e com características diversas. Por este motivo foi definida a hipótese de que 

a utilização de um classificador por ensemble decompondo o problema em subproblemas mais pequenos 

e simples conduziria porventura aos melhores resultados. Foram analisados os ensembles existentes, 

identificada a razão pela qual perdem desempenho em modo de aprendizagem incremental e proposta 

uma nova estrutura de ensemble adequada a funcionar neste modo de adaptação. Através de resultados 

experimentais foi verificada a eficiência do método proposto e observada a vantagem em utilizar 

aprendizagem incremental, embora neste último caso a limitação imposta pela base de dados utilizada, 

não tenha permitido obter diferenças mais significativas que no entanto se observam nas mais diversas 

áreas da engenharia como por exemplo no reconhecimento automático da fala. 

 

 

Palavras-chave:  

Aprendizagem incremental, classificadores por ensemble, diagnóstico auxiliado por computador, 

mistura de especialistas, redes neuronais convolucionais.  
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Small bowel injuries detection by automatic analysis of wireless endoscopic capsule images 

 

Abstract 

 

Over the past two decades, numerous methodologies for automatic lesion detection by endoscopic 

capsule image analysis have been proposed to automate the cumbersome image reviewing process using 

a wide variety of preprocessing methodologies and classifiers. Increased effectiveness in lesion detection 

can be obtained using high-performance classifiers. Capsule endoscopy datasets often exhibit multimodal 

distributions with complex and diverse classification boundaries. For this reason, it was hypothesized that 

the use of an ensemble classifier to decompose the original problem into smaller and simpler 

subproblems would lead to better results. 

Current ensembles were analyzed, and the reason for the incremental mode performance loss 

identified. To overcome this limitation a new ensemble classifier more suited to this learning mode has 

been proposed. Experimental results showed the effectiveness of this new ensemble classifier and the 

benefits of incremental learning, although in the later the dataset limited the expected performance 

increase, that happens in many of engineering problems such as automatic speech recognition. 

 

Keywords:  

Computer aided diagnostics, convolutional neural networks, ensemble classifiers, incremental 

learning, mixture of experts.  
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Capítulo 1 

 

 

 

Introdução 

1- Introdução 

1.1 Contextualização 

A tecnologia tem sido um catalisador do exponencial avanço na medicina moderna, tendo a 

utilização de tecnologias avançadas de diagnóstico e tratamento contribuído para a deteção precoce e 

tratamento mais eficaz de doenças.  

O acesso ao interior do corpo humano representa uma fronteira tem vindo a ser ultrapassada não 

só com a evolução das técnicas cirúrgicas, mas também com a melhoria dos métodos de diagnóstico. O 

diagnóstico de doenças ao longo do aparelho digestivo representa um importante desafio dada a 

inacessibilidade do mesmo. A invenção do endoscópio veio possibilitar a observação e posteriormente a 

realização de pequenas intervenções, sendo o intestino delgado a única zona desse órgão não acessível 

através da endoscopia convencional.  

O aparecimento da cápsula endoscópica revoluciona a endoscopia porque simplifica o processo 

de obtenção das imagens do interior do aparelho digestivo e possibilita a observação completa do interior 

do intestino delgado, eliminando à data a última fronteira da endoscopia (Fireman and Kopelman, 2008). 

No entanto este novo dispositivo apresenta também algumas limitações, sendo uma das mais relevantes 

o elevado tempo de revisão das imagens (entre 1 a 2 horas) por um profissional médico experiente 

(Mackiewicz, 2011). Esta limitação foi durante algum tempo uma das grandes barreiras na aceitação 

desta técnica de diagnóstico e simultaneamente uma grande motivação para o desenvolvimento de 
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algoritmos de deteção automática de lesões por processamento computorizado de imagens obtidas por 

cápsula endoscópica.  

1.1.1 Cápsula endoscópica 

No ano 2000 inicia-se uma nova era no diagnóstico de doenças do aparelho digestivo com o 

surgimento da cápsula endoscópica. Este dispositivo com o formato de um comprimido destina-se a ser 

engolido pelo paciente (Iddan et al., 2000). 

 

Figura 1.1 - Exemplo de cápsula endoscópica 

A cápsula contém uma câmara, sistema de lentes, iluminação Led e um sistema de transmissão 

de dados sem fios. Após ser deglutida desloca-se ao longo do sistema digestivo propulsionada pelos 

movimentos peristálticos, registando duas imagens por segundo ao longo do aparelho digestivo, por um 

período máximo de 8 horas correspondente à duração da bateria. Ao fim de 24 a 48 horas a cápsula é 

excretada nas fezes do paciente não sendo reutilizada. As imagens vão sendo transmitidas através de 

uma ligação sem fios para uma unidade exterior na qual são guardadas para posterior revisão e anotação 

por um profissional médico. 
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1.1.2 Motivação 

A utilização da cápsula endoscópica traz múltiplas vantagens para médicos e pacientes, vantagens 

essas que serão enunciadas no capítulo 3. No entanto, a cápsula torna-se particularmente útil se 

conseguirmos libertar o clínico do processo moroso e entediante de revisão e anotação das imagens, no 

qual o clínico visualiza uma sequência de até 80000 imagens, procurando nelas detetar a presença de 

lesões.  

O Dr. Jonathan Green, secretário do comité de endoscopia da sociedade britânica de 

gastroenterologista elege o processo de revisão das imagens obtidas por cápsula endoscópica como 

sendo a principal limitação à sua adoção generalizada, tendo afirmado: “The cumbersome analysis of 

WCE1 images has been the major faction in preventing the spread of WCE to become a routine service in 

every DGH2” (Seicean, 2011).  

O Dr. Roland Valori, diretor clinico nacional para a área da endoscopia no Reino Unido durante o 

período de 2003 a 2013 dá o mote ao trabalho desenvolvido nesta tese com a seguinte afirmação: “The 

key constraint for uptake of WCE is the time taken to read and report the examination. Increased 

automation of reading of WCE will have a dramatic effect on the uptake of this important endoscopic 

technique, and to the costs of providing the service” (Seicean, 2011). 

 

A deteção automática de lesões em imagens obtidas por cápsula endoscópica potenciará o uso 

generalizado desta técnica de diagnóstico com eficácia comprovada e cómoda para o paciente (Rey et 

al., 2004) (Mishkin et al., 2006) (Pennazio, 2006).  

 

O desenvolvimento de algoritmos eficazes capazes de detetar automaticamente lesões em 

imagens obtidas por cápsula endoscópica liberta os profissionais da realização desta tarefa maçadora, 

evitando erros subjetivos cometidos por fadiga, dado o caráter maçador da tarefa, aumentando a 

 

1 WCE - Wireless Capsule Endoscopy. 

2 DGH - District General Hospital. 
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fiabilidade do diagnóstico e consequentemente a margem de lucro associada. A deteção de úlceras é 

particularmente relevante dado estas serem uma das lesões mais comuns ao longo do aparelho digestivo 

(Charisis et al., 2012). 

1.1.3 Software utilizado 

Para a implementação do software desenvolvido no âmbito deste tese foram utilizadas as versões 

R2010b e R2016a do Matlab3 (MathWorks, 2016) em sistema operativo Windows 7, por disponibilidade 

de licença, familiaridade do autor com o software e pela: 

 

• Simplicidade de conceito na resolução de problemas numéricos, 

• Ambiente de trabalho orientado para a resolução de problemas, com a possibilidade de 

exploração interativa dos dados em modo debug. 

• Vasta coleção de bibliotecas disponíveis para todos os domínios de conhecimento envolvidos 

neste trabalho, 

• Garantia da correta implementação das funções disponibilizadas nas bibliotecas oficiais, 

• Vasto conjunto de funções com execução otimizada para GPU4, ou implementadas em 

ficheiros executáveis nativos da arquitetura da máquina (MEX5 files), 

• Utilização de programação multiparadigma, que facilita o desenvolvimento de algoritmos 

através da implementação de novas funções ou pela incorporação das existentes (em 

bibliotecas ou desenvolvidas pela comunidade), 

• Possibilidade de executar programas e funções externas, desenvolvidas noutras linguagens de 

programação como por exemplo C/C++, Java, .NET e Python, 

 

3 MATLAB - Matrix Laboratory. 

4 GPU - Graphics Processing Unit. 

5 MEX - Matlab Executable. 
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• Extensa e excelente documentação produzida e disponibilizada pela MathWorks® e pela 

enorme comunidade de utilizadores/programadores, 

• Poderoso motor de representação gráfica de funções e dados, 

• Facilidade de interface, através de ficheiros de texto/binários, folhas de cálculo, bases de 

dados, etc. 

 

Além do Matlab foram utilizados outros pacotes de software em código aberto: 

 

Sistema operativo Windows 7 

• Weka versão 3.8.1 (The University of Waikato, 2015), para treinar e testar algoritmos de 

aprendizagem máquina convencionais. 

• Fiji versão 1.52p (Schindelin et al., 2012), para manipulação e análise de imagens de 

cápsula endoscópica. 

 

Sistema operativo Linux Mint 19.1 

• Keras versão 2.2.4 (Chollet, 2015), como interface de alto nível para realizar o treino de 

redes neuronais convolucionais6. 

• TensorFlow versão 1.13.1 (Google Brain, 2015), como biblioteca de backend do Keras para 

realizar computação numérica de elevado desempenho (em CPU e GPU) nomeadamente 

operações sobre tensores, convoluções entre outras operações especializadas. 

• Python versão 3.7.3 (Python Core Team, 2015), como linguagem de programação e de 

suporte ao Keras e TensorFlow. Foram utilizadas as bibliotecas de computação científica 

NumPy versão 1.16.3 (Travis Oliphant, 2006), de computação técnica e científica SciPy 

versão 1.2.1 (Jones et al., 2001), de aprendizagem máquina SciKit-Learn versão 0.21.1 

(Pedregosa et al., 2012) e de visualização de dados Matplotlib versão 3.0.3 (Hunter, 2007). 

 

6 CNN – Convolutional Neural Network. 
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• Software OMCLPBoost-0.11 contendo a implementação do Online Random Forest (Saffari et 

al., 2009) e do Online Multi-Class LPBoost (Saffari et al., 2010), disponível em (Saffari, 

2010b). 

1.1.4 Algoritmos de diagnóstico automático utilizando imagens de WCE 

Após o aparecimento da cápsula endoscópica em 2000 dada a referida morosidade do processo 

de revisão das imagens pelo médico, começaram a surgir algoritmos para auxiliar ou automatizar o 

diagnóstico automático das imagens obtidas pela cápsula. Até à data estes têm-se especializado nas 

seguintes áreas de investigação (Mackiewicz, 2011): 

• Segmentação topográfica do vídeo, 

• Deteção de sangramentos, 

• Deteção de lesões → objeto de estudo, descrita no capítulo 6, 

• Deteção de retenção da cápsula, 

• Ajuste adaptativo da velocidade de visualização, 

• Filtragem das imagens sem informação relevante, 

• Deteção de contração intestinal. 

1.1.5 Deteção de lesões em WCE  

No desenvolvimento de uma metodologia de deteção de lesões em imagens existem duas fases 

cruciais. Uma é a seleção de uma representação dos dados (descritores) que permitam discriminar 

melhor as instâncias de classes diferentes. A outra é a utilização de um algoritmo de classificação que 

se adeque às características do problema e obtenha o melhor desempenho possível na sua classificação. 

Na revisão de literatura foi encontrado um conjunto significativo de contribuições em termos de 

algoritmos de pré-processamento e descritores (com destaque para os de cor e textura), que permitem 

criar representações das imagens facilitam bastante a identificação das lesões por classificação. 
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Um aspeto muito relevante na classificação de imagens obtidas por WCE está relacionado não só 

com a diversidade das características dos diversos órgãos ao longo do aparelho digestivo, mas também 

com a diversidade das características observadas num dado órgão num paciente ou entre pacientes. 

Esta variabilidade das características do tecido são e das lesões, origina conjuntos de imagens cujos 

descritores apresentam em cada classe distribuições complexas, multimodais, contendo subpopulações 

mais ou menos explícitas. Estes problemas apresentam fronteiras de classificação complexas, formadas 

ao longo da zona de confrontação de subpopulações adjacentes pertencentes a classes diferentes e que 

mediante a distribuição e nível de sobreposição dos seus dados, serão compostas por um conjunto de 

subfronteiras com características e graus de complexidade diferentes.  

Dadas as referidas características dos conjuntos de dados originados em exames de WCE a opção 

mais verossímil consiste em utilizar classificadores capazes de modelar funções discriminativas cada vez 

mais complexas.  

1.2 Objetivos 

O objetivo deste trabalho consiste no desenvolvimento de metodologias eficientes para a deteção 

automática de lesões (com enfase em úlceras) no intestino delgado por análise de imagens obtidas por 

cápsula endoscópica. 

Dado na revisão de literatura ter sido encontrado um conjunto significativo de contribuições em 

termos de algoritmos de pré-processamento e descritores de imagem, capazes de criar representações 

que facilitam a identificação das lesões, o contributo mais significativo para aumentar a sua taxa de 

deteção poderá ser obtido pelo uso de classificadores com melhor desempenho em problemas de 

aprendizagem máquina de complexidade elevada. 

Os superiores desempenhos obtidos pelos classificadores por ensemble face aos classificadores 

de modelo único, tornaram-nos escolhas naturais. Meta-algoritmos como o bagging, boosting e random 

forests são exemplos de classificadores que contribuíram para a melhoria do desempenho de 

metodologias de aprendizagem máquina desenvolvidas em muitas áreas do conhecimento. Testes 
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preliminares realizados com diversos classificadores demonstraram que de uma forma geral os MLP e 

os random forests obtinham bons desempenhos nos problemas de WCE.  

Ainda assim os resultados precisavam ser melhorados, tendo sido formulada a hipótese de que 

em problemas com fronteiras de classificação complexas o uso de ensembles com estratégias de 

combinação por fusão que obrigam os classificadores de base a implementar grande parte do problema 

original com as necessárias diferenças de forma a manterem diversidade entre si, não seria a estratégia 

mais adequada. Por este motivo foi adotada uma estratégia de decomposição do problema original em 

subproblemas, que implicou a utilização de strong learners e combinação por seleção. Os resultados dos 

testes realizados com a CMoE foram promissores, tendo no entanto demonstrado um desequilíbrio no 

desempenho de ambas as classes. A análise das simulações demonstrou que com alguma frequência 

não é atingido um elevado nível de especialização dos classificadores de base em todo o espaço do 

problema.  

Com base nesta análise prévia, foi definido como objetivo deste trabalho o desenvolvimento de um 

classificador adequado a problemas de classificação complexos com conjuntos formados por classes 

cujos dados contenham subpopulações a serem utilizadas para decompor o problema original em 

subproblemas (hard clustered) sendo treinado um classificador em cada um deles. Com esta abordagem 

pretende-se maximizar a diversidade dos classificadores de base pela maximização da diversidade dos 

dados através do agrupamento de instâncias com características comuns, maximizando desta forma a 

especialização dos classificadores de base e eliminando as potenciais interferências que ocorrem na 

atualização conjunta dos modelos dos classificadores de base do ensemble.  

A aprendizagem online constitui uma poderosa abordagem nas mais diversas áreas da engenharia 

através da qual o desempenho dos modelos pode ser melhorado por adaptação contínua às condições 

ambientais, nomeadamente dispositivo e sujeito/paciente. No entanto esta abordagem não tem sido 

explorada nem no contexto dos ensembles nem na classificação de imagens por WCE mesmo em 

metodologias que utilizam classificação por modelo único. A principal razão pode ser a perda de 

desempenho observada em ensembles, porventura devido à perda de diversidade obtida em adaptação 

online para os ensembles mais usados atualmente. O principal objetivo desta tese foi tentar colmatar 
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esta lacuna permitindo melhorar o desempenho de ensembles em modo de adaptação online. Para o 

efeito idealizou-se um esquema que mantivesse a diversidade durante o processo, tendo os resultados 

experimentais confirmado a importância da diversidade no bom funcionamento de sistemas ensemble. 

Adicionalmente foi definido um segundo objetivo que consiste na avaliação da eficácia obtida pela 

utilização de aprendizagem online no âmbito da classificação de imagens por WCE. 

1.3 Contributos do trabalho 

A principal contribuição apresentada nesta tese é o classificador Data Partition Based Expert 

SelecTion (DPBEST), que é um classificador binário em ensemble baseado numa mistura de especialistas 

localizados explicitamente e para o qual foram desenvolvidos modos de funcionamento offline e online 

(incremental).  

A utilização deste classificador é indicada em problemas nos quais os dados das classes 

apresentam distribuições complexas, multimodais, que formam fronteiras de classificação multifacetadas 

e que podem ser mais facilmente modeladas pela sua decomposição em subfronteiras mais pequenas 

e simples. Para a realizar, este classificador decompõe o problema num conjunto de subproblemas mais 

pequenos e simples, mutuamente exclusivos, que cobrem todo o espaço do problema, sendo em fase 

de teste selecionada para cada instância a classificação do especialista responsável pelo subproblema 

ao qual ela pertence. 

A decomposição do problema é realizada utilizando uma metodologia original na qual são 

determinadas as subpopulações existentes nos dados de treino de cada classe e por combinação de 

subpopulações de classes diferentes formados os subproblemas, sendo treinado um especialista em 

cada subproblema. 

Pelas características definidas para o modelo e resultados obtidos, o DPBEST mostrou ser 

adequado ao funcionamento em modo online. Por este motivo um segundo contributo deste trabalho foi 

o desenvolvimento do O-DPBEST que representa uma extensão do DPBEST para realizar aprendizagem 

incremental. Este classificador beneficia da estrutura e funcionamento modular independente dos seus 
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modelos constituintes que permite um elevado grau de controlo sobre a aprendizagem, dado a 

atualização incremental se realizar apenas num dos especialistas evitando a interferência da atualização 

do modelo de um subproblema nos restantes e deste modo a perda de diversidade. O O-DPBEST faz uso 

do modelo de base treinado no modo offline, realizando a sua adaptação ambiental a um novo conjunto 

de dados em ambiente quase estacionário, por adaptação do modelo geral às condições particulares dos 

tecidos de determinado paciente e das características do dispositivo de cápsula em uso. 

1.4 Estrutura da tese 

O presente documento é dividido em nove capítulos, contendo descrições teóricas e do estado da 

arte, a apresentação dos modelos desenvolvidos, das experiências realizadas para sua validação, dos 

resultados obtidos e a sua discussão, de conclusões e sugestões de trabalho futuro. 

O primeiro capítulo contextualiza o trabalho desenvolvido, apresentando objetivos, contributos, a 

estrutura da tese e uma breve descrição do conteúdo de cada capítulo.  

O segundo capítulo descreve a histologia, principais doenças do intestino delgado e métodos de 

diagnóstico utilizados em Gastroenterologia.  

O terceiro capítulo apresenta a endoscopia por cápsula endoscópica, as cápsulas disponíveis 

comercialmente, suas principais características e fatores diferenciadores, o software de revisão e 

anotação de exames e as diversas áreas de investigação na cápsula endoscópica.  

O quarto capítulo descreve tópicos sobre aprendizagem máquina, nomeadamente a sua definição, 

áreas de uso, paradigmas de aprendizagem, com foco na aprendizagem supervisionada na qual entre 

outras é descrita a avaliação da aprendizagem, as componentes de erro dos modelos, sendo finalmente 

descritas métricas quantitativas de avaliação do desempenho dos modelos.  

O quinto capítulo apresenta os sistemas de aprendizagem por ensemble e suas vantagens face 

aos sistemas de aprendizagem por modelo único, as componentes de erro dos modelos, a diversidade 

e sua importância como fator impulsionador do desempenho. São descritas diversas abordagens ao 

desenvolvimento de ensembles e estratégias de combinação, materializadas na descrição dos notáveis 
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meta-algoritmos bagging, boosting e mistura de especialistas, tendo sido dado um especial destaque a 

este último pelo facto de o classificador desenvolvido no âmbito desta tese nele ser baseado. Foi também 

descrita a técnica de ensemble pruning e a aprendizagem em ambientes não estacionários nos quais 

ocorrem desvios de conceito que obrigam à utilização de algoritmos de aprendizagem online.  

O sexto capítulo descreve o estado da arte na deteção automática de lesões em imagens obtidas 

por cápsula endoscópica tendo sido incluídas contribuições baseadas no pré-processamento das 

imagens, utilizando segmentação, algoritmos de classificação baseados em modelo único, por ensemble 

e por aprendizagem profunda (DL7).  

O sétimo capítulo apresenta o DPBEST - Data Partition Based Expert SelecTion, sua arquitetura,  o 

processo de decomposição do problema em subproblemas, o treino dos modelos constituintes (gating 

network e especialistas), sendo exemplificado o funcionamento integrado do DPBEST em modo offline e 

descrito o funcionamento em modo online.  

No oitavo capítulo são apresentados o conjunto de imagens, o hardware, o software, a metodologia 

utilizada nas três experiências realizadas para avaliar o desempenho do DPBEST em modo offline, online 

e face a uma rede convolucional de aprendizagem profunda, sendo posteriormente apresentados e 

discutidos os resultados obtidos.  

O nono capítulo apresenta as conclusões do trabalho e indica possibilidades de trabalho futuro. 

1.5 Nota sobre a escrita 

Na escrita desta tese tomou-se especial cuidado com a tradução para Português da maioria dos 

termos técnicos utilizados. A principal exceção acontece nos anglicismos (e.g. software). No entanto, 

dado que esta tese foca com especial ênfase várias tecnologias com termos técnicos específicos 

considerou-se relevante a não tradução para Português de alguns dos termos quando esta possa originar 

uma interpretação dúbia, tendo estes sido utilizados na língua original.

 

7 DL -Deep Learning 
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Intestino delgado, doenças e métodos de diagnóstico 

2- Intestino delgado, doenças e métodos de diagnóstico 

2.1 Introdução 

O aparelho digestivo tem como função processar os alimentos ingeridos de forma a deles extrair 

os nutrientes necessários às diferentes funções do organismo. Este processo de decomposição química 

e física dos alimentos em compostos menores, absorvíveis pelo organismo designa-se por digestão. Num 

adulto este sistema tem uma extensão média de seis metros (Freeman and Thomson, 2012) e é 

composto pelos seguintes órgãos: No canal alimentar boca, faringe, esófago, estômago, intestino 

delgado, intestino grosso, reto e ânus. Órgãos anexos: glândulas salivares, fígado, vesicula biliar e 

pâncreas.  
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Figura 2.1 - Sistema Digestivo Humano 

2.2 Intestino delgado 

No âmbito do trabalho apresentado nesta tese existe um particular interesse no intestino delgado. 

Este órgão tubular é responsável pela absorção da maioria dos nutrientes, pelo que necessita de uma 

grande área para o fazer. Tem um comprimento médio de 6 metros num adulto, podendo oscilar entre 

4 e 7 metros (Freeman and Thomson, 2012). É composto por três regiões distintas: Duodeno (início), 

Jejuno (parte central) e Íleo (parte final) conforme se ilustra na figura seguinte: 
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Figura 2.2 - Intestino Delgado 

O duodeno encontra-se à saída do estômago após a válvula piloro que regula a passagem do 

quimo para o intestino. É o órgão de entrada no intestino delgado, tem cerca de 30 cm de comprimento 

e o formato da letra C. A sua função principal é misturar a quimo com o suco pancreático, a bílis e o 

suco intestinal formando o quilo. 

O quilo é o produto final da digestão, quando os produtos úteis ao nosso organismo já foram 

preparados para absorção. Esta faz-se ao longo do restante intestino delgado nas vilosidades e 

microvilosidades intestinais que cobrem a parede do jejuno e íleo, sendo posteriormente transferidas 

para a corrente sanguínea que fará a sua distribuição pelo organismo. O Jejuno e íleo têm em média 2.5 

e 3.5 metros de comprimento respetivamente, sendo cada um deles responsável pela absorção de 

diferentes nutrientes. O intestino delgado termina no final do íleo na válvula ileocecal que o separa do 

intestino grosso, evitando o refluxo. Para o intestino grosso seguem os resíduos deste processo de 

absorção de nutrientes. As sua principal função é a absorção de água e a síntese de determinadas 

vitaminas. 
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2.2.1 Histologia do intestino delgado 

Os tecidos que formam a parede do intestino delgado podem ser divididos em quatro camadas 

concêntricas. 

 

Figura 2.3 – Camadas da parede do aparelho digestivo 

A delimitar o lúmen vem o epitélio, camada mais superficial que é responsável pela absorção de 

nutrientes. Para maximizar a capacidade de absorção a área do intestino delgado é aumentada não só 

pelo seu comprimento, mas também pelo formato de epitélio que é constituído por pregas circulares, 

que contém vilosidades que por sua vez são revestidas por microvilosidades. 

 

Figura 2.4 - Representação da textura interior do intestino delgado 

As figuras seguintes contêm imagens exemplificativas de tecido saudável no duodeno (Figura 2.5), 

jejuno (Figura 2.6) e íleo (Figura 2.7). 
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2.2.2 Imagens de mucosa saudável do intestino delgado 

 

Figura 2.5 - Duodeno saudável 

 

Figura 2.6 - Jejuno saudável 

 

Figura 2.7 - Íleo saudável 
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2.3 Doenças do intestino delgado 

2.3.1 Principais doenças do intestino delgado 

2.3.1.1 Sangramentos 

Tem origem na rutura de veias que podem ser originadas por malformações arteriovenosas (ex. 

angiodisplasias), pela presença de tumores benignos ou malignos, pólipos, doença de Crohn e úlceras. 

Cerca de 5% dos sangramentos gastrointestinais tem origem no intestino delgado. 

 

 

Figura 2.8 - Sangramento no intestino delgado 

2.3.1.2 Doença Celíaca  

Consiste numa resposta inapropriada do sistema imunitário à presença de glúten, sendo 

combatida por uma dieta livre desta proteína. Danifica as microvilosidades do intestino delgado, 
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causando uma crescente incapacidade na absorção de nutrientes pelo intestino delgado. Muitos 

pacientes nunca chegam a ser diagnosticados. 

 

 

Figura 2.9 - Doença Celíaca 

2.3.1.3 Doença de Crohn 

É uma doença autoimune crónica que se manifesta pela inflamação do aparelho digestivo, 

tipicamente na zona íleo e intestino grosso. A doença pode ser assintomática e não tem tratamento. As 

terapêuticas aplicadas atualmente permitem reduzir a inflamação e controlar os sintomas.  
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Figura 2.10 - Inflamação originada por doença de Crohn 

 

2.3.1.4 Obstrução intestinal 

A obstrução intestinal pode ser total ou parcial, sendo causada por: aderências de tecidos 

(tipicamente em cicatrização pós operatória), hérnias, cancros e pela administração de determinados 

medicamentos. A obstrução intestinal total é uma ocorrência grave que pode causar a morte e deve ser 

resolvida com brevidade, tipicamente com recurso a cirurgia. 

 

2.3.1.5 Síndrome de intestino irritável 

É uma doença bastante comum que não tem consequências médicas graves e não é um fator de 

risco para outras doenças do aparelho digestivo, provocando essencialmente desconforto nos pacientes 

que sofrem frequentemente de obstipação, diarreias, dor e/ou inchaço abdominal, entre outros. A 

prevalência desta doença é alta estimando-se que 10% a 15% da população mundial seja portadora da 

mesma (ACG, 2016). 
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2.3.1.6 Pólipos 

São tumores benignos de crescimento lento e localizado. Manifestam-se através de protuberâncias 

que resultam do crescimento anormal de tecido no interior do órgão do aparelho digestivo. Devem ser 

monitorizados pois podem evoluir para cancro. 

 

 

Figura 2.11 – Pólipos 

 

2.3.1.7 Tumores 

Os tumores do intestino delgado são de ocorrência rara, no entanto costumam ter progressão 

rápida e tendência para metastizar. O seu tratamento passa quase sempre pela cirurgia e quanto mais 

precoce for o diagnostico, menores serão os danos causados e maior será a probabilidade de cura. 
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Figura 2.12 – Tumores malignos do intestino delgado A) Adenocarcinoma, B) Tumor estromal gastrointestinal, C) Linfoma 

 

2.3.1.8 Erosões e úlceras 

Erosões e úlceras resultam de um desequilíbrio entre mecanismos defensivos da mucosa e fatores 

agressivos, provocando a sua rutura. Numa erosão os danos provocados pelo processo inflamatório são 

mais superficiais restringindo-se às duas primeiras camadas da mucosa (Epitélio e Lamina própria) 

enquanto nas úlceras os danos já atingiram a terceira subcamada (Mucosa muscular). Ambas podem 

surgir ao longo de todo o aparelho digestivo. Muito frequentemente cicatrizam sozinhas, no entanto em 

caso de persistência ou agravamento de sintomas devem ser tratadas pois podem produzir complicações 

gastrointestinais graves. As úlceras mais frequentes são as úlceras pépticas que surgem na parte final 

do esófago, estômago e duodeno, podendo também menos frequentemente aparecer no jejuno e íleo 

(Karnam, Rosen and Raskin, 2001). São causadas por erosão ácida e têm como fatores de risco a 

presença da Helicobacter Pylori e o uso de anti-inflamatórios não esteroides (‘Johns Hopkins Health 

Library’, 2016). 
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Figura 2.13 – Imagens de A) erosões e B) úlceras no intestino delgado (Fan et al., 2018) 

 

As doenças de interesse no âmbito da cápsula endoscópica, são aquelas passíveis de deteção por 

visualização das imagens por ela recolhidas. Diversas avaliações clínicas foram efetuadas para aferir a 

eficácia da cápsula na deteção de diferentes patologias do sistema digestivo e no caso do intestino 

delgado são apresentadas na Tabela 2.1 as patologias para as quais a cápsula evidenciou eficácia 

diagnóstica. 

2.3.2 Doenças do intestino delgado com eficácia diagnóstica por WCE 

A cápsula endoscópica (CE) é útil no diagnóstico de todas as patologias do intestino delgado. No 

entanto (Rey et al., 2004) (Mishkin et al., 2006) (Pennazio, 2006) listam um conjunto de doenças (Tabela 

2.1) como sendo aquelas em que existem evidências científicas sólidas da eficácia do uso da CE no 

diagnóstico. 
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Tabela 2.1 - Doenças de diagnóstico eficaz recorrendo a CE 

Sangramento gastrointestinal obscuro, 

Tumores do intestino delgado, benignos (ex. pólipos) ou malignos (pouco comuns), 

Erosões e úlceras (muito comuns), 

Síndrome de Peutz-Jeghers, 

Doença celíaca, 

Doenças inflamatórias dos intestinos (Doença de Crohn’s, Colite ulcerosa). 

2.3.3 Caracterização visual de úlceras e erosões no intestino delgado 

O trabalho desenvolvido focou-se na deteção de úlceras no intestino delgado, pelo que interessa 

conhecer as características visuais da patologia para se desenvolverem algoritmos mais eficazes para a 

sua deteção automática a partir de imagens obtidas por cápsula endoscópica. 

Na Figura 2.14 estão representados alguns exemplos de úlceras retirados da base de dados 

utilizada no âmbito deste trabalho (descrita no subcapítulo 8.2). 

 

Figura 2.14 - Diferentes tipos de úlceras do intestino delgado 

As úlceras resultam de um processo inflamatório crônico durante o qual ocorre a erosão da 

mucosa do intestino delgado. Como se pode verificar, quer o contexto quer a lesão podem apresentar 
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características muito diversas. A úlcera tem o aspeto de uma punção na parede intestinal que cria um 

padrão distinto, caracterizado por uma zona clareada com textura mais uniforme, com uma orla mais ou 

menos evidente, podendo estar rodeada de tecido avermelhado característico da inflamação em curso e 

pode ter formas e tamanhos distintos. 

As úlceras podem originar complicações como sangramentos, perfurações ou obstruções 

(estreitamento ou bloqueio) (Figura 2.15). 

 

Figura 2.15 - Úlcera com a) sangramento  b) obstrução  c) perfuração 

Uma úlcera com sangramento ( Figura 2.15 a) ) é aquela em que o tecido sofre erosão até atingir 

um vaso sanguíneo causando a sua rutura e o consequente sangramento. 

As úlceras com obstrução ( Figura 2.15 b) ) ocorrem nos pontos de ligação entre órgãos do 

aparelho digestivo (ex. válvula piloro, válvula ileocecal) e causam obstrução devido ao inchaço e cicatrizes 

resultantes do processo ulcerativo. 

 As úlceras com perfuração ( Figura 2.15 c) ) são aquelas em que a profundidade da cavidade da 

úlcera é suficiente para provocar a perfuração do órgão permitindo a contaminação cruzada entre o órgão 

e o ambiente circundante. 

2.4 Métodos de diagnóstico 

O avanço na medicina moderna é potenciado por múltiplos fatores, sendo um dos mais 

importantes a utilização de tecnologias avançadas no diagnóstico e tratamento. A descoberta do 
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eletrocardiógrafo em 1889 (Jenkins, 2009) e das aplicações médicas dos raios X em 1895 (NDT Center, 

2003), são apenas dois importantes marcos numa sequência de inovações tecnológicas, que ocorreram 

concomitantemente com a evolução do conhecimento médico até ao estado atual. 

Na gastroenterologia a observação do aparelho digestivo fazia-se em estudo post mortem. De 

acordo com (Olympus Corp®, 2003) foi em 1805 que Philip Bozzini realiza a primeira tentativa 

documentada de examinar o interior do corpo humano recorrendo a um instrumento percursor do 

endoscópio que denominou de Lichtleiter (Instrumento de Luz Guiada). Desde essa altura os endoscópios 

evoluíram tecnologicamente passando pela gastrocâmara (1950), pelo fibroscópio (1960), pelo 

fibroscópio com gastrocâmara (1964) e mais recentemente o videoscópio e o endoscópio por ultra-sons. 

Em 2000 é apresentada na revista Nature a cápsula endoscópica (Iddan et al., 2000), tendo sido 

aprovada em 2001 pela FDA8 a M2A9 e introduzida no mercado Americano para uso em humanos (Adler 

and Gostout, 2003). Também em 2001 começam a surgir endoscópios especialmente vocacionados 

para o intestino delgado (Chauhan et al., 2015), são designados enteroscópios. 

Utilizando ondas sonoras ou eletromagnéticas de diferentes comprimentos de onda, foram 

desenvolvidas técnicas de imagiologia; ultrassons (ecografia), Tomografia Axial Computorizada (TAC) e a 

Ressonância Magnética (MRI), que permitiram a observação dos órgãos corporais a partir do exterior. 

Com estas tecnologias surge a endoscopia virtual que consiste num exame TAC ou MRI através do qual 

se obtêm imagens do interior do aparelho digestivo (Olympus Corp®, 2003).  

 

8 FDA - Food and Drug Administration. 

9 M2A - Mouth to Anus, posteriormente designada PillCam (‘Given Imaging®’, 2011). 



 

 

Capítulo 2 Intestino delgado, doenças e métodos de diagnóstico 

26 

 

Figura 2.16 – a) Endoscópio, b) Cápsula Endoscópica, c) Endoscopia virtual (Máquina TAC) 

 

 

Figura 2.17 – Imagens: a) Endoscopia convencional, b) Cápsula endoscópica, c) Endoscopia virtual 

2.4.1 Endoscopia convencional 

 A inspeção da mucosa do trato gastrointestinal tem sido eficazmente efetuada recorrendo à 

endoscopia convencional. Esta técnica é efetuada por profissional médico devidamente treinado 

operando um endoscópio.  

O endoscópio é um dispositivo constituído tipicamente por um longo tubo flexível contendo um 

sistema de captação de imagens, iluminação e instrumentos médicos diversos na sua extremidade distal. 
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Figura 2.18 – Endoscópio 

Tipicamente são inseridos por via oral (endoscopia do trato gastrointestinal superior) ou rectal 

(endoscopia do trato gastrointestinal inferior), permitindo efetuar procedimentos diagnósticos, 

terapêuticos e cirúrgicos (Reavis and Melvin, 2008). O médico insere e orienta o endoscópio ao longo 

das cavidades do aparelho digestivo, posicionando o extremo do endoscópio de forma a poder 

diagnosticar/intervencionar as regiões de interesse. 
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Figura 2.19 - Exame de Colonoscopia 

Operando este instrumento podemos visualizar o interior de cavidades anatómicas naturais ou 

abertas para o efeito, fazer a recolha de amostras para análise ou biopsia, efetuar pequenas operações 

recorrendo a aparelhos operados a partir do exterior (por exemplo a remoção de tumores ou pólipos) e 

administrar medicamentos localmente. 

Pela sua natureza, estes são exames morosos e desconfortáveis para o paciente. A experiência do 

médico é determinante, não só nos resultados obtidos, mas também na minimização do desconforto do 

paciente. É utilizada sedação e medicação para reduzir os vómitos no caso da endoscopia do trato 

gastrointestinal superior. 

A observação do intestino delgado não é possível através da endoscopia convencional, tendo de 

se utilizar a enteroscopia ou a endoscopia por cápsula endoscópica (descrita no capítulo seguinte). 



 

 

Capítulo 2 Intestino delgado, doenças e métodos de diagnóstico 

29 

2.4.1.1 Resenha histórica da evolução do endoscópio médico 

Conforme referido no início do subcapítulo 2.4, os marcos históricos do desenvolvimento da 

tecnologia endoscópica são a gastrocâmara em 1950, o fibroscópio em 1960, o fibroscópio com 

gastrocâmara em 1964 e mais recentemente o videoscópio e o endoscópio por ultrassons. 

A gastrocâmara, à data foi um desafio imenso que consistiu na colocação de uma máquina 

fotográfica miniaturizada e o correspondente rolo fotográfico na extremidade de um tubo semirrígido. 

 

Figura 2.20 – a) Gastrocâmara, b) diagrama, c) detalhe da extremidade distal 

O fibroscópio advém do aparecimento da fibra ótica e da sua capacidade de transmitir sinais 

luminosos de forma muito fidedigna mesmo quando dobrada. 

 

Figura 2.21 – Fibroscópio 

O videoscópio advém da eletrónica e do aparecimento dos CCD10 e da sua miniaturização. 

 

10 CCD - Charge-Coupled Device. 
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Figura 2.22 –Videoscópio 

O endoscópio por ultrassons vem equipado com um transdutor de ultrassons e realiza eco-

endoscopias. 

 

Figura 2.23 - Endoscopia por ultra-sons 

Em termos de funcionalidade, de forma resumida a gastrocâmara permite apenas fotografar o 

interior do aparelhos digestivo, sendo o avanço e posicionamento da mesma feito “às escuras”. O 
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fibroscópio permite a visualização em tempo real do interior do aparelho digestivo. O fibroscópio com 

gastrocâmara combina as funcionalidades dos dois percursores. O videoscópio, dotado de uma camara 

CCD na extremidade distal permite a visualização em tempo real do interior do aparelho digestivo, a 

captura de fotografias e vídeos ao longo de todo o exame, bem como a sua visualização em monitor(es) 

externo(s). 

As eco-endoscopias permitem visualizar não só a camada superficial do trato digestivo, mas 

também camadas inferiores, permitindo caraterizar de forma tridimensional as lesões. A aplicação da 

ultrassonografia de forma localizada permite a obtenção de imagens de mais alta resolução quando 

comparadas com as obtidas pela endoscopia virtual. 

2.4.2 Enteroscopia 

Após o surgimento da cápsula endoscópica os endoscópios sofreram avanços no sentido de 

permitirem o acesso ao intestino delgado, surgindo a enteroscopia. Esta consiste no exame do trato 

gastrointestinal com um especial interesse no intestino delgado, recorrendo a um enteroscópio. Este 

dispositivo consiste num endoscópio longo (2 a 2.5 metros) especialmente concebido para realizar o 

exame ao intestino delgado. Atualmente existem 3 tipos de enteroscópios (Chauhan et al., 2015): 

2.4.2.1 Enteroscópio de balão duplo 

Este enteroscópio foi introduzido em 2001 (Tharian, Caddy and Tham, 2013) e faz pequenos 

avanços ao longo do intestino delgado utilizando a tração criada pelos balões inflados de forma 

sequencial. 
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Figura 2.24 - Enteroscópio de Balão Duplo 

Na Figura 2.24 a) podemos observar o enteroscópio inserido num tubo (overtube) ambos contendo 

um balão na respetiva extremidade distal. Na Figura 2.24 b) podemos observar a representação do 

avanço de um enteroscópio de balão duplo com uma configuração diferente do anterior, neste caso em 

vez do overtube existe uma sonda com balão na extremidade distal que ajuda no avanço do dispositivo  

(Chauhan et al., 2015). Em ambos os casos a sequência de avanço é semelhante: 

1. Com ambos o balões vazios, infla o balão traseiro fixando-o, 

2. Faz avançar o balão da frente até onde puder, inflando-o de seguida, 

3. Esvazia o balão traseiro e de seguida faz avançar até ao balão da frente e repete o 

procedimento. 

2.4.2.2 Enteroscópio de balão simples 

Este enteroscópio foi introduzido em 2007 (Tharian, Caddy and Tham, 2013) e faz pequenos 

avanços ao longo do intestino utilizando a tração criada pelo inflar do balão. 
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Figura 2.25 - Enteroscópio de Balão Simples 

Na Figura 2.25 a) está um modelo com o enteroscópio inserido num overtube que tem na 

extremidade distal um balão inflável de forma controlada a partir do exterior com o qual é ancorado ao 

intestino delgado para fazer avanços sucessivos do endoscópio (Chauhan et al., 2015). A partir da 

posição representada na figura: 

1. O enteroscópio á avançado até onde possível, 

2. É esvaziado o balão 

3. É avançado o overtube até à extremidade do enteroscópio. 

4. É inflado o balão e repete o procedimento. 

 

Na Figura 2.25 b) está representado um modelo no qual é inserida uma sonda pelo canal de 

instrumentos que tem na sua extremidade o balão para tração. Neste caso é feita avançar a sonda, 

inflado o balão e utilizando a tração criada por este feito avançar o endoscópio, sendo este procedimento 

repetido iterativamente. 

2.4.2.3 Enteroscópio espiral 

Este enteroscópio foi introduzida em 2007 e contém um enteroscópio inserido num overtube, 

dotado na sua extremidade distal de uma hélice que será girada para promover o seu avanço ao longo 

do intestino delgado (Chauhan et al., 2015). A enteroscopia realizada com este dispositivo é mais rápida 

e simples do que as realizadas com enteroscópios de balão e balão duplo (Tharian, Caddy and Tham, 

2013). 
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Figura 2.26 - Enteroscópio espiral 

2.4.3 Vantagens/desvantagens das técnicas endoscópicas 

Na Tabela 2.2 é apresentado um resumo das principais vantagens/desvantagens das diversas 

técnicas endoscópicas. 

Tabela 2.2 - Comparação das 3 técnicas endoscópicas 

 Endoscopia convencional Cápsula 
endoscópica 

Endoscopia virtual 

Vantagens - Imagens de elevada qualidade, 
- Administrar medicamentos 
localmente, 
- Realizar pequenas intervenções 
localizadas, 
- Recolher amostras para 
biopsias. 

- Permite obter imagens 
de boa qualidade de 
todo o aparelho 
digestivo, 
- Desconforto mínimo 
para o paciente, 
- Sem recurso a 
sedação, 
- Baixo custo. 

- Não invasiva, 
- Sem recurso a 
sedação. 
 

Desvantagens - Necessita de um profissional 
médico especializado, 
- Não alcança todo o intestino 

delgado,11 
- Técnica invasiva e incómoda 
para o paciente, 
- Necessita de anestesia local. 

- Elevado tempo de 
processamento das 
imagens recolhidas 
para diagnóstico. 
- Risco de retenção da 
cápsula (no pior caso 
<5%, típico <2%). 

- Preparação do 
intestino do paciente 
para o exame. 
 

Não permite: 
- Administrar medicamentos localmente, 
- Realizar pequenas intervenções localizadas, 
- Recolher amostras para biopsias. 

 

11 Pode ser alcançado por enteroscopia. 
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O sucesso na aplicação de qualquer uma das técnicas endoscópicas depende de uma adequada 

preparação prévia. Mediante o exame a realizar e a técnica utilizada, a preparação compreende um 

conjunto específico de recomendações e procedimentos, que pretendem garantir a limpeza completa do 

aparelho digestivo para que o seu trato seja visível e acessível durante o exame. No entanto todas exigem 

um jejum de 12h a 16h e a tomada de um preparado laxante para garantir o completo desimpedimento 

intestinal. 

2.5 Sumário 

Neste capítulo foi brevemente contextualizado e caracterizado o intestino delgado, em termos da 

sua anatomia, funcionalidade, histologia, principais doenças e métodos de diagnóstico. Foram ainda 

identificadas um conjunto de doenças nas quais a cápsula endoscópica tem eficácia diagnóstica. Foi feita 

uma caracterização visual para a maioria das doenças do intestino delgado, com especial destaque para 

as erosões e úlceras dado serem objeto de deteção dos algoritmos desenvolvidos e utilizados no âmbito 

do trabalho apresentados nesta tese. Em termos de métodos de diagnóstico foi apresentada a endoscopia 

convencional e a endoscopia do intestino delgado (enteroscopia) sendo apresentados os respetivos 

instrumentos utilizados nestes procedimentos de diagnóstico, o endoscópio convencional e o 

enteroscópio (de balão duplo, de balão simples e espiral) respetivamente. 
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Capítulo 3 

 

 

 

Cápsula endoscópica 

3- Cápsula endoscópica 

3.1 Introdução 

A cápsula endoscópica é um pequeno dispositivo do tamanho de um comprimido (26 x 11 mm)12 

Figura 3.1 a) equipado com um sistema de lentes {1,2,3}, iluminação LED {4}, câmara {5} bateria {6}, 

módulo transmissor {7} e antena {8} conforme ilustrado na Figura 3.1 b).  

 

Figura 3.1 - Cápsula Endoscópica  

Destina-se a ser deglutido e desloca-se naturalmente impelida pelos movimentos peristálticos do 

aparelho digestivo recolhendo 2 imagens por segundo ao longo de todo o percurso (Iddan et al., 2000). 

É descartável sendo excretada por via natural. 

 

12 Dimensões da PillCamTM SB Video Capsule (Given Imaging Ltd, Yoqneam, Israel). 
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Figura 3.2 – Sistema de Cápsula Endoscópica 

O sistema (Figura 3.2) é composto pela cápsula endoscópica {1}, pelo dispositivo de gravação de 

dados {2}, pelos elétrodos recetores (sensor array) {3} e por um PC com o software para recolha e 

processamento das imagens {4}. 

A utilização da cápsula endoscópica carece de um jejum de 12 horas e consiste em duas etapas: 

Recolha de imagens - o dispositivo de gravação das imagens é colocado na cintura do paciente 

e são-lhe fixados no abdómen os elétrodos recetores de dados por radiofrequência (sensor array). 

Posteriormente é ativada e ingerida a cápsula, podendo o paciente retornar à sua atividade diária. 

Passadas aproximadamente [8-12] horas dá-se por terminado o exame e são removidos os recetores de 

dados ao paciente e recolhido o dispositivo contendo as imagens para processamento posterior (Ciuti, 

Menciassi and Dario, 2011). 

Revisão e anotação das imagens – após serem descarregadas para um computador uma 

média de 50000 a 60000 imagens geradas ao longo de um exame com duração de 8 horas, o médico 

gastroenterologista pode dar inicio ao processo de revisão (visualização das imagens) e anotação 

(marcação das imagens contendo patologia(s)) das imagens que tem duração aproximada de 1 a 2 horas 

(Mackiewicz, 2011). 



 

 

Capítulo 3 Cápsula endoscópica 

38 

3.2 Cápsulas endoscópicas disponíveis comercialmente 

Estão disponíveis no mercado atualmente as seguinte cápsulas endoscópicas: 

 

• PillCam (‘Given Imaging®’, 2011), 

• Endocapsule (‘Olympus América®’, 2016), 

• OMOM Capsule (Jinshan Group®, 2016), 

• MiroCam (Intromedic®, 2016) 

• CapsoCam Estados Unidos da América (Capsovision®, 2019). 

 

As cápsulas comercializadas são de segunda geração com a exceção da PillCam SB3 que é de terceira  

e destinam-se ao diagnóstico no intestino delgado. Existem outras cápsulas especializadas que permitem 

o diagnóstico e monitorização do esófago, colon, medição de PH, pressão, temperatura e averiguar a 

possibilidade de retenção da cápsula. 

 

A empresa Given Imaging® (‘Given Imaging®’, 2011) desenvolveu a primeira cápsula endoscópica 

disponibilizada comercialmente e é líder de mercado a nível global. Tomando como referência a sua linha 

de cápsulas endoscópicas comercializadas com a marca Pillcam: 

 

• PillCam SB2 e SB3 – cápsulas especializadas no diagnóstico do intestino delgado, 

• PillCam COLON - cápsula especializada no diagnóstico do colon e reto, 

• PillCam ESO - cápsula especializada no diagnóstico do esófago, 

• PillCam Patency - cápsula utilizada para averiguar previamente a possibilidade de um determinado 

paciente fazer retenção da cápsula, dissolve-se ao longo do tempo, 

• Bravo- cápsula utilizada para monitorizar PH no âmbito do diagnóstico de refluxo gastrointestinal, 

• SmartPill - cápsula utilizada para monitorizar o PH, pressão e temperatura ao longo do todo o 

aparelho digestivo. 
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3.2.1 Características das diversas cápsulas endoscópicas 

A Tabela 3.1 mostra as características mais relevantes das diversas cápsulas endoscópicas 

existentes no mercado. 

Tabela 3.1 - Comparação das características mais relevantes das diversas cápsulas endoscópicas 

 
PillCam 

Endocapsule OMOM MiroCam CapsoCam 
SB3 ESO2 Colon2 

Empresa Given Imaging Olympus Jinshan IntroMedic CapsoVision 

Origem Israel Japão China Coreia USA 

Introdução 2000 2005 2005 2007 2010 

Dimensões (mm) 11.4×26.2 11.4×26.2 11.6×31.5 11×26 13×27.9 11×26 13×27.9 

Órgão Intestino 
delgado 

Esófago 
Intestino 
grosso 

Intestino 
delgado 

Intestino 
delgado 

Intestino 
delgado 

Intestino delgado 

Imagens/s [2,6] 18 [4,35] 2 2 3 
[3,5]/camara (max 

20) 

Autonomia (h) 8 0.5 10 8 [6,8] 12 15 

Nº camaras 1 2 2 1 1 1 4 

Resolução 

(pixels) 
576*576 256*256 256*256 512*512 288*288 320*320 288*206 

Ângulo de visão 

(º) 
156 169 172 160 140 170 360 

Transmissão RF13 RF RF RF RF EFP14 USB15 

FDA Sim Sim Sim Sim Não Sim Não 

CE Sim Sim Sim Sim Sim Sim Sim 

 

As cápsulas com taxa adaptativa de captura de imagens ajustam a frequência de captura de 

imagens de acordo com a velocidade de progressão da camara ao longo do aparelho digestivo. Esta 

tecnologia permite uma otimização do consumo energético e da área registada durante o exame, evitando 

registar demasiadas imagens da mesma zona e não registar imagens de determinadas zonas, consoante 

a velocidade seja baixa ou alta respetivamente. Em termos de cobertura completa do aparelho digestivo 

 

13 RF – Radio Frequency. 

14 EFP – Electric Field Propagation. 

15 USB – Universal Serial Bus. 
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a CapsoCam destaca-se por utilizar simultaneamente uma taxa adaptativa de captura de imagens e 

conter 4 camaras posicionadas no centro da cápsula que garantem um ângulo de cobertura de 360°. 

3.3 Software comercial para revisão e anotação de imagens de WCE 

As empresas fabricantes de cápsulas endoscópicas vendem sistemas completos nos quais está 

incluída a cápsula, todo o hardware acessório e um pacote de software que permite gerir todo o workflow 

associado. Este consiste na gestão de pacientes e processos, importação das imagens dos data loggers 

para o processo dos pacientes, guardando a informação numa base de dados, a execução do processo 

diagnóstico de revisão das imagens e a geração de relatórios.  

 

3.3.1 Rapid Reader V8 

Utilizando o software da marca líder de mercado Rapid Reader V8, para se fazer a revisão das 

imagens é necessário abrir o exame previamente realizado e cujas imagens já foram importadas para o 

processo do paciente a partir do ecrã de entrada. 
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Figura 3.3 – Ecrã de entrada do Rapid Reader V8 

Na barra de ferramentas ir ao menu View onde estão concentradas todas as ferramentas 

necessárias à revisão das imagens: 

 

Figura 3.4 – Menu View do Rapid Reader V8 

O Rapid Reader além de permitir a visualização de uma, duas, quatro ou um mosaico de imagens 

de forma sequencial (Viewing Layouts), disponibiliza um conjunto de ferramentas simples que auxiliam 

o médico no processo de revisão descritas sucintamente de seguida. 
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Figura 3.5 - Rapid Reader V8 for PillCam Software v8, Given Imaging® 

Para cada imagem mostra a localização da cápsula no aparelho digestivo e da imagem numa 

barra de progresso do exame. Dispõe ainda de uma barra de cores dominantes ao longo de todo o 

exame. O processo de revisão inicia-se com uma rápida visualização de todo o exame no modo quick 

view que permite a visualização do exame completo em menos de 15 minutos durante o qual o médico 

fará a segmentação topográfica. Posteriormente posiciona-se na zona de interesse onde fará a revisão 

das respetivas imagens percorrendo-as em modo manual ou utilizando o modo Complementary 

QuickView para selecionar as imagens (thumbnails) relevantes no âmbito do diagnóstico que serão 

utilizadas na elaboração do relatório. Dispõe ainda de uma ferramenta suspected blood indicator que 

seleciona automaticamente todas as imagens contendo lesões avermelhadas potencialmente indicativas 

de anemia ou sangramentos (Saurin et al., 2012) e acesso a um atlas para referência rápida no qual o 

médico pode consultar casos de estudo documentados com imagens. 
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Disponibiliza ferramentas que permitem realizar o ajuste da imagem (ajuste de contraste, 

luminosidade, cor) e estimar o tamanho de pólipos. 

Foi integrado no Rapid Reader  o Fuji Intelligent Color Enhancement (Fujinon Inc, 2019) que 

permite uma melhoria na visualização da microvasculatura dos tecidos através da decomposição das 

imagens por comprimentos de onda (RGB16) e sua reconstrução com o contraste da superfície melhorado, 

que permite realizar a cromoendoscopia virtual. 

3.3.2 Endocapsule 10 

A Olympus Corporation (Olympus Corp®, 2003) disponibiliza o pacote de software Endocapsule 

para gerir o fluxo documental da sua cápsula endoscópica. 

 

16 RGB - Espaço de cor com as componentes Red, Green, Blue 
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Figura 3.6 – Software Endocapsule 10, (‘Olympus América®’, 2016) 

3.3.3 CapView 

No grupo SIAS do Instituto de Engenharia Eletrónica e Telemática de Aveiro (IEETA) foram 

desenvolvidos dois pacotes de software: 

O CapView  (Cunha, Coimbra and Soares, 2012) consiste num pacote completo de revisão e 

anotação de exames de cápsula endoscópica concebido com o objetivo de substituir os anteriormente 

mencionados. Um aspeto interessante do CapView é ser pensado para oferecer um conjunto de 

vantagens à comunidade médica, incentivando-a a inserir na base de dados “IEETA-CapDB” (SIAS/IEETA, 

2007) as imagens ou vídeos dos exames, com as respetivas anotações e relatórios de análise. Desta 

forma os autores utilizando este software procuraram criar de forma colaborativa e disponibilizar à 

comunidade a base de dados contendo diversos exames devidamente anotados (com ground truth) úteis 
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para referência médica e para o desenvolvimento de algoritmos de revisão e anotação automática das 

imagens dos exames.  

 

Figura 3.7 - Software CapView do SIAS-IEETA 

No entanto, apenas foram inseridas imagens individuais ou pequenos vídeos contendo uma 

patologia. No caso dos vídeos, pelo facto de conter uma patologia não significa que todas as frames a 

contenham. Surgiu a necessidade de catalogar todas as imagens dos vídeos, motivando o 

desenvolvimento do segundo pacote de software. 

 

O ECCA17 (Lima, 2008) consiste numa ferramenta que contém uma interface gráfica  desenvolvida 

para auxiliar na catalogação de cada imagem do exame. Permitem entre outros identificar se a imagem 

 

17 ECCA - Endoscopy Capsule Capview cAtaloguer. 
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contém lesão, a classe da lesão, tamanho, morfologia, cor. “Permite criar conjuntos de eventos para 

serem utilizados em algoritmos de visão artificial” (Ciuti, Menciassi and Dario, 2011). 

3.4 Áreas de investigação no âmbito da cápsula endoscópica 

A cápsula endoscópica está em utilização clínica desde 2001, mas a investigação e 

desenvolvimento na área contínua no sentido de criar a próxima geração de dispositivos. De seguida será 

brevemente enunciado o estado da arte nas diversas áreas de investigação em cápsula endoscópica e 

explicadas de forma breve as principais contribuições que representam marcos evolutivos em cada uma 

delas. Este subcapítulo pretende ser um resumo das principais abordagens utilizadas nas diversas áreas 

de investigação em cápsula endoscópica. Informação mais detalhada e referências podem ser 

encontradas em vários  artigos de revisão de estado da arte. (Ciuti, Menciassi and Dario, 2011) contém 

uma excelente compilação do estado da arte na cápsula endoscópica,  (Mackiewicz, 2011) faz uma 

revisão sistemática compreendendo a tecnologia utilizada na cápsula, o seu uso clinico e os algoritmos 

de deteção automática de lesões, (Moglia, Menciassi and Dario, 2008) apresenta as mais relevantes 

patentes registadas no período 2005 a 2007 na área da cápsula e o mais recente (Iakovidis and 

Koulaouzidis, 2015) que apresenta dispositivos disponíveis comercialmente bem como os progressos 

expectáveis até 2020. 

3.4.1 Locomoção e orientação 

As cápsulas atuais movem-se de forma passiva através dos movimentos peristálticos. Estão em 

estudo locomoções ativas que permitirão a movimentação e a orientação da cápsula. Existem duas 

grandes estratégias para a locomoção ativa, uma interna envolvendo dispositivos robóticos 

miniaturizados embutidos na cápsula e outra externa utilizando campos magnéticos para promover a 

locomoção da cápsula. 
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No âmbito das estratégias ativas internas (Ciuti, Menciassi and Dario, 2011) cita 19 trabalhos 

envolvendo a investigação e desenvolvimento cápsulas com: 

1. Braços robotizados atuáveis para promover a deslocação, orientação, redução de velocidade 

da cápsula bem como a sua ancoragem ao intestino. 

2. Dispositivos (hélices e barbatanas) para nadar em zonas com muito líquido. 

3. Locomoção por expansão e contração, mimicando o movimento das minhocas. 

4. Dispositivo vibrador para promover o avanço da cápsula. 

5. Estímulos elétricos aplicados diretamente no trato gastro intestinal, de forma a promover o 

avanço ou paragem da cápsula. 

 

Nas estratégias ativas externas são colocados pequenos magnetos permanentes na cápsula que 

irão interagir com campos magnéticos externos gerados para promover a locomoção e orientação 

controlada da cápsula. Tem sido dada considerável atenção a esta abordagem pela libertação de espaço 

na cápsula e redução do consumo energético comparativamente às estratégias de localização ativa 

internas (Simi et al., 2010) (Abbott et al., 2007). 

 

3.4.2 Localização 

Pretende determinar de forma exata a posição e orientação da cápsula ao longo do sistema 

digestivo. Desta forma, as lesões identificadas nas imagens obtidas pela cápsula, ficam associadas à 

respetiva localização e no caso de locomoção ativa pode incorporar-se essa informação para orientar o 

seu deslocamento.  

Diversas abordagens têm sido exploradas mas as duas mais importantes (Ciuti, Menciassi and 

Dario, 2011) determinam a posição da cápsula utilizando: 

1. A potência de um sinal de rádio frequência RF emitido pela cápsula, através de  sensores 

(antenas) fixados na pele do abdómen do paciente para com eles determinar a posição por 
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triangulação. Este abordagem já se encontra implementada na PillCam (‘Given Imaging®’, 

2011), permite apenas determinar a localização, utiliza oito sensores e apresenta uma 

resolução inferior à da abordagem exposta de seguida. 

2. A intensidade e orientação do campo magnético emitido por um magneto permanente 

colocado na cápsula, utilizando um conjunto de sensores magneto-resistivos fixados na pele 

do abdómen do paciente para com eles determinar a intensidade e orientação do campo 

magnético.  

 

A abordagem de deteção de campo magnético têm demonstrado melhor resolução na 

determinação da localização da cápsula. Em (Wang, Meng and Hu, 2006) foi proposto um método de 

monitorização da posição e orientação da cápsula endoscópica, utilizando um dipolo magnético a bordo 

da cápsula e dezasseis sensores magneto-resistivos externos que permitiram obter um erro médio de 

3,3 mm na deteção de posição e de 3º na deteção da sua orientação. Apesar dos ótimos resultados 

obtidos, esta estratégia de localização é incompatível com a utilização de campos magnéticos na 

locomoção da cápsula pela interferência causada pelo campo magnético externo no campo magnético 

gerado pelo magneto da cápsula. No entanto em (Salerno et al., 2012) é proposto um sistema no qual 

é colocado na cápsula um sensor magnético triaxial e posteriormente com as suas medidas, utilizando 

um algoritmo de triangulação e um modelo analítico do campo magnético é removida a interferência do 

campo magnético externo. Com este sistema foram conseguida localizações da cápsula em intervalos 

de 27 s, com erros médios de posicionamento compreendidos [11,19] mm nos três eixos. 

 

Outras abordagens existentes: 

3. Utilizando os ecos de ultrassons. 

4. Colocando um marcador radioativo na cápsula e determinando a sua localização por 

cintilografia de raios gama. 
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3.4.3 Telemetria 

Lida com as comunicações entre a cápsula e o exterior, que atualmente se resumem à 

transmissão das imagens captadas. No futuro, além da transmissão das imagens (de mais alta resolução 

e com cadências superiores) também a troca de comandos (uni ou bidirecionais) serão importantes, pelo 

que será necessário um aumento da largura de banda e a redução da latência nas comunicações, 

adequando o consumo à capacidade energética da cápsula. 

Na grande maioria das cápsulas a transmissão de imagens é realizada por rádio frequência18, na 

MiroCam por propagação de campo elétrico através do corpo humano que serve de meio condutor para 

a transmissão de dados (Bang et al., 2009) e uma ligação USB no caso da CapsoCam utilizando 

dispositivo proprietário no qual é inserida a cápsula recuperada após a sua excreção. Na transmissão de 

comandos foi apresentada em (Susilo et al., 2009) uma solução baseada em ZigBee - IEEE 802.15.4 

(IEEE Computer Society, 2005). 

 

3.4.4 Gestão energética 

Lida com a gestão da energia necessária para a cápsula realizar as suas operações, garantindo a 

autonomia para que os exames se realizem por completo. Com a integração dos desenvolvimentos 

descritos neste subcapítulo a cápsula necessitará de mais energia, pelo que tem sido procuradas 

soluções para disponibilizá-la. As soluções que tem surgido focam-se em quatro conceitos: 

• Aumento da capacidade das baterias da cápsula - Uma solução imediata passa pelo aumento 

da capacidade das baterias da cápsula. Tem sido utilizadas baterias de oxido de prata dado estarem 

aprovadas para uso clínico, mas surge a necessidade de utilizar baterias de tecnologias com superior 

densidade de energia como as de iões de lítio.  

 

18 RF – Radio Frequency. 
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• Transmissão sem fios de energia (Wireless Power Transmission) - Tem surgido soluções para a 

transmissão sem fios de energia  a partir do exterior para a cápsula por indução de campo elétrico, 

rádio frequência, micro-ondas, sistemas de ultrassons piezoelétricos e acoplamento indutivo (Ciuti, 

Menciassi and Dario, 2011).  

• Recolha de energia pela cápsula (Energy Harvesting) - consiste na recolha a partir do meio 

circundante de pequenas quantidades de energia que permitam aumentar a autonomia da cápsula. 

• Redução de consumo energético – Desde o início, a utilização de dispositivos de baixo consumo 

a bordo da cápsula foi sempre um aspeto crucial para tornar a cápsula uma realidade. Em todos os 

sistemas da cápsula existe margem para melhoramentos nesta área. 

 

3.4.5 Diagnóstico e tratamento de tecido 

Os avanços na miniaturização da eletrónica, nos MEMS19 e nos biossensores, tem possibilitado 

grandes avanços e a sua incorporação na cápsula permite dotá-la de novas capacidades tais como: 

• Realizar medição de temperatura, pressão, PH e deteção de sangue. 

• Realização de biópsias, pequenas intervenções e a administração local de medicamentos. 

Um marco importante na incorporação de sensores foi o desenvolvimento da cápsula Lab-in-a-Pill 

(Johannessen et al., 2004) contendo um sistema multisensor sem fios (monitorizando temperatura, 

condutividade, PH e oxigénio). Outros marcos relevantes foram compilados em (Moglia, Menciassi and 

Dario, 2008) no qual os autores descrevem patentes de sensores relevantes no âmbito da cápsula 

endoscópica. 

 

 

19 MEMS – MicroElectroMechanical Systems. 
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3.4.6 Visão 

Todos os aspetos que se relacionam com o sistema de visão da cápsula, dos quais se destacam: 

• Miniaturização de câmaras. Inicialmente câmaras CCD pela sua qualidade de imagem, mas 

com a evolução da tecnologia CMOS esta impôs-se pela melhoria da qualidade da imagem, 

dimensões reduzidas e baixo consumo de energia. 

• Sistemas de lentes miniaturizados com distância focal fixa ou autofocagem. 

• Compressor da imagem, torna-se necessário encontrar um compromisso entre a capacidade 

de compressão da imagem para transmissão (para otimizar a largura de banda disponível), 

as dimensões do dispositivo e a sua eficiência energética.  

• O software para revisão e anotação de exames por um médico. 

• Software para auxílio ou automatização do diagnóstico a partir de imagens obtidas por WCE, 

descrito de seguida. 

3.4.7 Algoritmos de processamento de imagem para auxílio do diagnóstico a partir de 

imagens obtidas por WCE 

Até à data, o desenvolvimento destes algoritmos de processamento de imagem tem-se centrado 

nas seguintes áreas de investigação: 

 

3.4.7.1 Segmentação topográfica do vídeo 

A cápsula endoscópica ao ser deglutida inicia o seu percurso pelo aparelho digestivo e os  tempos 

de trânsito por cada órgão são variáveis, pelo que se torna necessário analisar as imagens de forma 

manual ou automática para determinar ao longo dos vídeos em que órgão se encontra a cápsula em 

cada imagem. O objetivo dos algoritmos de segmentação topográfica é identificar as zonas de transição, 
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dividindo o vídeo em segmentos relativos a cada órgão e desta forma possibilitar o acesso direto ao 

conjunto de imagens de cada órgão, não sendo uma tarefa morosa. 

Em (J. Berens, M. Mackiewicz, G. D. Bell, 2004) é apresentado um algoritmo que deteta a 

transição do estômago para o intestino. Desde essa altura têm sido publicadas diversas abordagens cada 

vez mais completas destacando-se um grupo de investigação Português que publicou uma sequência de 

trabalhos (Coimbra, Campos and Cunha, 2005) (Coimbra, Campos and Cunha, 2006) (Coimbra et al., 

2006) nos quais apresentam evoluções de metodologias que permitem realizar a segmentação 

topográfica à entrada de quatro órgãos: Entrada (Boca e Esófago), Estômago, Intestino Delgado e Colon. 

 

3.4.7.2 Deteção de sangramentos 

Os pacotes de software Rapid Reader (‘Given Imaging®’, 2011) e EndoView (‘Olympus América®’, 

2016) incorporam ferramentas para a deteção de sangramentos; Suspected Blood Indicator e Red Spot 

Detector respetivamente. Os algoritmos utilizados são proprietários e consequentemente desconhecidos. 

A eficácia destes algoritmos tem sido avaliada pela comunidade médica tendo sido publicados estudos 

com conclusões contraditórias, (Signorelli; et al., 2005) concluindo que o Suspected Blood Indicator tem 

uma uma limitada capacidade na deteção dos sangramentos e (Liangpunsakul, Mays and Rex, 2003) 

reportando boa sensibilidade na deteção de lesões com sangramentos ativos. Ambos concordam no facto 

de o uso desta ferramenta não eliminar a necessidade do normal processo de revisão das imagens pelo 

médico. 

 

3.4.7.3 Deteção de retenção da cápsula 

De acordo com (Tang; et al., 2003) os pontos onde a cápsula se move lentamente ou para, são 

aqueles onde há uma grande probabilidade de ocorrer a doença de Crohn’s, pelo que paralelamente à 

investigação e desenvolvimento na localização da cápsula, tem sido desenvolvidos algoritmos de 

processamento de imagem para determinar a velocidade da cápsula ao longo do aparelho digestivo. Em 
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(Cunha et al., 2008) é apresentada uma metodologia de segmentação topográfica que simultaneamente 

estima o tempo de trânsito da cápsula ao longo do aparelho digestivo. Atualmente todos os fabricantes 

fornecem informação de localização da cápsula e da evolução do exame que permitem de uma forma 

expedita o cálculo dos tempos de trânsito e consequentemente a deteção de eventuais retenções da 

cápsula. 

 

3.4.7.4 Ajuste adaptativo da velocidade de visualização 

Para encurtar o processo de revisão das imagens da cápsula os algoritmos de ajuste adaptativo 

da velocidade de visualização aceleram sequências de imagens de baixo interesse diagnóstico e baixam 

a velocidade em sequências de imagens com elevado potencial em termos de diagnóstico. (Hai et al., 

2006) apresenta um algoritmo que ajusta automaticamente a velocidade de visualização, mostrando 

rapidamente as sequências de imagens que apresentam características homogéneas e de forma lenta 

aquelas em que ocorrem mudanças significativas entre imagens, reduzindo de 2 horas para 30 minutos 

o tempo de  revisão, sem perda de informação significativa. A utilidade deste algoritmo está diretamente 

relacionada com a sua exatidão na atribuição de relevância às imagens, pois caso acelerem a zona onde 

está uma lesão inviabilizam os seu diagnóstico constituindo um gravíssimo erro do tipo II com 

consequências catastróficas no diagnóstico do paciente. 

Atualmente os pacotes de software Rapid Reader (‘Given Imaging®’, 2011) e EndoView (‘Olympus 

América®’, 2016) utilizam algoritmos proprietários mais avançados que vão além do ajuste adaptativo da 

velocidade de visualização ao analisarem padrões e cores para selecionar as imagens mais significativas 

de sequências de imagens apresentando-as num curto vídeo com duração típica compreendida entre 10 

e 15 minutos. A utilização deste algoritmo no Rapid Reader faz-se através do modo QuickView ao qual é 

atribuída sensibilidade de 94% (Saurin et al., 2012). No entanto um estudo prévio (Liangpunsakul, Mays 

and Rex, 2003) é menos otimista e considera fiável a sua utilização no diagnóstico de inflamação do 

intestino delgado (Westerhof, Koornstra and Weersma, 2009).  
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3.4.7.5 Filtragem das imagens sem informação relevante 

As imagens sem informação relevante são aquelas que se encontram obscurecidas por fluidos 

intestinais, bolhas de ar e outros artefactos. A deteção e remoção dessas imagens permite uma redução 

do tempo de revisão dos exames. (Vilariño et al., 2006) propõem um algoritmo em cascata que deteta 

imagens completamente obscurecidas por fluidos intestinais. (Bashar et al., 2008) propõem um 

algoritmo que pretende detetar dois tipos de imagens altamente contaminadas por fluidos, comida ou 

matéria fecal e bolhas. 

 

3.4.7.6 Deteção de contração intestinal 

Contrações intestinais são registados em cerca de 1% das imagens dos exames de cápsula 

endoscópica e são considerados eventos com relevância clinica (Ciuti, Menciassi and Dario, 2011) cuja 

análise permite inferir a presença de doença intestinal. Desde 2005 têm sido publicadas abordagens à 

deteção automática das imagens contendo estes eventos (Vilariño, Kuncheva and Radeva, 2006) (Vilarino 

et al., 2010) (Gallo and Granata, 2011) (Drozdzal et al., 2013). 

 

3.4.7.7 Deteção de lesões 

Desde o surgimento em 2000 da cápsula endoscópica (Iddan et al., 2000) que se criou uma 

motivação forte para a automatização do processo de revisão e anotação das imagens. Um dos primeiros 

algoritmos de deteção de lesões em imagens da cápsula foi apresentado em (Boulougoura; et al., 2004) 

e permitia separar imagens contendo tecido com lesões de imagens contendo apenas tecido normal. Os 

autores obtiveram com esta metodologia uma exatidão de 100% nesta separação, tendo realizado os 

testes num universo de apenas 73 imagens. 

Até à data, foram desenvolvidos e publicados uma vasta quantidade de contribuições contendo 

algoritmos utilizando entre outros, diversos pré-processamentos de imagem e classificadores para 
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identificar vários tipos de lesões em imagens obtidas por WCE ao longo do aparelho digestivo. O trabalho 

apresentado nesta tese foca este tema, tendo no entanto especial interesse nas úlceras do intestino 

delgado. No capítulo 6 serão descritos os algoritmos que constituem o estado da arte na deteção de 

lesões ao longo do intestino delgado. 

3.5 Sumário 

Neste capítulo foi apresentado o sistema completo da cápsula endoscópica e seus elementos 

constituintes: cápsula endoscópica, elétrodos recetores (sensor array), o dispositivo de gravação de 

dados, o PC com o software para recolha e processamento das imagens. Adicionalmente foi brevemente 

descrito o processo de recolha de imagens, revisão e anotação de exames. Foram também enumeradas 

as cápsulas endoscópicas de diferentes fabricantes, resumidas e comparadas as suas características 

mais relevantes e apresentada a linha de cápsulas endoscópicas Pillcam fabricadas pela empresa 

pioneira nesta tecnologia Given Imaging®. Foram apresentados os pacotes de software para revisão e 

anotação de imagens Rapid Reader V8, software Endocapsule 10 e CapView desenvolvidos pela Given 

Imaging®, Olympus® e IEETA respetivamente e descritas as principais funcionalidades disponibilizadas 

pelo Rapid Reader V8. Posteriormente foram detalhadas tecnologias e soluções objeto de investigação e 

desenvolvimento nas diversas áreas de estudo da cápsula endoscópica, com um especial destaque para 

os diferentes tipos de algoritmos de diagnóstico automático por processamento de imagens obtidas por 

cápsula endoscópica, enumerando as contribuições que constituíram os marcos mais relevantes em 

cada um deles.
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Capítulo 4 

 

 

 

Aprendizagem máquina 

4- Aprendizagem máquina 

 

4.1 Introdução 

No passado grandes quantidades de informação eram geradas apenas por entidades como 

governos e grandes empresas, que por este motivo se viam obrigados a utilizar computadores para os 

armazenar e processar. Atualmente a informação é ubíqua e tendencialmente crescente em todos os 

domínios do conhecimento, desde logo na internet onde a divulgação de conteúdos na forma de 

hipertexto e multimédia bate recordes anualmente, mas também devido à pluralidade na sua utilização 

como a internet das coisas (IoT), a indústria 4.0, entre muitas outras. Na área da medicina, novas 

técnicas diagnósticas e terapêuticas geram grandes quantidades de dados, que terão de ser 

armazenados e posteriormente processados. A cápsula endoscópica é um interessante exemplo deste 

paradigma, considerando que um dispositivo de dimensões tão reduzidas gere uma quantidade de 

imagens tão abundante que torne a sua visualização e anotação exigente, morosa e propensa à 

ocorrência de erros, mesmo para um médico gastroenterologista experiente. 

À medida que os volumes de dados associados a cada processo se tornam humanamente 

intratáveis e incompreensíveis surge a necessidade de se desenvolverem métodos que permitam 

automatizar a análise desses dados. A aprendizagem máquina é uma subárea da inteligência artificial na 
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qual se utilizam algoritmos que aprendem a partir de dados, construindo modelos através dos quais se 

extrairá informação relevante ou se farão previsões para novos dados. 

Utilizando como exemplo o reconhecimento facial, um ser humano é capaz de o realizar de forma 

inconsciente, mas não consegue explicar como o faz. No entanto sabemos que um rosto representado 

numa imagem contém uma estrutura composta por testa, olhos, nariz, boca e que estes elementos 

apresentam uma distribuição espacial contendo determinadas simetrias. De forma semelhante à 

aprendizagem humana, num algoritmo de aprendizagem máquina os seus parâmetros serão otimizados 

para que o modelo resultante reconheça padrões nos dados de forma a que seja possível extrair 

conhecimento ou fazer predições em dados futuros. 

 

 

Figura 4.1 – Funcionamento da aprendizagem máquina 

Uma visão probabilística é indissociável do conceito de aprendizagem máquina, dada a incerteza 

presente em todo o processo. Entre muitas outras coisas, é impossível saber se a amostra de dados de 

que dispomos para treinar o modelo preditivo é representativa da população, ou qual o melhor modelo 

que podemos utilizar para descrever um determinado conjunto de dados, ou ainda qual a melhor previsão 

possível com base no conhecimento previamente adquirido pelo nosso modelo preditivo. 
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4.2 Áreas de aplicação 

Os métodos de aprendizagem máquina, têm sido utilizados com grande sucesso em muitas áreas, 

das quais se destacam: 

• Reconhecimento de carateres, 

• Deteção de faces, 

• Filtragem de correio eletrónico indesejado (spam), 

• Diagnóstico médico, 

• Estudos de mercado, 

• Deteção de fraudes, 

• Marketing, 

• Sítios web adaptativos, 

• Reconhecimento de fala e escrita manual, 

• Análise comportamental, 

• Robótica, 

• Instrumentação, 

• Bioinformática, 

4.3 Tipos de dados 

Porque os algoritmos de aprendizagem máquina são alimentados por dados, torna-se importante 

caracterizá-los. Um conjunto de dados é composto por um conjunto de elementos designados por 

instâncias. Cada instância contém valores de entrada 𝑋, uni ou multidimensionais (escalares ou 

vetoriais), podendo adicionalmente conter saídas 𝑌. Os valores de 𝑋 e 𝑌 podem ser contínuos20 ou 

 

20 Representados computacionalmente como números em virgula flutuante. 
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discretos, o que originará diferentes processamentos dos dados. De uma forma geral quando os valores 

de 𝑌 são contínuos estamos perante um problema de regressão e quando são discretos estamos perante 

um problema de classificação (Mohri, Rostamizadeh and Talwalkar, 2013). No entanto um problema de 

classificação pode ter saídas continuas quando estas representam as probabilidades das classes. O 

trabalho apresentado nesta tese endereça problemas de classificação. 

4.4 Principais paradigmas de aprendizagem 

Os algoritmos de aprendizagem máquina podem utilizar quatro paradigmas de aprendizagem: 

supervisionada, não supervisionada, semissupervisionada e por reforço (Kuncheva, 2014). As 

aprendizagens supervisionada e não supervisionada são as mais conhecidas. Nos conjuntos de dados 

descritos pelas características 𝑋 e saída 𝑌 os modelos preditivos são treinados utilizando aprendizagem 

supervisionada enquanto que naqueles contendo apenas valores de entrada 𝑋 o treino é realizado por 

aprendizagem não supervisionada.  

 

Na aprendizagem supervisionada e não supervisionada utilizamos um conjunto de dados para o 

treino do modelo preditivo que posteriormente será utilizado para fazer predições em dados 

desconhecidos na fase de treino (teste). Pretende-se que o conjunto de dados de treino seja 

suficientemente grande, diverso e representativo da distribuição dos dados de entrada para que o modelo 

treinado possa modelá-los de forma eficiente.  

4.4.1 Aprendizagem supervisionada 

O objetivo da aprendizagem supervisionada é estimar uma função 𝑓, que vai aprender a partir dos 

dados a mapear entradas nas saídas e que posteriormente será utilizada para fazer previsões da classe 

𝑌 = 𝑓(𝑋) de instâncias de dados desconhecidas na fase de treino . A aprendizagem é feita utilizando 
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um conjunto de dados de treino 𝐷𝑆𝑇𝑅 = {𝑋, 𝑇} = {(𝑥𝑖, 𝑡𝑖)}𝑖=1
𝑁𝑇𝑅 e as previsões 𝑌 = 𝑓(𝑋) são 

efetuadas num novo conjunto de dados de teste 𝐷𝑆𝑇𝐸 = {𝑋, 𝑇} = {(𝑥𝑖, 𝑡𝑖)}𝑖=1
𝑁𝑇𝐸. Assumindo que existe 

uma função ou família de funções Y = f(X), capaz(es) de discriminar as instâncias da população por 

classes, o objetivo da aprendizagem é estimar uma função 𝑓 a partir do conjunto de dados de treino 

𝐷𝑆𝑇𝑅 que se aproxime de 𝑓, para com ela fazermos previsões da classe de novas instâncias de dados 

desconhecidos na fase de treino 𝑌 = 𝑓(𝑋), 𝑋 Є 𝐷𝑆𝑇𝐸 (Murphy, 2012).  

No caso dos classificadores, as saídas 𝑌 são valores numéricos discretos representando as 

etiquetas de cada classe C. Se C = 2 estamos perante um problema de classificação binária e se C >

2 um problema de classificação multiclasse. 

Dado frequentemente a separação entre classes não ser trivial, torna-se interessante a utilização 

de probabilidades. Neste caso a função discriminante 𝑓 passa a ser um modelo probabilístico 𝑝(𝑌|𝑋, 𝛩) 

cuja saída é um vetor contendo as probabilidades de pertença da instância a cada uma das classes. Para 

cada nova instância 𝑥 será determinada a probabilidade de pertença a cada classe, considerando o 

modelo 𝛩. 

No caso da classificação binária ou multiclasse com classes mutuamente exclusivas, este valor 

poderá ser escalar. 
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Figura 4.2 - Aprendizagem supervisionada 

4.4.2 Aprendizagem não supervisionada 

Este paradigma de aprendizagem está intimamente ligado à estimação de funções densidade de 

probabilidade na estatística. Na aprendizagem não supervisionada são utilizados dados não etiquetados 

𝐷𝑆 = {𝑋} = {𝑥𝑖}𝑖=1
𝑁  para treinar o modelo descritivo 𝑝(𝑋|𝛩), de forma a que encontre os principais 

padrões nos mesmos. De notar que neste caso o modelo probabilístico não é condicional ao contrário 

da aprendizagem supervisionada (Murphy, 2012). Este paradigma é mais complexo, dado os modelos 

terem de reconhecer padrões nos dados sem a supervisão dos valores das saídas 𝑌. Entre outras, tem 

sido utilizada para tarefas tais como: identificar subpopulações nos dados (cluster analysis), agrupar 

dados por similaridade (clustering), descoberta de fatores latentes que permitem as variáveis mais 

relevantes na descrição dos dados bem como efetuar uma redução dimensional dos mesmos, descobrir 

a estrutura de grafos que permite melhorar a aprendizagem pelo conhecimento da estrutura dos dados 

e estimar características das instâncias das subpopulações.  
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Figura 4.3 – Aprendizagem não supervisionada 

 

O trabalho apresentado nesta tese utiliza modelos de aprendizagem supervisionada para 

classificação e não supervisionada para clustering de dados. 

4.4.3 Aprendizagem semissupervisionada 

A aprendizagem semissupervisionada consiste num paradigma híbrido que utiliza os dois 

anteriores e emerge mais de uma necessidade prática mais do que um problema teórico, dado 

frequentemente estarem disponíveis grandes quantidades de dados não etiquetados e o processo de 

etiquetagem dos dados consumir muitos recursos, tornando o processo complexo, por vezes mesmo 

inviável. 

Tipicamente neste paradigma de aprendizagem os modelos são treinados utilizando uma pequena 

quantidade de dados etiquetados sendo o seu desempenho preditivo melhorado pela inclusão de dados 

não etiquetados no processo de treino (Chapele, Schölkopf and Zien, 2018).  

Existe uma diversidade de algoritmos de aprendizagem semissupervisionada utilizando entre 

outros, o treino autónomo, modelos generativos, máquinas de vetores de suporte e visualização múltipla. 
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Os métodos mais populares são as máquinas de vetores de suporte lineares (Sindhwani and Keerthi, 

2006) e o Co-Training (Blum and Mitchell, 1998) que utiliza a visualização múltipla.  

4.4.4 Aprendizagem por reforço 

A aprendizagem por reforço é um paradigma no qual um agente realiza aprendizagem 

comportamental através de interações com um ambiente dinâmico utilizando uma estratégia de tentativa-

erro. O agente deve escolher um conjunto de ações com o objetivo de maximizar as recompensas 

(reforço) a longo prazo (Kaelbling, Littman and Moore, 1996). Na Figura 4.4 está representado o modelo 

padrão de um sistema de aprendizagem por reforço e pode observar-se que o agente [A] está interligado 

ao ambiente [E] por perceção (estado e recompensa) e ação. Em cada interação o agente recebe do 

ambiente uma indicação do seu estado atual [i], com essa informação o agende escolhe a próxima ação 

[a] que emite para o ambiente, promovendo a alteração do seu estado [i] que lhe será comunicada 

juntamente a recompensa [r].  

 

Figura 4.4 – Modelo padrão de um sistema de aprendizagem por reforço 

Nos casos mais interessantes e desafiantes de aprendizagem por reforço, as ações afetam não só 

a recompensa imediata com também as subsequentes. Estas duas características de procura por 

tentativa erro e recompensa retardada são as características distintivas da aprendizagem por reforço 

(Sutton, R.S and Barto, 1999). 
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Uma das grandes vantagens deste modelo de aprendizagem é ser adequado à utilização em 

ambientes que produzem um fluxo continuo de dados ao longo do tempo e exigem a adaptação constante 

do modelo ao ambiente dinâmico. Este paradigma contrasta com os modelos convencionais da 

aprendizagem supervisionada e não supervisionada, pelo seu objetivo ser a maximização das 

recompensas enquanto na aprendizagem supervisionada o objetivo é o ajuste de um modelo a um 

conjunto de dados de treino etiquetados por minimização de uma função de erro com o objetivo de o 

modelo generalizar bem para novos conjuntos de dados e na aprendizagem não supervisionada o objetivo 

é a procura de estruturas escondidas em conjuntos de dados não etiquetados. 

Este paradigma de aprendizagem tem sido aplicado com elevado grau de sucesso em áreas tão 

diversas como a teoria dos jogos, do controlo, da informação, investigação operacional, algoritmos 

genéticos, sistemas multiagente, entre muitos outros. Um dos marcos mais relevantes no sucesso deste 

modelo de aprendizagem foi a criação do modelo preditivo Deep Q Learner, que numa seleção de 7 jogos 

na plataforma Atari 2600 superou todos os modelos previamente desenvolvidos para esta tarefa e em 3 

deles superou inclusivamente jogadores experientes (Mnih et al., 2013). Este sucesso levou à aquisição 

da empresa DeepMind® pela Google® em 2014 e desde essa altura esta têm desenvolvido algoritmos que 

tem atingido níveis de sucesso crescente e que culimaram em 2016 numa vitória face ao campeão 

europeu no complexo jogo de tabuleiro Go (Reynolds, 2017). 

4.5 Tópicos sobre aprendizagem supervisionada 

Conforme referido anteriormente na aprendizagem supervisionada são utilizados conjuntos de 

dados etiquetados. No treino de um classificador, a existência das etiquetas permite distinguir a classe 

de cada instância, supervisionando a aprendizagem do reconhecimento dos padrões associados a cada 

uma delas e consequentemente facilitando a definição de uma função discriminante que será utilizada 

para estimar a classe 𝑌 a partir de 𝑋.  
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4.5.1 Dados de treino e teste  

Os dados de treino 𝐷𝑆𝑇𝑅 = {𝑋, 𝑌} = {(𝑥𝑖, 𝑦𝑖)}𝑖=1
𝑁𝑇𝑅 são utilizados no processo de aprendizagem 

do modelo preditivo, ou seja, os parâmetros do modelo irão ser ajustados a estes dados. Os dados de 

teste 𝐷𝑆𝑇𝐸 = {𝑋, 𝑌} = {(𝑥𝑖, 𝑦𝑖)}𝑖=1
𝑁𝑇𝐸 representam um conjunto de dados reservado (não utilizados no 

treino) para testar a capacidade preditiva do modelo perante dados desconhecidos (Mohri, Rostamizadeh 

and Talwalkar, 2013).  

4.5.2 Dados de Validação 

Os dados de validação 𝐷𝑆𝑉𝐴𝐿 = {𝑋, 𝑌} = {(𝑥𝑖, 𝑦𝑖)}𝑖=1
𝑁𝑉𝐴𝐿  são outro subconjunto de dados 

reservado (não utilizados no treino) para efetuar um pré-teste ao comportamento do modelo obtido na 

fase de treino, validando dessa forma a sua capacidade preditiva. A avaliação do modelo ao longo do 

processo de aprendizagem, permite que através da geração de diversos modelos possamos escolher 

aquele que apresenta melhor capacidade preditiva (Mohri, Rostamizadeh and Talwalkar, 2013). Isto pode 

ser feito de diversas formas; através da geração de modelos de natureza diferente, ou calculando 

diferentes conjuntos de parâmetros para um determinado modelo para diferentes níveis de 

complexidade. Exemplificando com redes neuronais artificiais21 treinadas com o algoritmo BP orientado 

pelo algoritmo de descida de gradiente (GD22). Este algoritmo é iterativo e em cada época23 os parâmetros 

do modelo são ligeiramente alterados. Se no final de cada época validarmos a capacidade preditiva do 

modelo resultante, no final podemos escolher o modelo com melhor capacidade preditiva, constituindo 

esta uma forma ideal de se encontrar um ponto de paragem para a aprendizagem. 

 

21 ANN – Artificial Neural Network. 

22 GD - Gradient Descent. 

23 Uma passagem completa de todos os casos de treino pela rede neuronal (forward e backward). 
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4.5.3 Validação cruzada 

Com frequência a quantidade de dados disponível é limitada. Isto acontece em especial nos 

conjuntos de dados etiquetados, cuja sistemática classificação manual de uma grande quantidade de 

dados é de difícil execução ou até mesmo impraticável. No caso da deteção automática de lesões em 

imagens obtidas por cápsula endoscópica, implica uma revisão de todas as imagens por múltiplos 

especialistas para se chegar a uma classificação muito confiável. Nestes casos é comum utilizarem-se 

técnicas de validação cruzada através das quais os dados de treino existentes serão reutilizados de forma 

a maximizar a sua utilização, permitindo desta forma aumentar a fiabilidade da estimativa da capacidade 

preditiva do modelo perante conjuntos de treino de dimensões reduzidas (Mohri, Rostamizadeh and 

Talwalkar, 2013). Os métodos mais conhecidos são o k-fold e o bootstrapping.  

A validação cruzada por k-fold consiste no particionamento dos dados de treino em k folds 

(conjuntos) idealmente de tamanho idêntico24 e mutuamente exclusivos, sendo utilizados k-1 conjuntos 

para treino do modelo e o conjunto restante para fazer a sua validação. O processo é repetido k vezes 

utilizando diferentes folds para a validação, sendo no final calculado o desempenho média dos diferentes 

modelos gerados (Figura 4.5). 

 

24 k seja divisor de N; 
𝑘

𝑁
= 𝑛; 𝑛 Є ℕ. 
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Figura 4.5 – Validação cruzada 4-Fold 

Quando necessário, o valor de k pode ser aumentado até ao limite de uma validação cruzada 

leave-one-out em que k=N; N é o número de elementos do conjunto de dados de treino. Neste caso 

utilizamos N-1 instâncias no treino do modelo preditivo e o restante para fazer a sua validação. Por outro 

lado, esta abordagem torna a validação mais instável dado depender apenas de uma instância, mas por 

outro como o processo é repetido muitas vezes acaba por tornar robusta a estimativa do erro de teste. 

É importante referir que este tipo de validação é computacionalmente intensiva por serem gerados N 

modelos preditivos para um conjunto de dados de treino. 

O bootstrapping (Efron and Tibshirani, 1993) é outra técnica através da qual se criam subconjuntos 

para treino de modelos preditivos, por amostragem aleatória com reposição a partir do conjunto de dados 

de treino. Desta forma a partir de um conjunto de dados podemos criar diversos subconjuntos de dados 

e treinar um modelo preditivo em cada um deles. De forma análoga ao k-fold a estimativa do desempenho 

preditivo do modelo será melhorada pelo cálculo da média dos desempenhos dos diferentes modelos 

criados nos subconjuntos obtidos por amostragem. 

4.5.4 Avaliação da aprendizagem 

Utilizamos algoritmos de aprendizagem máquina para ajustar modelos preditivos aos dados. A 

forma como este ajuste decorre determina um maior ou menor sucesso do modelo preditivo na fase de 

teste. Idealmente pretende-se que um modelo capture as principais regularidades dos dados de treino e 
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simultaneamente tenha uma boa capacidade preditiva para novos dados (teste). Uma importante 

característica dos modelos é a generalização que representa a capacidade preditiva do modelo perante 

dados desconhecidos. Um modelo com boa capacidade de generalização é aquele que consegue manter 

a sua capacidade preditiva em teste, face à obtida durante o treino, enquanto um modelo com fraca 

capacidade de generalização reduz o seu desempenho na fase de teste. 

4.5.4.1 Subajuste vs. Sobreajuste 

Um modelo corretamente ajustado incorpora os principais padrões dos dados de treino, 

descartando padrões secundários e ruído. Um modelo diz-se subajustado (underfitted) quando falha a 

captura dos principais padrões dos dados de treino, não os incorporando e consequentemente tendo 

uma baixa capacidade preditiva. Por outro lado um modelo diz-se sobreajustado (overfitted) quando se 

ajusta aos dados de treino de forma quase perfeita capturando além dos padrões principais, também 

padrões secundários e ruído, o que reduz a capacidade preditiva do modelo por via da diminuição da 

capacidade de generalização (Figura 4.6) (Mohri, Rostamizadeh and Talwalkar, 2013). O ajuste  do 

modelo aos dados quantifica-se frequentemente pelo erro quadrático médio apresentado descrito na (Eq. 

4.1). Embora esta medida seja a base da maioria dos algoritmos de treino em aprendizagem máquina, 

por si só não fornece informação sobre o quanto um modelo está subajustado ou sobreajustado aos 

dados. 

 

 𝐸𝑟𝑟𝑜(𝑥) = 𝐸[(𝑌 − 𝑓(𝑥))2] (Eq. 4.1) 

4.5.5 Decomposição do erro nas suas componentes 

O erro de generalização de um modelo pode ser decomposto em três componentes, erro médio 

(𝐸𝑚é𝑑𝑖𝑜), variância e irredutível. 
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 𝐸𝑟𝑟𝑜(𝑥) = 𝐸𝑚é𝑑𝑖𝑜 + 𝑣𝑎𝑟𝑖â𝑛𝑐𝑖𝑎 + 𝑖𝑟𝑟𝑒𝑑𝑢𝑡í𝑣𝑒𝑙 (Eq. 4.2) 

 

 𝐸𝑟𝑟𝑜(𝑥) =  (𝐸[𝑓(𝑥)] − 𝑓(𝑥))
2

+ 𝐸 [(𝑓(𝑥) − 𝐸(𝑓(𝑥))
2

] + 𝐸(𝑌) (Eq. 4.3) 

 

A componente de erro 𝐸𝑚é𝑑𝑖𝑜 quantifica as diferenças entre as classificações estimadas e as 

verdadeiras saídas (etiquetas dos dados de treino). A componente de erro de variância mede a 

sensibilidade do modelo face aos dados de treino. O erro irredutível 𝜎𝑒
2 encontra-se representado na 

equação pelo seu valor esperado 𝐸(𝑌) e consiste num termo de ruído que nunca pode ser removido e 

representa a incapacidade em se estimar a verdadeira função discriminante . 

Existe um compromisso entre as componentes de erro médio e de variância que pode ser 

visualizado na Figura 4.6. Evoluem de forma inversa conforme a menor ou maior complexidade do 

modelo que determinará o subajuste ou sobreajuste aos dados de treino (Geman, Bienenstock and 

Doursat, 1992).  

Um modelo capaz de implementar uma função discriminante simples (com poucos parâmetros) é 

incapaz de modelar os principais padrões existentes nos dados, motivo pelo qual tende por um lado a 

aumentar a componente de erro 𝐸𝑚é𝑑𝑖𝑜 pelo aumento das diferenças entre os valores estimados e os 

valores reais e por outro a reduzir a variância dado o modelo não diferir muito com a alteração do conjunto 

de dados de treino. Um modelo preditivo capaz de implementar uma função discriminante complexa irá 

conseguir ajustar-se muito adequadamente aos dados, motivo pelo qual tende por um lado a baixar a 

componente de erro 𝐸𝑚é𝑑𝑖𝑜 pela redução das diferenças existentes entre os valores estimados e os 

valores reais e por outro a aumentar a componente de erro de variância dado a função discriminante 

variar consideravelmente perante um novo conjunto de dados de treino.  
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Figura 4.6 – Compromisso entre as componentes de erro médio e de variância  

Observando a Figura 4.6 podemos identificar diferentes zonas a) no gráfico: zona de complexidade 

insuficiente, ótima e excessiva, nas quais estaremos perante um modelo subajustado b), corretamente 

ajustado c) ou sobreajustado d). No ajuste dos modelos aos dados é necessário encontrar um ponto de 

equilíbrio entre modelos demasiado simples ou demasiado complexos de forma a maximizar a 

capacidade preditiva do modelo. O erro total poderá ser minimizado encontrando o nível de complexidade 

ótimo para cada problema que se encontra próximo do mínimo do gráfico presente na Figura 4.6. 

4.5.6 Avaliação quantitativa do desempenho do modelo 

Na aprendizagem supervisionada, a existência de etiquetas não só facilita a aprendizagem pelo 

seu uso na sua supervisão, como também permite a avaliação quantitativa do desempenho do modelo 
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preditivo treinado. Existem diversas medidas quantitativas de avaliação do desempenho da classificação 

binária, cada uma evidenciando determinada característica. 

 

4.5.6.1 Matriz de confusão (Confusion Matrix) 

É uma tabela que contém a contagem das ocorrências de diferentes combinações possíveis de 

classificação face à verdadeira classe das instâncias. As matrizes de confusão podem ser utilizadas em 

problemas de classificação com duas ou mais classes. De seguida será apresentada a matriz de confusão 

para problemas de classificação binária.  

Num problema de classificação binária, existem duas classes, a classe contendo a característica 

de interesse cuja classificação corresponde a uma identificação (positive) e a classe não contendo a 

característica de interesse cuja classificação corresponde a uma rejeição (negative), podendo cada 

instância ser classificada corretamente (true) ou incorretamente (false). A classificação de uma instância 

pode ter quatro resultados possíveis: 

 

TP - true positive – identificação correta 

FP - false positive – identificação incorreta 

TN - true negative – rejeição correta 

FN - false negative – rejeição incorreta 

 

A contagem das ocorrências destes quatro resultados possíveis no teste de um conjunto de 

instâncias, pode ser compilada numa matriz de confusão. 



 

 

Capítulo 4 Aprendizagem máquina 

72 

 

Figura 4.7 – Matriz de confusão 

As linhas representam as classificações atribuídas a cada uma das instâncias de teste e as colunas 

a sua verdadeira classe. Esta é uma representação compacta a partir da qual é possível obter muitas 

medidas de avaliação do desempenho de classificadores binários, nas quais se incluem a exatidão, 

sensibilidade e especificidade (Charu C. Aggarwal, 2010). 

Na Figura 4.8 é representada uma matriz de confusão produzida pelo software Matlab. 

 

Figura 4.8 – Exemplo de uma matriz de confusão no Matlab 

O Matlab representa a verdadeira classe das instâncias de teste nas duas primeiras linhas, as 

classificações atribuídas a cada uma das instâncias nas duas primeiras colunas e fornece a contagem 
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de amostras e percentagem para cada um dos quatro resultados possíveis. Na última linha apresenta a 

𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒, 𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 e 𝑒𝑥𝑎𝑡𝑖𝑑ã𝑜 (%). 

Com estes dados podemos calcular o número de amostras (NS), amostras positivas (P), amostras 

negativas (N), 𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 (𝑇𝑃𝑅), 𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 (𝑇𝑁𝑅) e 𝑒𝑥𝑎𝑡𝑖𝑑ã𝑜. 

 

 𝑁𝑆 =  𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁 (Eq. 4.4) 

 

 𝑃 =  𝑇𝑃 + 𝐹𝑁 (Eq. 4.5) 

 

 𝑁 = 𝑇𝑁 + 𝐹𝑃 (Eq. 4.6) 

 

No exemplo da Figura 4.8, NS = 73, 𝑃 = 28 e 𝑁 = 45. 

 

 

4.5.6.2 Exatidão 

A exatidão (accuracy) é a taxa global de acerto num problema de classificação. É um indicador de 

desempenho adequado em problemas cujos dados apresentam uma distribuição balanceada entre 

classes25. Quando a distribuição dos dados entre as classes não é balanceada, esta medida deve ser 

complementada com as medidas de sensibilidade e especificidade, que são taxas de acertos na 

classificação dos dados de cada uma das classes. 

 

 𝑝𝑟𝑒𝑐𝑖𝑠ã𝑜 =
𝑎𝑐𝑒𝑟𝑡𝑜𝑠

𝑛º 𝑑𝑒 𝑖𝑛𝑠𝑡â𝑛𝑐𝑖𝑎𝑠
=

𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 (Eq. 4.7) 

 

 

25 O balanceamento perfeito entre duas classes corresponde a 50% das instâncias pertencerem a cada uma delas. 
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4.5.6.3 Sensibilidade 

A sensibilidade (sensitivity) é a taxa de deteção da classe contendo a característica de interesse, 

sendo também designada por taxa de deteção de verdadeiros positivos. 

 

 𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 = 𝑇𝑃𝑅 =
𝑣𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠

𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠
=

𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (Eq. 4.8) 

 

4.5.6.4 Especificidade 

A especificidade (specificity) é a taxa de deteção da classe não contendo a característica de 

interesse, sendo também designada por taxa de deteção de verdadeiros negativos. 

 

 𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 = 𝑇𝑁𝑅 =
𝑣𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑜𝑠

𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑜𝑠
=

𝑇𝑁

 𝑇𝑁 + 𝐹𝑃
 (Eq. 4.9) 

 

4.5.6.5 Exemplo 

Consideremos um conjunto de 1000 imagens representando um segmento de um exame de 

cápsula endoscópica do intestino delgado. Se o conjunto de dados fosse perfeitamente balanceado 500 

imagens representariam úlceras e as restantes 500 representariam imagens normais. Um modelo que 

falhe a predição de 100 imagens (50 normais e 50 úlceras) apresenta uma 𝑒𝑥𝑎𝑡𝑖𝑑ã𝑜 = 90%, 

representando neste caso um desempenho interessante (𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 = 90% e 

𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 = 90%). No entanto os exames de cápsula endoscópica são exemplos de conjuntos 

de dados altamente não balanceados, dado a presença de úlceras ou outras doenças representarem 

uma pequena fração das imagens do exame. Considerando agora que 100 imagens contêm úlceras e 

as restantes 900 imagens tecido normal, o conjunto de dados passa a ter uma distribuição de dados por 

classes não balanceada, contendo a classe com a característica de interesse (úlcera) 10% das imagens 
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e a classe não contendo a característica de interesse (normais) as restantes 90% imagens. Se o modelo 

falhar na classificação de 100 instâncias, mas neste caso as falhas ocorram exclusivamente na 

classificação das úlceras, apesar de não ter conseguido classificar corretamente nenhuma úlcera 

apresenta uma exatidão de 90%, sendo neste caso a exatidão um indicador enganoso. O uso da 

𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 (0%) e da 𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 (100%) permite não só identificar que a elevada exatidão 

é ilusória, mas também identificar a origem dos erros. 

 

4.5.6.6  Curva ROC 

A curva ROC26 é uma representação gráfica da evolução da taxa de verdadeiros positivos 

(𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒) (eixo Y) em função da taxa de falsos positivos (1 − 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒) (eixo X) em 

função de um parâmetro do classificador. Permite realizar uma análise do custo benefício obtido para 

cada valor do parâmetro. 

 

 𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 1 − 𝑇𝑁𝑅 (Eq. 4.10) 

 

 

26 ROC - Receiver Operating Characteristics. 
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Figura 4.9 – Curva ROC representando o desempenho de 4 modelos 

O ponto {0,1} representa o classificador perfeito, dado conseguir distinguir completamente todas 

as instâncias das duas classes (𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 = 1 e 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 = 1). A linha tracejada 

representa modelos com desempenho preditivo equivalente à escolha aleatória da classe. Permite avaliar 

que valor do parâmetro origina melhor desempenho do modelo (mais próxima do ponto de classificação 

perfeita) e desta forma compara o desempenho preditivo de diferentes modelos de classificação. 

4.5.6.7 AUC-ROC 

A AUC-ROC27 é uma medida de avaliação do desempenho de um classificador binário e 

corresponde à área sob a curva ROC (Ling, Huang and Zhang, 2000). Um classificador binário com baixa 

 

27 AUC-ROC - Area Under the Curve Receiver Operating Characteristics 
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performance terá um valor de 𝐴𝑈𝐶 − 𝑅𝑂𝐶 ≅ 0.5, enquanto um classificador perfeito terá um valor de 

𝐴𝑈𝐶 − 𝑅𝑂𝐶 = 1 conforme se pode observar na Figura 4.9. 

 

 

No trabalho apresentado nesta tese o desempenho dos modelos utilizados foi avaliado 

quantitativamente, utilizando a exatidão, sensibilidade e especificidade dado estes indicadores 

permitirem uma detalhada análise global do comportamento dos classificadores. 

4.6 Sumário 

Neste capítulo foi feita uma introdução à aprendizagem máquina, enumeradas áreas de aplicação 

relevantes, caracterizados diferentes tipos de dados e descritos os quatro paradigmas de aprendizagem 

máquina mais pertinentes (supervisionada, não supervisionada, semissupervisionada e por reforço). De 

seguida foram apresentados os mais relevantes conceitos da aprendizagem supervisionada, tais como o 

treino, validação e teste dos modelos, descritas técnicas de validação cruzada para a otimização da 

utilização dos dados (k-fold e bootstrapping), a avaliação da evolução da aprendizagem do modelo através 

da. análise do erro global considerando a sua decomposição nas componentes de erro médio (bias) e 

variância e o compromisso existente entre ambas (Bias–variance tradeoff), como fatores indicadores de 

sobreajuste ou subajuste do modelo aos dados. Finalmente foram descritas métricas comumente 

utilizadas na avaliação quantitativa do desempenho dos modelos ajustados por aprendizagem 

supervisionada tais como, a exatidão, sensibilidade e especificidade, a matriz de confusão, a curva ROC 

e a medida AUC-ROC. 
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Aprendizagem por ensemble 

5- Aprendizagem por ensemble 

 

5.1 Introdução 

A aprendizagem por ensemble é um processo através do qual vários modelos são 

estrategicamente gerados e combinados para resolver um problema de inteligência computacional 

(Polikar, 2009). Estes modelos podem ser classificadores, algoritmos de regressão, clustering, entre 

outros. A aprendizagem por ensemble é uma das grandes linhas de investigação em aprendizagem 

máquina. É utilizada principalmente para obter um modelo global com desempenho superior à dos 

modelos de base, tendo também sido utilizada para aumentar a confiança no modelo, a escolha de 

classificadores robustos, a seleção dos melhores descritores, a fusão de dados e a aprendizagem 

incremental (Kuncheva, 2014). Adicionalmente permite melhorar o desempenho preditivo em problemas 

de complexidade elevada, com conjuntos de dados de grande ou reduzida dimensão, não balanceados, 

conforme descrição posterior no subcapítulo 6.2.  

Dado que o trabalho apresentado nesta tese se refere a classificação, doravante salvo indicação 

contrária, ensemble refere-se a ensemble de classificadores. 

Na Figura 5.1 é mostrado o esquema genérico de um classificador por ensemble.  



 

 

Capítulo 5 Aprendizagem por ensemble 

79 

 

Figura 5.1 – Esquema genérico de um classificador por ensemble 

Como se pode observar na Figura 5.1 os resultados dos classificadores de base 

{𝐶𝐵1, 𝐶𝐵2, … , 𝐶𝐵𝐿} serão combinados para se obter a classificação do ensemble 

𝑌𝐸𝑁𝑆 = 𝑓(𝑌1, 𝑌2, … , 𝑌𝐿). Os classificadores de base podem ser treinados em todo o conjunto de treino 

𝑋 ou em subconjuntos {𝑋1, 𝑋2, … , 𝑋𝐿}  ⊂  𝑋. A combinação dos resultados dos classificadores de base 

pode ser efetuada utilizando médias, votações ou por aprendizagem (descritas no subcapítulo 5.6). 

5.2 Vantagens dos ensembles 

Segundo (Dietterich, 2000) frequentemente é possível construir ensembles com melhor 

desempenho do que um único classificador por três razões fundamentais que podem ser de ordem; 

estatística, computacional e representacional. 

Treinar um classificador consiste na pesquisa de uma hipótese (critério de classificação) num 

espaço de hipóteses. Neste processo, utilizando dados de treino em quantidade suficiente para que a 

sua distribuição seja representativa da real distribuição dos dados do problema, o classificador irá 
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apreender uma função discriminante que se espera próxima da verdadeira, mas inevitavelmente nunca 

igual.  

Do ponto de vista estatístico, a combinação de diversos classificadores num ensemble pode 

melhorar o seu desempenho. Isto acontece porque os diversos classificadores de base generalizam de 

forma diferente entre si (implementam funções discriminantes parecidas, mas diferentes entre si), 

cancelando parcialmente alguns erros no processo de combinação dos seus resultados. 

 

A utilização de ensembles permite superar diversos desafios do ponto de vista computacional, tais 

como (Kuncheva, 2014): 

• Convergência dos algoritmos de treino para extremos locais. Mesmo quando um classificador é 

treinado com um conjunto de dados adequado, não existe uma garantia de que a solução 

encontrada seja ótima, dado os algoritmos frequentemente convergirem para extremos locais. O 

uso de ensembles com classificadores de base subótimos obtidos pelo uso de classificadores de 

natureza diferente, iguais, mas com diferentes inicializações, ou treinados em subconjuntos 

semelhantes, permite que através da combinação de modelos com critérios de classificação 

diferentes, potencialmente se melhore a classificação por cancelamento parcial de erros.  

• Conjuntos de dados de grande dimensão. Ao invés de utilizar um classificador para um conjuntos 

de dados de grande dimensão pode ser benéfico utilizar classificadores treinados em 

subconjuntos e combinar as suas classificações. 

• Conjuntos de dados de pequena dimensão. A utilização de técnicas de amostragem em 

conjuntos de dados de pequena dimensão permite gerar novos conjuntos de treino que serão 

utilizados para treinar diferentes classificadores de base cujos resultados serão combinados, 

possibilitando uma potencial melhoria do desempenho preditivo do classificador. 

• Dividir para conquistar. Independentemente da quantidade de dados existente, pode ser benéfica 

a divisão de um problema de classificação em subproblemas mais pequenos e simples, 

especializando um classificador em cada um deles e escolhendo cada classificador quando os 

dados pertencem ao subproblema no qual foi treinado. 
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• Fusão de dados. Na aprendizagem humana utilizamos informação dos diversos sentidos nos 

processos de decisão. De forma análoga na aprendizagem máquina a utilização de dados com 

origens distintas permite melhorar os modelos. Uma abordagem de baixo nível à fusão de dados 

consiste na construção de um novo conjunto de dados por agrupamento dos dados de origens 

distintas, com o qual será treinado um classificador. A utilização de ensembles permite 

abordagens à fusão de dados de nível superior. Um exemplo consiste na utilização de um 

classificador para os dados de cada uma das origens e respetiva combinação das suas 

classificações através do ensemble. 

 

Frequentemente a função discriminante de um dado problema não é representável pela função 

de transferência do classificador (por exemplo um problema com um limite de classificação circular 

utilizando um classificador com uma função de transferência linear). Utilizando um ensemble este 

problema de natureza representacional pode ser ultrapassado pela combinação das respostas dos 

múltiplos classificadores de base, possibilitando desta forma a implementação de uma função de 

classificação mais complexa pela conjugação de funções mais simples. 

 

Quando um modelo de aprendizagem máquina sofre de uma limitação do ponto de vista estatístico 

e computacional apresenta resultados com maior variância. Quando sofre de uma limitação 

representacional apresenta um erro médio superior, originado pela limitação do modelo. 

5.3 Diversidade nos ensembles 

Os ensembles surgem como uma abordagem para entre outros, melhorar os modelos ou a 

confiança nos seus resultados, pretendendo-se que a sua resposta beneficie da aglutinação da resposta 

dos seus classificadores de base. Para que isso aconteça é preciso que cada classificador de base se 

foque em aspetos diferentes retirando diferente informação dos dados daquela que é retirada pelos seus 

pares. Se os classificadores de base emitissem todos o mesmo resultado para a mesma instância não 
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haveria nenhuma vantagem em aglutinar os seus resultados nem nenhum modo de aglutinação que 

melhorasse o resultado global.  

 

O desafio consiste em obter um conjunto de classificadores de base, complementares entre si e 

combinar as suas respostas de forma a maximizar o desempenho do modelo global. Esta 

complementaridade é fundamental no desenvolvimento de ensembles e é designada por diversidade. A 

diversidade num ensemble pode ser obtida através da diversidade existente nos dados, nos modelos, 

nos seus parâmetros, na sua estrutura, na otimização, entre outras. De uma forma simples, consiste em 

fazer com que os modelos se complementem. Num ensemble cujos resultados são combinados por 

fusão o objetivo é garantir que onde uns modelos falham outros acertem, de forma a que pela 

combinação das respostas se obtenha uma taxa de classificação superior à dos classificadores de base. 

Nos ensembles que utilizam uma estratégia de seleção é necessário gerar um conjunto de classificadores 

de base tal que para todo o espaço do problema seja(m) selecionados os classificador(es) mais capazes 

de fornecerem resposta(s) especializada(s) no ensemble. 

Um resultado interessante que ilustra bem a necessidade de diversidade foi obtido por (Tumer 

and Ghosh, 1995). Os autores relacionaram o erro do ensemble com os erros individuais dos 

classificadores de base {1,2, … , 𝑇} utilizando um termo de correlação das suas classificações θ (Eq. 

5.1). 

 

 𝑒𝑟𝑟𝑜𝑒𝑛𝑠 =
1 + 𝜃(𝑇 − 1)

𝑇
𝑒𝑟𝑟𝑜𝐶(𝑖) (Eq. 5.1) 

 

Este resultado mostra que, se os classificadores de base forem independentes (θ = 0) o erro no 

ensemble será reduzido por um fator de combinadores dependem dos dados de entrada de forma 

implícita estão usualmente associados a uma estratégia de combinação 𝑇, enquanto que se os 

classificadores de base forem totalmente correlacionados (θ = 1) não existe ganho pelo uso do 

ensemble. 
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É importante salientar que apesar de ser evidente a necessidade de diversidade para o bom 

funcionamento dos ensembles, a sua definição28, influência no funcionamento e desempenho ainda está 

longe de estar esclarecida, sendo ainda hoje o Santo Graal desta área.  

5.4 Decomposição do erro nas componentes de erro médio, variância e 

covariância 

Para analisarmos o desempenho de algoritmos de aprendizagem máquina é importante 

conhecermos a origem dos erros por eles cometidos. Em aprendizagem por ensemble existem duas 

decomposições do erro de generalização: A decomposição erro-ambiguidade e a decomposição nas 

componentes de erro médio e variância. Por coerência com o capítulo anterior (subcapítulo 4.5.5) será 

descrita a decomposição nas componentes de erro médio (𝐸𝑚é𝑑𝑖𝑜), variância e covariância (Ueda and 

Nakano, 2002). 

Se considerarmos um ensemble constituído por M modelos de base cujos resultados são 

combinados por média aritmética, a decomposição feita em (Eq. 4.2) passa a ser composta por três 

termos29: 

 

 𝑒𝑟𝑟𝑜𝑒𝑛𝑠 = 𝐸𝑚é𝑑𝑖𝑜
̅̅ ̅̅ ̅̅ ̅̅ (𝐹)2 +

1

𝑀
𝑣𝑎𝑟𝑖â𝑛𝑐𝑖𝑎̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅(𝐹) + (1 −

1

𝑀
) 𝑐𝑜𝑣𝑎𝑟𝑖â𝑛𝑐𝑖𝑎̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ (𝐹) (Eq. 5.2) 

 

Onde os termos representam os valores médios: 𝑑o 𝐸𝑚é𝑑𝑖𝑜 (Eq. 5.3), da variância (Eq. 5.4) e da 

covariância (Eq. 5.5) dos modelos do ensemble 𝐹 ≡ {1, 𝑓𝑀}. Quando M=1 o termo de covariância 

desaparece e a variância é a do modelo utilizado. À medida que o número de modelos no ensemble 

aumenta existe uma tendência para reduzir a variância e aumentar a covariância. 

 

28 Não existe uma definição formal do conceito de diversidade bem aceite pela comunidade de aprendizagem por ensemble. 

29 Por simplicidade foi ignorada a componente do erro irredutível, previamente explicada no subcapítulo 4.5.5. 
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 𝐸𝑚é𝑑𝑖𝑜
̅̅ ̅̅ ̅̅ ̅̅ (𝐹) =

1

𝑀
∑(𝐸(𝑓𝑗̂(𝑥)) − 𝑓(𝑥))

𝑀

𝑗=1

 (Eq. 5.3) 

 

 𝑣𝑎𝑟𝑖â𝑛𝑐𝑖𝑎̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅(𝐹) =
1

𝑀
∑𝐸[𝑓𝑗̂(𝑥) − 𝐸(𝑓𝑗̂(𝑥))]

2
𝑀

𝑗=1

 (Eq. 5.4) 

 

 
𝑐𝑜𝑣𝑎𝑟𝑖â𝑛𝑐𝑖𝑎̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ (𝐹) =

1

𝑇(𝑇 − 1)
∑ ∑ 𝐸[𝑓𝑗̂(𝑥) − 𝐸(𝑓𝑗̂(𝑥))]𝐸[𝑓𝑘̂(𝑥) − 𝐸(𝑓𝑘̂(𝑥))]

𝑀

𝑘=1
𝑘≠𝑗

𝑀

𝑗=1

 
(Eq. 5.5) 

 

Esta decomposição suporta a necessidade de diversidade nos ensembles. Ao contrário dos outros 

dois termos que são sempre positivos e que pretendemos minimizar, a covariância pode ser positiva ou 

negativa, penalizando ou beneficiando o ensemble conforme a diversidade dos erros dos seus membros 

(Ueda and Nakano, 2002). 

5.5 Abordagens ao desenvolvimento de ensembles 

Os classificadores por ensemble tornaram-se um paradigma de aprendizagem muito relevante 

desde os anos 90 do século passado até à data. A comunidade envolvida no desenvolvimento deste 

paradigma de aprendizagem, produziu uma vasta quantidade de trabalho, que suportou o 

desenvolvimento de uma miríade de classificadores e meta-classificadores30 que expandiram as 

possibilidades em inúmeros domínios do conhecimento. Desses algoritmos destacam-se o Bagging, 

Boosting, Random Forest e Stacking. 

 

30 Meta-classificador – classificador treinado com as saídas de outro(s) classificadores (ex. Stacked Generalization). 
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Apesar de na aprendizagem por ensemble existirem poucos contributos teóricos garantindo a sua 

superioridade, esta impôs-se pelos bons resultados obtidos. Dois artigos que foram marcos estruturantes 

foram: (Hansen and Salamon, 1990) no qual os autores demonstram empiricamente que a classificação 

resultante da combinação dos resultados de um conjunto de classificadores é frequentemente mais 

precisa do que a do melhor classificador individual e (Schapire, 1990) no qual o autor demonstrou do 

ponto de vista teórico ser possível converter weak learners em strong learners conceito que deu origem 

ao algoritmo AdaBoost (Freund and Schapire, 1996). Em 2003 Yoav Freund e Robert Schapire foram 

agraciados com o prestigiado Prêmio Gödel pela invenção do algoritmo AdaBoost. 

Os atuais ensembles emergiram das áreas da combinação de classificadores (CC), ensembles of 

weak learners (EWL) e da mistura de especialistas (Zhou, 2012). Os weak learners são classificadores 

cujo desempenho é ligeiramente superior à da escolha aleatória da classe (𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 50%). 

Contrastam com os strong learners que têm uma elevada probabilidade de produzir uma hipótese 

próxima da real, atingindo desempenhos muito elevados (𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ≅  100%). 

A grande maioria das abordagens ao desenvolvimento de ensembles podem ser englobadas em 

quatro estratégias de base que envolvem o uso de diferentes: combinadores, classificadores de base, 

subconjuntos de descritores e subconjuntos de dados (Kuncheva, 2014). 

A melhoria do desempenho do ensemble utilizando uma estratégia ao nível do combinador 

pressupõe a otimização da combinação de resultados dos classificadores de base. Existe uma miríade 

de métodos de combinação de resultados, mas que na sua essência oscilam entre a fusão e a seleção 

de resultados (subcapítulo 5.6). As estratégias ao nível dos classificadores e descritores, promovem a 

diversidade utilizando diferentes tipos de modelos de classificadores base (redes neuronais, máquinas 

de vetores de suporte, árvores de decisão, entre outros) ou/e a utilização de diferentes subconjuntos de 

descritores nos classificadores de base. Nas estratégias envolvendo a manipulação dos dados é feita 

uma modificação do conjunto de dados (dataset) original, criando diversidade através do treino de cada 

classificador de base com um dataset diferente. Esta estratégia tem predominado, em grande parte pelo 

sucesso dos métodos de bagging (Breiman, 1994) e boosting (Freund and Schapire, 1996) que nela se 

baseiam.  
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Outro aspeto relevante em termos de taxonomia no desenvolvimento de ensembles refere-se ao 

treino dos combinadores. Existem ensembles com combinadores não treináveis (ex. Bagging) e outros 

com combinadores treináveis (ex. Adaboost, Conventional Mixture of Experts e Stacking). Nestes últimos, 

o treino pode ocorrer de forma simultânea ao dos classificadores de base (ex. Adaboost, Conventional 

Mixture of Experts) e/ou posteriormente (ex. Stacking). 

Em termos de treino, os combinadores podem depender (ex. Conventional Mixture of Experts, 

AdaBoost) ou não (ex. Bagging) dos dados de entrada X. Esta dependência pode ser explícita caso o 

combinador utilize os valores de entrada x para calcular os fatores de ponderação da combinação no 

ensemble (ex. Conventional Mixture of Experts) ou implícita caso não os utilize diretamente (ex. 

AdaBoost). Os ensembles cujos combinadores dependem dos dados de entrada de forma implícita estão 

usualmente associados a uma estratégia de combinação por fusão enquanto os ensembles cujos 

combinadores dependem dos dados de entrada de forma implícita estão usualmente associados a uma 

estratégia de combinação por seleção, ambas descritas no subcapítulo 6.6. 

5.6 Estratégias de combinação de classificadores 

A criação de ensembles capazes de realizar de forma eficiente tarefas de aprendizagem máquina 

depende da geração de um conjunto de modelos de base e da combinação dos seus resultados de forma 

bem articulada. Existem duas estratégias de base na combinação de classificadores, por fusão ou 

seleção. Na fusão, a resposta do ensemble é formada com as classificações de todos os membros do 

ensemble, enquanto na seleção apenas é utilizada a classificação de um dos membros. A utilização de 

cada uma destas estratégias depende do treino dos classificadores de base do ensemble. A combinação 

por fusão é utilizada quando os classificadores de base foram treinados no mesmo problema ou em 

problemas com grande sobreposição entre si. A combinação por seleção é utilizada quando cada 

classificador de base foi treinado num subespaço do problema. Em termos práticos as estratégias de 

combinação dos ensembles oscilam entre estas duas estratégias de base, tendo sido utilizadas uma 

multiplicidade de soluções tais como: 
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• Médias aritméticas e ponderadas 

 

 𝑌𝐸𝑁𝑆 =
1

𝑇
∑𝑌𝑖(𝑋𝑖)

𝑀

𝑖=1

 (Eq. 5.6) 

 

 𝑌𝐸𝑁𝑆 = ∑𝑊𝑖𝑌𝑖(𝑋𝑖)        𝑌𝑖 ∈ [0,1]        ∑𝑊𝑖 = 1

𝑀

𝑖=1

𝑀

𝑖=1

 (Eq. 5.7) 

 

• Votação por maioria, pluralidade e ponderada 

 

 𝑌(𝑥) = 𝐶𝑗       𝑠𝑒 ∑𝑌𝑖
𝑗(𝑥) >  

1

2
∑∑𝑌𝑖

𝑗(𝑥)

𝑀

𝑖=1

𝐶𝐿

𝑗=1

𝑀

𝑖=1

 (Eq. 5.8) 

 

 
𝑌(𝑥) = 𝐶

𝑎𝑟𝑔𝑚𝑎𝑥∑ 𝑌
𝑖
𝑗
(𝑥)𝑀

𝑖=1
𝑗

 
(Eq. 5.9) 

 

 
𝑌(𝑥) = 𝐶

𝑎𝑟𝑔𝑚𝑎𝑥∑ 𝑊𝑖𝑌𝑖
𝑗
(𝑥)𝑀

𝑖=1
𝑗

 
(Eq. 5.10) 

 

• Soft Voting 

• Por aprendizagem 

• Por seleção 

 

As combinações por média aritmética (Eq. 5.6) e ponderada (Eq. 5.7), são utilizadas em 

problemas de regressão. Em problemas de classificação se os valores das saídas forem discretos será 
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utilizada a combinação por votação enquanto se os valores das saídas forem probabilidades serão 

utilizadas médias.  

A votação por maioria (Eq. 5.8) implica a escolha da classe que reúna mais de metade dos votos 

dos classificadores de base. Se não for atingida maioria a instância não é classificada. No caso da votação 

por pluralidade (Eq. 5.9) é selecionada a classe que reúne mais votos. Em ambos os casos (Eq. 5.7) e 

(Eq. 5.10), a ponderação permite atribuir níveis de competência aos diferentes modelos. O Soft Voting é 

uma modalidade utilizada em ensembles cujos modelos emitem para cada instância x um vetor de 

probabilidade de pertença a cada uma das classes 𝑃(𝐶𝑗|𝑥), que poderão ser combinados por média 

aritmética (Eq. 5.6) ou ponderada (Eq. 5.7). 

Os combinadores por aprendizagem são treinados posteriormente aos classificadores de base 

para que aprendam a corrigir os seus erros. A técnica mais notável é o Stacking e consiste em utilizar 

como combinador, um classificador empilhado sobre os classificadores de base. Após o treino dos 

classificadores de base, é treinado o combinador para que alimentado com as respostas dos 

classificadores de base e conhecendo as etiquetas dos dados de treino, aprenda a corrigir os erros dos 

classificadores de base. É muito importante utilizar conjuntos de treino diferentes para cada nível 

(classificadores de base e combinador) para evitar o sobreajuste aos dados de treino. 

A estratégia de seleção pode ser vista como uma média ponderada com atribuição de 

especialização máxima de forma mutuamente exclusiva a cada um dos modelos.  

5.7 Bagging 

O algoritmo Bootstrap AGGregatING ou Bagging (Breiman, 1994) é conhecido por permitir reduzir 

a variância de ensembles formados por strong learners (Bauer and Kohavi, 1999), não sendo no entanto 

esta redução garantida. É um dos mais relevantes classificadores por ensemble devido ao seu 

desempenho, apesar de não dispor de fundamentação teórica como acontece no Boosting.  
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Neste algoritmo é treinado um conjunto de classificadores de base utilizando subconjuntos obtidos 

por bootstrapping (subcapítulo 4.5.3) do conjunto de treino e os seus resultados são combinados 

(agregados) por média aritmética (votação em classificação).  

 

 

Figura 5.2 – Algoritmo Bagging 

Utiliza uma estratégia que explora a independência entre classificadores de base para reduzir a 

variância da classificação. Uma forma de exemplificar isto, é considerando um problema de classificação 

binária. 

 

 𝑌(𝑥) = 𝑠𝑖𝑔𝑛 (∑𝑦𝑖(𝑥)

𝑀

𝑖=1

) (Eq. 5.11) 
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Em classificação binária se as classes forem representadas por {+1,−1}, (Eq. 5.11) equivale a 

uma votação por maioria (Eq. 5.8).  

Para que o ensemble cometa um erro é necessário que pelo menos metade dos classificadores 

de base erre na classificação. Se os classificadores forem independentes é muito provável que o erro de 

generalização do ensemble seja fortemente reduzido pela combinação dos resultados. No entanto é 

impossível gerar classificadores independentes, mas é possível reduzir a correlação entre eles 

introduzindo aleatoriedade na aprendizagem. Uma técnica interessante é o bootstrapping, na qual a partir 

de um conjunto de dados de treino 𝐶𝐷𝑇𝑅 com 𝑛 instâncias, serão gerados M novos conjuntos de treino 

𝐶𝐷𝑇𝑅
𝑖

 de tamanho 𝑛´ por amostragem aleatória com reposição de 𝐶𝐷𝑇𝑅. Desta forma é criada 

diversidade nos subconjuntos de dados, que conterão amostras repetidas e diferentes entre si. Cada 

classificador de base 𝐶𝑖  será treinado no respetivo 𝐶𝐷𝑇𝑅
𝑖 , pelo que os modelos divergirão pelas 

diferenças existentes nos subconjuntos de treino. A resposta do classificador é obtida por votação das 

respostas dos classificadores de base.  

O modelo resultante vem menos sobreajustado aos dados pelo que apresentará variância inferior 

à dos modelos de base. Este efeito acontece para tipos de classificadores instáveis (redes neuronais, 

árvores de decisão, entre outros) pois nestes a alteração do conjunto de dados produzirá modelos com 

diferenças suficientes para criarem a diversidade necessária para que este algoritmo produza este efeito. 

5.8 Boosting 

O boosting é um dos mais relevantes algoritmos ensemble pela sua simplicidade, elevado 

desempenho, por ter uma base teórica sólida (Schapire, 1990) referida no subcapítulo 5.5, cuja aplicação 

lhe permitiu obter elevado sucesso num vasto leque de problemas. A implementação mais conhecida foi 

o algoritmo de reconhecimento facial que demonstrou ser extremamente eficiente e computacionalmente 

leve (Viola and Jones, 2001). 
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Este algoritmo foca o treino nas instâncias difíceis, treinando M classificadores de base de forma 

sequencial para que cada um deles corrija os erros cometidos pelos anteriores. Após o treino, os 

resultados são combinados por média ponderada utilizando o peso calculado durante o treino para cada 

classificador do ensemble (AB9).  

Existe uma grande variedade de algoritmos de boosting, sendo o mais notável o Adaptive boosting 

ou Adaboost (Freund and Schapire, 1996; EATCS, 2003), cujo pseudocódigo se encontra na Tabela 5.1. 

Tabela 5.1 – Pseudocódigo algoritmo AdaBoost 

 

São treinados M classificadores 𝐶𝑖 de forma sequencial (AB2). Cada classificador é treinado 

utilizando todo o conjunto de dados de treino {𝑋, 𝑇}, sendo associado a cada instância de dados, um 

valor do vetor 𝑝𝑒𝑠𝑜𝑠𝑖 que reflete a sua importância no treino do classificador de base 𝐶𝑖 (AB3). O vetor 

𝑝𝑒𝑠𝑜𝑠𝑖⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗ é inicializado com valores uniformes, assegurando igual importância de todas as instâncias no 

treino do classificador 𝐶1 (AB1). Com o modelo treinado, é feita a predição das classes 𝑌𝑖 para cada 

instância do vetor de dados 𝑋  (AB4). A taxa de erro ponderada 𝑡𝑒𝑝 ∈ [0,1] do classificador atual 𝐶𝑖 é o 

Pseudocódigo AdaBoost  
Treino % M = nº classificadores 

pesos1⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗ =
1

M
; 

(AB1) % Inicializar pesos (uniformes) 

for i = 1 ∶ M (AB2) % Classes {+1,-1} 

      Ci =  treino(X⃗⃗ , Y⃗⃗ , pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ); (AB3) % Treino do classificador 

      Yi
⃗⃗⃗  =  predicao(Ci, X⃗⃗ ); (AB4) % Predições classificador 

      tep  =  pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ∗ (Yi
⃗⃗⃗   ≠ T⃗⃗ )′; (AB5) % Cálculo da taxa de erro ponderada de Ci 

      WCi
⃗⃗ ⃗⃗⃗⃗  ⃗ = 0.5 ∗ log (

1−tep

tep
) (AB6) % Coeficiente de ponderação WCi

 do Ci 

      pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  =   pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗   ∗

exp(−WCi
⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗∗T⃗⃗ ∗Yi⃗⃗⃗⃗ ) 

(AB7) % Atualização do pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗   

      pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  =
 pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  

soma(pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  )
; (AB8) % Normalização do vetor pesosi⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗   

End  
Teste 

y(x) = signal (∑WCi
⃗⃗ ⃗⃗⃗⃗  ⃗

M

i=1

Yi(x)) 

(AB9) % y(x) > 0 → Classe 1 

             % y(x) < 0 → Classe − 1 
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somatório dos pesos das instâncias mal classificadas, sendo calculado pela multiplicação do vetor 

(𝑝𝑒𝑠𝑜𝑠𝑖⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗) pelo vetor contendo em cada posição {1,0} conforme tenha ocorrido ou não um erro na 

estimação de 𝑌𝑖
⃗⃗  face à verdadeira classe T={+1,-1} para cada instância de 𝑋  (AB5). Quando 𝑌𝑖

⃗⃗  ≠ 𝑇⃗  

retorna 1 e quando 𝑌𝑖
⃗⃗  = 𝑇⃗  retorna 0. Com a 𝑡𝑒𝑝 calculamos o coeficiente de ponderação 𝑊𝐶𝑖

⃗⃗ ⃗⃗ ⃗⃗   do 

classificador 𝐶𝑖 que reflete o seu desempenho no espaço do problema (AB6). Quando o classificador 𝐶𝑖 

acerta na classificação de todas as instâncias 𝑡𝑒𝑝 = 0, 𝑊𝐶𝑖
⃗⃗ ⃗⃗ ⃗⃗   será alto (positivo). Quando o classificador 

𝐶𝑖 falha na classificação de todas as instâncias 𝑡𝑒𝑝 = 1, 𝑊𝐶𝑖
 será baixo (negativo). Quando o 

classificador 𝐶𝑖 tem um desempenho equivalente à escolha aleatória da classe (𝑡𝑒𝑝 = 0.5) a sua 

contribuição no ensemble será 𝑊𝐶𝑖
= 0. No entanto dada a premissa de os classificadores utilizados 

serem weak learners, 𝑡𝑒𝑝 < 50% ⇒  𝑊𝐶𝑖
> 0. 

 

 

Figura 5.3 – Evolução do coeficiente de ponderação 𝑾𝑪𝒊
⃗⃗⃗⃗⃗⃗  do classificador 𝑪𝒊 em função da 𝒕𝒆𝒑 no Adaboost 

Para cada instância, quando acerta a previsão (𝑇⃗ = 𝑌𝑖
⃗⃗ ), torna (𝑇⃗ ∗ 𝑌𝑖

⃗⃗ > 0) e o argumento da 

função exponencial (−𝑊𝐶𝑖
∗ 𝑇⃗ ∗ 𝑌𝑖

⃗⃗ ) < 0 diminuindo o peso associado à instância. De forma inversa 

quando erra a previsão de uma instância torna (𝑇⃗ ∗ 𝑌𝑖
⃗⃗ < 0) e o argumento da função exponencial 

(−𝑊𝐶𝑖
∗ 𝑇⃗ ∗ 𝑌𝑖

⃗⃗ ) > 0 aumentando o peso associado a essa instância. Finalmente os pesos são 
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normalizados para valores [0,1] (AB8). Este procedimento é repetido para os restantes classificadores e 

finalizado o treino, cada amostra é classificada por média ponderada (𝑊𝐶𝑖
⃗⃗ ⃗⃗ ⃗⃗  ). 

O boosting é utilizado para melhorar o modelo global através da redução da componente de erro 

médio. 

5.9 Mistura de especialistas 

A mixture of experts (MoE) utiliza uma estratégia de dividir para conquistar. Um problema complexo 

é decomposto em subproblemas mais pequenos e simples, sendo utilizado um conjunto de modelos de 

base31 (experts) aos quais serão atribuídos os diferentes subproblemas e uma gating network que atribui 

um peso (coeficiente de mistura) a cada especialista mediante o seu nível de especialização no 

subespaço a que pertence cada instância de dados x. Especialistas e gating network trabalham de forma 

coordenada para aumentar o desempenho do ensemble e estão organizados numa estrutura hierárquica 

cuja arquitetura se encontra representada na Figura 5.4. 

 

31 Podem ser modelos de regressão ou classificação. 
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Figura 5.4 – Arquitetura de um classificador por mistura de especialistas 

A resposta da MoE  y(x) é obtida por média ponderada das respostas dos especialistas 

{𝑦1, 𝑦2, . . . , 𝑦𝑀} com os pesos {𝑔1, 𝑔2, . . . , 𝑔𝑀} atribuídos pela gating network para cada instância de 

dados 𝑥. 

 

 𝑦(𝑥) = ∑𝑔𝑗(𝑥)𝑦𝑗(𝑥)

𝑀

𝑗=1

 (Eq. 5.12) 

5.9.1 Abordagem convencional à mistura de especialistas 

Na abordagem (CMoE) Conventional Mixture of Experts (Jacobs et al., 1991) e métodos derivados, 

o processo de treino consiste na aprendizagem conjunta de uma mistura de modelos paramétricos 

(experts e gating). A gating network é treinada para fazer um particionamento suave32 do espaço do 

 

32 É atribuída a cada instância uma probabilidade de pertença em cada um dos clusters, ao invés do particionamento rígido no qual cada instância 

é atribuída exclusivamente a um dos clusters. 
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problema em subespaços sobrepostos, recompensando os especialistas pela sua eficácia em cada um 

deles. Nos problemas de regressão (Figura 5.5 a) a CMoE procura múltiplos regimes nos dados e tenta 

especializar um preditor individual em cada subespaço, evitando utilizar o mesmo preditor para modelar 

diferentes regimes existentes nos dados. Nos problemas de classificação (Figura 5.5 b) a CMoE procura 

dividir um problema de classificação em subproblemas menores e mais simples. Em ambos (regressão 

e classificação) é procurada uma solução global considerando simultaneamente o particionamento dos 

dados e o desempenho dos especialistas. Os conjuntos cujos dados apresentam distribuições 

multimodais, tendem a apresentar limites de classificação mais complexos dada a não linearidade 

potencialmente introduzida pela existência de subpopulações, o que influencia o particionamento suave 

dos dados e consequentemente a divisão do problema original em subproblemas.   

 

 

Figura 5.5 – Mistura de especialistas, problema de a) regressão b) classificação 

Esta abordagem provou ser muito eficiente em problemas de regressão para inferência de funções 

não estacionárias e definidas por ramos (piecewise continuous) (Weigend and Mangeas, 1995) (Qi, Klein-

Seetharaman and Bar-Joesph, 2005) (Lu, 2006) e em problema de classificação não lineares e dados 
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com padrões distintos e distribuições multimodais (Gutta et al., 2000) (Harb, Chen and Auloge, 2004) 

(Ebrahimpour et al., 2009) (Yuksel and Gader, 2010). 

 

Interpretando a CMoE como um modelo de mistura, especialistas e gating network passam a ser 

representados por funções densidade de probabilidade, pelo que (Eq. 5.12) pode ser expressa na forma 

(Eq. 5.13): 

 

 𝑃(𝑡|𝑥, 𝛩) = ∑𝑔𝑗(𝑥, 𝛩𝐺)𝑃𝑗(𝑡|𝑥, 𝛩𝐸)

𝑀

𝑗=1

 (Eq. 5.13) 

 

 𝑔𝑗 = 
𝑒𝑥𝑝(𝜌𝑗(𝑥, 𝛩𝐺))

∑ 𝑒𝑥𝑝(𝜌𝑖(𝑥, 𝛩𝐺))𝑀
𝑖=1

 (Eq. 5.14) 

 

 ∑𝑔𝑗(𝑥, 𝛩𝐺) = 1, 𝑔𝑗 ≥ 0

𝑀

𝑗=1

 (Eq. 5.15) 

 

Onde Θ = {ΘG, ΘE}. A gating network é um combinador treinável ΘG dependente de x. 𝑔𝑗(𝑥) 

representa uma probabilidade proporcional ao nível de especialização de cada classificador na 

localização da instância de dados x, sendo obtida a partir das saídas da gating network ρ𝑗(𝑥), 

normalizadas através da função softmax (Eq. 5.14) para garantir que para qualquer instância x, os 𝑔𝑗(𝑥) 

são maiores ou iguais a zero e somados totalizam um (Eq. 5.15).  

5.9.2 Treino da mistura de especialistas 

O objetivo do treino da CMoE é encontrar para cada especialista uma função de particionamento 

da gating network ótima e simultaneamente para uma dada função da gating network treinar cada 
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especialista para que atinja o máximo desempenho no subconjunto de dados (distribuição) que lhe foi 

atribuído. O treino consiste na otimização conjunta dos parâmetros Θ dos modelos dos especialistas ΘE 

e da gating network ΘG utilizando o conjunto de dados de treino 𝐷𝑆𝑇𝑅 = {𝑋, 𝑇} = {(𝑥𝑖, 𝑡𝑖)}𝑖=1
𝑁𝑇𝑅.  

O treino dos modelos pode ser efetuado por qualquer algoritmo de otimização tendo sido utilizados 

algoritmos como o GD (Jacobs et al., 1991), Maximização de Esperança (EM)33 (Jordan and Jacobs, 

1993), inferência variacional (Waterhouse, MacKay and Robinson, 1995), cadeias de Markov com 

amostragem de Gibbs (Rasmussen and Ghahramani, 2001) e algoritmos genéticos34 (Versace et al., 

2004).  

A otimização é efetuada pela minimização de uma função de erro que pode ser obtida por 

maximização da verosimilhança dos parâmetros dos modelos face aos dados de treino assumindo que 

estes são independentes e identicamente distribuídos. 

 

 
ℒ = ∏𝑝(𝑥𝑛, 𝑡𝑛) =

𝑛

∏𝑝(𝑡𝑛|𝑥𝑛, 𝛩)𝑝(𝑥𝑛)

𝑛

 
(Eq. 5.16) 

 

Dado 𝑝(𝑥) não depender dos parâmeros será constante pelo que pode ser ignorado. Calculando 

o logaritmo da verosimilhança e aplicando-lhe sinal negativo permite-nos transformar o produtório no 

seguinte somatório de termos (Eq. 5.17). 

 

 
− 𝑙𝑛(ℒ) = −∑𝑙𝑛 (𝑝(𝑡𝑛|𝑥𝑛, 𝛩))

𝑛

 
(Eq. 5.17) 

 

A escolha da função densidade de probabilidade utilizada depende do problema. Em regressão 

utilizam-se funções contínuas e em classificação funções discretas ou contínuas. Substituindo (Eq. 5.12) 

 

33 EM - Esperança Maximização. 

34 GA –Algoritmos Genéticos. 



 

 

Capítulo 5 Aprendizagem por ensemble 

98 

em (Eq. 5.17) obtemos a função de erro da CMoE com base no pressuposto de ser baseada numa 

mistura de densidades de probabilidades condicionais (Eq. 5.18). 

 

 𝐸 = −∑𝑙𝑛 ∑𝑔𝑗(𝑥𝑛, 𝛩𝐺)𝑃𝑗(𝑡𝑛|𝑥𝑛, 𝛩𝐸)

𝑀

𝑗=1𝑛

 (Eq. 5.18) 

 

Dos diversos algoritmos de otimização utilizados no treino da mistura de especialistas, destacam-

se o GD e o EM. O treino por GD (Jacobs et al., 1991) é particularmente vantajoso quando os modelos 

utilizados são redes neuronais artificiais (Masoudnia and Ebrahimpour, 2014) pois o algoritmo lida bem 

com as não linearidades das funções de ativação dos neurónios, sendo no entanto o treino muito sensível 

à sua taxa de aprendizagem e aos parâmetros iniciais e tendo uma taxa de convergência mais lenta do 

que a obtida utilizando o algoritmo EM (Jordan and Xu, 1995).  

Além da convergência mais rápida no treino, a utilização do algoritmo EM na CMoE garante a 

convergência para mínimos locais35 e desacopla a estimação dos parâmetros dos diferentes componentes 

do modelo da CMoE tornando o treino mais adequado à sua estrutura modular (Jordan and Jacobs, 

1993) (Jordan and Xu, 1995). 

5.9.2.1 Treino da CMoE utilizando EM 

O treino da CMoE utilizando o algoritmo EM pressupõe que a maximização da verosimilhança pode 

ser simplificada pela introdução de um conjunto de variáveis latentes 𝑧𝑗
𝑛 = {0,1} através das quais 

associamos cada subproblema a um especialista. Quando 𝑧𝑗
𝑛 = 1 o subproblema 𝑡𝑛 fica associado ao 

especialista j. A função densidade de probabilidade condicional incluindo as variáveis latentes é: 

 

 

35 Exceto em modelos com não linearidades como o perceptrão multicamada (Weigend and Mangeas, 1995). 
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 𝑃(𝑡, 𝑧|𝑥, 𝛩) = ∑𝑧𝑗(𝑔𝑗(𝑥, 𝛩𝐺)𝑃𝑗(𝑡|𝑥, 𝛩𝐸))

𝑀

𝑗=1

= ∏(𝑔𝑗(𝑥, 𝛩𝐺)𝑃𝑗(𝑡|𝑥, 𝛩𝐸))
𝑧𝑖

𝑀

𝑗=1

 (Eq. 5.19) 

 

Substituindo (Eq. 5.19) em (Eq. 5.17) obtém-se a função de erro para a otimização da mistura de 

especialistas com o algoritmo EM: 

 

 𝐸𝐸𝑀 = −∑∑𝑧𝑗
𝑛𝑙𝑛(𝑔𝑗(𝑥𝑛, 𝛩𝐺)𝑃𝑗(𝑡|𝑥, 𝛩𝐸))

𝑀

𝑗=1𝑛

 (Eq. 5.20) 

 

A introdução das variáveis latentes permite mover o 𝑙𝑛 para dentro do somatório o que torna a 

otimização do problema global num conjunto de subproblemas separados, um por componente de 

mistura. No entanto a distribuição das variáveis ocultas zj
n é desconhecida. Serão estimadas 

conjuntamente com os parâmetros dos modelos de forma iterativa utilizando o algoritmo EM. 

Passo E 

No passo E é calculada a esperança do erro EEM em relação às variáveis ocultas, utilizando a 

estimativa atual dos valores dos parâmetros (Eq. 5.21): 

 

 𝜀(𝐸𝐸𝑀) =  ∑∑𝜀(𝑧𝑗
𝑛)𝑙𝑛(𝑔𝑗(𝑥𝑛, 𝛩𝐺)𝑃𝑗(𝑡𝑛|𝑥𝑛, 𝛩𝐸))

𝑀

𝑗=1𝑛

 (Eq. 5.21) 

 

A esperança do valor das variáveis ocultas pode ser calculada utilizando a regra de Bayes: 

 

 𝜀(𝑧𝑗
𝑛) = 𝑃(𝑧𝑗

𝑛 = 1|𝑡𝑛, 𝑥𝑛) =
𝑝(𝑡𝑛|𝑧𝑗

𝑛 = 1, 𝑥𝑛 , 𝛩𝐸)𝑃(𝑧𝑗
𝑛 = 1|𝑥𝑛 , 𝛩𝐸)

𝑝(𝑡𝑛, 𝑥𝑛)
 (Eq. 5.22) 

 

normalizando os valores para que representem uma probabilidade: 
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 𝜀(𝑧𝑗
𝑛) = 𝜋𝑗(𝑡𝑛, 𝑥𝑛) =

𝑔𝑗(𝑥𝑛, 𝛩𝐺)𝑃𝑗(𝑡𝑛|𝑥𝑛, 𝛩𝐸)

∑ 𝑔𝑖(𝑥𝑛, 𝛩𝐺)𝑃𝑖(𝑡𝑛|𝑥𝑛, 𝛩𝐸)
𝑀
𝑖=1

 (Eq. 5.23) 

 

Substituindo a esperança dos valores das variáveis ocultas (Eq. 5.23) na esperança do erro total 

(Eq. 5.21): 

 

 𝜀(𝐸𝐸𝑀) =  ∑∑𝜋𝑗(𝑡𝑛 , 𝑥𝑛)𝑙𝑛 (𝑔𝑗(𝑥𝑛 , 𝛩𝐺))

𝑀

𝑗=1𝑛

− ∑∑𝜋𝑗(𝑡𝑛 , 𝑥𝑛)𝑙𝑛(𝑃𝑗(𝑡𝑛|𝑥𝑛 , 𝛩𝐸))

𝑀

𝑗=1𝑛

 (Eq. 5.24) 

 

Obtemos a esperança do erro 𝐸𝐸𝑀 decomposta em dois termos (Eq. 5.24). 

 

Passo M 

A decomposição da esperança do erro 𝐸𝐸𝑀 nestes dois termos (Eq. 5.24) permite que no passo 

M a minimização dos termos da gating network e de cada um dos especialistas seja feita de forma 

independente. Utilizando os valores atuais da esperança das variáveis ocultas, vamos minimizar os 

termos de forma a otimizar os parâmetros dos modelos da CMoE. O primeiro termo é referente à gating 

network e representa a entropia cruzada, ou seja, o 𝑙𝑛 (𝑔𝑗(𝑥𝑛, 𝛩𝐺)) vai penalizar a partilha de uma 

instância x por vários especialistas. À medida que a especialização aumenta este custo diminui e vice-

versa. O segundo termo representa o erro de cada especialista (cada valor de j) e o ajuste dos parâmetros 

ln(Pj(tn|xn, ΘE)) ocorre de forma ponderada pela estimativa do seu atual nível de especialização πj.  

É desta forma que utilizando o algoritmo EM os valores dos parâmetros dos modelos da CMoE são 

estimados de forma independente em cada iteração. 
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5.9.2.2 Limitação no treino pelo uso do algoritmo EM 

O uso do algoritmo EM no treino da CMoE, sofre de uma limitação significativa que advém do uso 

de modelos não lineares tais como as redes neuronais artificiais36, tornarem a maximização dos 

parâmetros da gating network não resolúvel analiticamente (Xu, Jordan and Hinton, 1994), impedindo a 

sua utilização nestes casos.  

 

5.9.2.3 Evoluções ao treino com EM 

As significativas vantagens obtidas pelo uso do algoritmo EM no treino da CMoE motivaram o 

desenvolvimento de várias metodologias para permitir a utilização de modelos não lineares na CMoE. 

(Jordan and Jacobs, 1993) introduziram uma metodologia na qual utilizaram o algoritmo EM com duplo 

ciclo, maximizando os parâmetros da gating network no ciclo interior através do algoritmo Iteratively 

Reweighted Least Squares (IRLS). Esta solução permitiu resolver o problema inicial, mas a instabilidade 

do algoritmo IRLS originou críticas a esta abordagem (Xu, Jordan and Hinton, 1994) (Chen, Xu and Chi, 

1999). (Xu, Jordan and Hinton, 1994) utilizaram o Generalized EM para suprimir a necessidade de 

selecionar o passo de aprendizagem para garantir a convergência e simultaneamente acelerar o processo 

de treino. (Chen, Xu and Chi, 1999) assinalaram uma assunção incorreta na independência dos 

parâmetros que originava matrizes Hessianas incompletas no algoritmo IRLS, tendo proposto a 

substituição por um algoritmo baseado no método de Newton-Raphson para efetuar a maximização dos 

parâmetros da gating network no ciclo interior do algoritmo EM, resolvendo desta forma a instabilidade 

previamente identificada, atingindo um bom desempenho de classificação com convergência mais 

rápida. (Yang and Ma, 2009) introduzem uma nova abordagem utilizando o algoritmo EM de ciclo único, 

estimando os parâmetros da gating network através do método dos mínimos quadrados. 

 

36 Pelo uso da função softmax na camada de normalização dos neurónios. 



 

 

Capítulo 5 Aprendizagem por ensemble 

102 

5.9.3 Escolhas padrão para especialistas e gating network 

Na CMoE original (Xu, Jordan and Hinton, 1994) a gating network e os especialistas utilizam 

modelos lineares. No entanto, a posterior introdução de modelos não lineares permitiu a modelação de 

problemas muito mais complexos, motivo pelo qual foi colocado tanto esforço no desenvolvido de 

metodologias que permitissem o treino da CMoE com modelos não lineares. As escolhas padrão para a 

gating network e especialistas são, modelos lineares generalizados, modelos de mistura Gaussiana 

(GMM), perceptrão e perceptrão multicamada (MLP). As ANN tiveram sempre um papel de destaque na 

CMoE por serem aproximadores universais, sendo capazes de aproximar qualquer função desde que 

treinadas com um conjunto de dados representativo dessa função (Kurt Hornik, Maxwell Stinchcombe 

and Halbert White, 1989). 

Duas configurações populares de classificadores CMoE usando modelos não lineares são a (MME) 

mistura de especialistas perceptrão multicamada (Waterhouse, 1997) (Ebrahimpour et al., 2008) que 

utilizam este modelo na gating network e especialistas e a configuração que utiliza GMM na gating 

network e perceptrão multicamadas nos especialistas (Waterhouse, 1997) (Ebrahimpour et al., 2008) 

(Yuan and Neubauer, 2009). Os MME são treinados de forma eficiente utilizando o algoritmo de Retro 

Propagação (BP37) com GD e alternativamente podem ser treinados com o algoritmo EM. A segunda 

configuração pode ser treinada de forma eficiente usando o algoritmo EM e dado que o GMM torna a 

maximização dos parâmetros da gating network resolúvel analiticamente, pode ser utilizado o algoritmo 

EM convencional no seu treino. 

5.9.4 Considerações sobre a CMoE 

A CMoE origina ambiguidades tais como o número de especialistas a utilizar em determinado 

problema e consequentemente se poderá ser obtida uma melhor solução utilizando um pequeno 

 

37 BP - Back-Propagation 
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conjunto de especialistas com modelos mais complexos ou um conjunto maior de especialistas com 

modelos mais simples (Mendes and Jiang, 2018). Especialistas com modelos preditivos complexos 

tendem a ajustar-se melhor à subdivisão do problema num qualquer número M de subproblemas, 

mantendo o desempenho preditivo, enquanto nos especialistas que utilizam modelos simples, a 

capacidade preditiva depende mais da escolha do número de especialistas N.  

Na prática, em termos de complexidade a grande diferença ocorre pelo uso de modelos lineares 

e não lineares na gating network e nos especialistas. Quando são usados modelos lineares, a 

convergência do processo de treino é mais rápida, mas os resultados de classificação dependem 

bastante do número de especialistas utilizados. Quando são usados modelos não lineares (mais 

complexos), a convergência do processo de treino é mais lenta. Dado o processo de treino simultâneo 

poder originar soluções de particionamento muito complexas (Bin Tang, Heywood and Shepherd, 2002) 

que dificultam o treino da CMoE, por vezes este não converge. Para se beneficiar do potencial desta 

interessante abordagem ensemble é necessário escolher criteriosamente não só o(s) modelo(s) a utilizar 

na gating network e nos especialistas como também o número de especialistas a utilizar. 

Na CMoE os especialistas utilizam o mesmo modelo preditivo inicializado com parâmetros 

diferentes. Dado que durante o treino o particionamento (soft) do espaço do problema é influenciado 

pelo desempenho dos especialistas e este por sua vez depende da distribuição dos dados, é razoável 

considerar-se que a distribuição dos dados tem uma considerável influência no particionamento do 

problema e consequentemente no desempenho da CMoE. 

5.9.5 Abordagens implícitas e explícitas à MoE 

Na CMoE e métodos derivados o espaço do problema é particionado implicitamente durante o 

treino dos especialistas, sendo por este motivo estes métodos designados por mistura de especialistas 

localizados implicitamente (MILE). Desde o ano 2000 foram apresentados métodos de MoE com uma 

abordagem na qual o espaço do problema é particionado por um algoritmo de clustering e os 

especialistas treinados posteriormente nesses subespaços, sendo por este motivo estes métodos 
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designados por mistura de especialistas localizados explicitamente (MELE), dado neste caso os 

especialistas serem treinados em clusters previamente definidos.  

Ambas as abordagens apresentam vantagens e desvantagens. Os métodos MILE consideram 

simultaneamente a natureza da tarefa e dos modelos e usam uma estratégia de combinação que varia 

entre fusão e seleção, tendo em consideração o maior ou menor nível de especialização de cada 

“especialista” nos diferentes subespaços do problema. Conforme previamente referido, a combinação 

por fusão tende a reduzir a variância preditiva, enquanto a combinação por seleção o erro médio. Por 

outro lado, o processo de treino conjunto pode originar soluções muito complexas no particionamento 

dos dados que resultará num modelo da gating network complexo. Adicionalmente o procedimento de 

aprendizagem competitiva pode levar à ocorrência do zero-coefficient problem identificado por (Hansen, 

1999), no qual os especialistas com desempenho inicial baixo podem ser excluídos do ensemble durante 

o treino. 

Os métodos MELE analisam a distribuição dos dados durante o particionamento do problema o 

que permite a criação de uma arquitetura MoE mais adequada ao seus dados, e, por conseguinte, uma 

atribuição mais clara de responsabilidades aos especialistas e a utilização de uma estratégia de 

combinação por seleção. Os métodos MELE utilizam hard-clustering para decompor o problema original 

em subproblemas mutuamente exclusivos e cada especialista é treinado num deles. A especialização 

num subproblema tendencialmente promove uma redução do erro médio do classificador, dado a 

aprendizagem se focar exclusivamente nele evitando a diluição existente no treino em problemas soft-

partitioned. O facto de os especialistas serem treinados em subproblemas mutuamente exclusivos, torna-

os mais independentes reduzindo a componente de erro advinda da covariância dos especialistas. 

A principal desvantagem dos métodos MELE é originada pelo processo de agrupamento dos dados 

(clustering) poder originar clusters com dados desequilibrados (Masoudnia and Ebrahimpour, 2014). O 

agrupamento de dados sem considerar as etiquetas das classes pode originar grupos onde a maioria 

dos dados são da mesma classe, dada a sua maior semelhança face aos dados de outra classe. 

Apesar de partilharem a arquitetura e frequentemente utilizarem os mesmos modelos nos 

especialistas e na gating network, desde a sua introdução em 2000 os métodos MELE têm superado o 
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desempenho dos métodos MILE (Gutta et al., 2000) (Bin Tang, Heywood and Shepherd, 2002) 

(Masoudnia and Ebrahimpour, 2014). 

Um interessante exemplo de uma abordagem MELE foi proposta por (Bin Tang, Heywood and 

Shepherd, 2002). Os autores desenvolveram um módulo de pré-processamento para ser utilizado com 

a CMoE, que foi testado num problema de classificação binária, com dados de baixa dimensionalidade. 

Este módulo utiliza um mapa auto-organizativo de Kohonen (SOM38) para agrupar os dados de treino do 

problema em q clusters e produzir sinais de baixa dimensionalidade para fornecer à gating network. Os 

clusters são determinados a partir do SOM, utilizando o método de funções potenciais proposto em (Chiu, 

1994), que permite agrupar os nós SOM (neurónios de saída da rede neuronal) em clusters, escolhendo 

sequencialmente como centro de um cluster o nó com o potencial mais alto, até que seja atingido um 

threshold mínimo para o potencial do nó SOM candidato ou para a distância entre ele e os restantes 

centros dos clusters previamente calculados. Desta forma os dados são agrupados em q clusters sendo 

o valor de q determinado automaticamente pelo critério de paragem do método de funções potenciais. 

À gating network serão fornecidos os q sinais, cada um representando o centroide do cluster. O 

classificador baseado em CMoE é então treinado utilizando os dados de cada cluster num especialista e 

os q sinais de dimensionalidade reduzida na gating network. Os resultados obtidos demonstraram que o 

uso deste módulo aumentou o desempenho do classificador em termos da sua capacidade de 

generalização, robustez na seleção de parâmetros e estabilidade. O classificador baseado em CMoE foi 

treinado usando o GD. 

Outra interessante abordagem designada por Cooperative Coevolutionary Mixture of Experts 

(CCME) foi apresentada em (Nguyen, Abbass and Mckay, 2006), que utiliza um algoritmo de coevolução 

cooperativa no qual cada especialista representa um indivíduo inserido num ambiente composto por 

subpopulações. O desempenho de cada indivíduo nas diversas subpopulações que compõem o ambiente 

é avaliada através de um módulo de fitness que utiliza a CMoE. Desta forma é determinada e treinada a 

estrutura mais adequada da MoE para cada problema. Este algoritmo promove diversidade adequada 

 

38 SOM - Self-Organizing Map. 
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entre subpopulações e calcula a interação recíproca entre indivíduos no esquema evolutivo. O algoritmo 

proposto foi testado utilizando dez conjuntos de dados públicos disponibilizados pelo centro de 

aprendizagem máquina e sistemas inteligentes da universidade da Califórnia Irvine (UCI Machine 

Learning Repository, no date) através do seu repositório de aprendizagem máquina (UCI Machine 

Learning Repository, 2007) tendo os resultados obtidos validado a eficácia da abordagem, dado o 

desempenho da CCME ter superado a da CMoE na maioria dos problemas de classificação. 

Adicionalmente os autores referem a aumentada robustez face à complexidade do ensemble e das redes 

neuronais que o constituem.  

Essas metodologias mostram a importância na melhoria do desempenho da MoE, de explorar a 

diversidade dos dados, pré-selecionando subpopulações nas quais os especialistas serão posteriormente 

treinados. Por este motivo o conceito de data diversity (Ren, Zhang and Suganthan, 2016) é explorado 

no classificador proposto no âmbito desta tese. São utilizadas informações de classe para melhorar a 

decomposição do problema em subproblemas, ultrapassando uma das desvantagens frequentemente 

atribuídas aos métodos MELE. Não é conhecida, à data da escrita desta tese, a existência de outra 

abordagem MELE na qual a informação de classe tenha sido utilizada no particionamento de dados da 

MoE. 

5.10 Ensemble pruning 

Considerando um classificador por ensemble constituído por um conjunto de modelos preditivos, 

o ensemble pruning consiste em selecionar um subconjunto desses modelos preditivos descartando os 

restantes, com o objetivo de aumentar a sua capacidade preditiva e/ou a sua eficiência computacional. 

Consiste num passo adicional à geração dos modelos preditivos e sua combinação, no qual alguns 

modelos preditivos são removidos do ensemble utilizando um critério de eficácia. No ensemble pruning 

os modelos preditivos são mesmo removidos do ensemble ao contrário de algumas estratégias de 

combinação de resultados (ex. médias ponderadas) as quais permitem selecionar a contribuição de 

subconjuntos de classificadores da resposta do ensemble, mas continuando estes a integrar o ensemble.  
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Esta técnica pode ser aplicada antes do treino dos modelos preditivos prepruning ou após o treino 

postpruning (Alpaydin, 2014). É muito utilizada nos classificadores Random Forest para evitar o 

sobreajuste do modelo aos dados de treino, através de um conjunto de validação designado de out-of-

bag constituído por amostras não incluídas nos bags durante a sua criação por bootstrap. (Rokach, 2009) 

utiliza uma taxonomia alternativa na qual designa esta tarefa por ensemble selection e distingue entre 

três subcategorias: pré-seleção, seleção durante o treino e seleção pós treino (pruning). 

A validade da abordagem foi demonstrada com o teorema “many-could-be-better-than-all”  (Zhou, 

Wu and Tang, 2002) através do qual estabelece ser possível reduzir-se consideravelmente o tamanho de 

um ensemble mantendo o desempenho preditivo elevado.  

5.11 Aprendizagem em ambientes não estacionários 

Até este ponto foram apresentados sistemas de aprendizagem offline nos quais os dados 

necessários ao treino dos modelos estão disponíveis antes do seu início. Porém, frequentemente os 

sistemas contendo algoritmos de aprendizagem máquina operam em ambientes dinâmicos, nos quais 

os dados surgem de forma sequencial no tempo e as suas características não são estacionárias. Por este 

motivo, a manutenção da capacidade preditiva dos modelos em fase de teste requer adaptação ambiental 

contínua à dinâmica presente nos dados, devendo nestes casos os modelos ser atualizados com novos 

dados à medida que surgem. 

Neste tipo de problemas com dados sequenciais, estes podem chegar instância a instância (data 

stream) ou na forma de lotes de amostras (batches) cada um representando um conjunto de dados 

𝒟𝑘 (𝑘 = 1, 2, … , 𝐾).  
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Exemplos de problemas que originam data streams39 são a WWW World Wide Web na qual, a 

análise do comportamento online dos utilizadores permite por exemplo otimizar, o conteúdo de um 

website para maximizar as visualizações, a retenção dos utilizadores, a gestão da relação com clientes, 

a gestão da procura de bens e serviços, entre outros. Também a internet das coisas40, os mercados 

financeiros, os sistemas de previsão meteorológica e de instrumentação baseados em soft sensors, são 

exemplos problemas que originam data streams. 

Os dados em batch resultam da compilação de resultados de experiências que são disponibilizados 

em eventos discretos, sendo um exemplo deste paradigma os exames de cápsula endoscópica.  

5.11.1 Concept Drift 

A não estacionariedade das características dos dados e consequente alteração da sua distribuição, 

implica a ocorrência de desvio de conceito (concept drift) nos dados e consequente necessidade de 

atualização dos modelos preditivos. Este desvio de conceito advém de os dados não serem 

independentes e identicamente distribuídos e pode acontecer pela variação da distribuição dos dados de 

entrada 𝑝(𝑥 ) sendo neste caso designado por virtual drift ou pela variação da distribuição condicional 

dos dados 𝑝(𝑦|𝑥 ) sendo neste caso designado real drift.  

 

 

39 Séries temporais. 

40 IoT - Internet of Things. 
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Figura 5.6 - Tipos de desvio de conceito 

O concept drift pode ocorrer de forma incremental no qual o desvio ocorre suavemente ao longo 

do tempo passando por vários conceitos intermédios (ex. decaimento de intensidade de iluminação ao 

longo de um exame de cápsula endoscópica), de forma abrupta quando transita de forma repentina entre 

dois conceitos diferentes (ex. movimentos peristálticos afastam ou aproximam repentinamente a cápsula 

da parede intestinal ou a utilização de outro tipo de cápsula), de forma gradual quando no processo de 

transição entre dois conceitos oscila temporariamente entre ambos ou de forma recorrente quando oscila 

entre conceitos que se repetem ciclicamente. 

 

 

Figura 5.7 - Padrões de mudança de conceito ao longo do tempo 

O desvio de conceito pode ser local ou global conforme as mudanças nos dados ocorram numa 

região especifica ou em todo o espaço do problema (Tsymbal, 2004).  
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5.11.2 Estratégias para lidar com desvio de conceito 

As estratégias utilizadas para lidar com desvio de conceito podem ser explicitas ou implícitas. Os 

algoritmos que utilizam estratégias explicitas detetam o início e severidade do desvio de conceito. Um 

algoritmo que utiliza esta estratégia é o Early Drift Detection Method (EDDM) (Baena-Garc et al., 2006) 

medindo o intervalo de tempo decorrido entre dois erros de classificação41. Se este aumenta considera o 

sistema estável, mas caso diminua assume a presença de desvio de conceito, despoletando a atualização 

do modelo que é efetuada descartando o modelo antigo e treinando novo modelo utilizando um conjunto 

de instâncias recentes.  

Os algoritmos que utilizam estratégias implícitas de deteção de desvio de conceito, fazem um 

ajuste continuo do modelo ao conceito da aprendizagem dos dados, sem detetar de forma explicita a 

existência de drift. Neste caso, as principais abordagens utilizadas são a seleção de instâncias, 

ponderação de instâncias e a aprendizagem por ensemble. 

Na seleção de instâncias é reunido um subconjunto de instâncias representativas do conceito atual 

para construir ou adaptar o modelo. Uma forma de realizar esta seleção é utilizando uma janela 

deslizante através da qual selecionamos a última ou últimas instâncias. A utilização de janelas pequenas 

torna o sistema mais adaptável, mas em fases em que o conceito está estacionário o ruido pode 

prejudicar o seu desempenho. As janelas de maior dimensão tornam o sistema mais estável, mas com 

reação mais lenta ao desvio de conceito. Para tornar o sistema rapidamente adaptável a mudanças de 

conceito e estável na sua ausência são utilizadas janelas deslizantes de tamanho adaptativo (Bifet and 

Gavaldà, 2007). 

Na ponderação de instâncias a cada uma é atribuída uma ponderação de acordo com a sua 

antiguidade e/ou relevância no conceito atual. Os métodos recursivos utilizam frequentemente um fator 

de esquecimento 𝜆 através do qual ajustam o peso das amostras antigas (Joe Qin, 1998). Quando se 

pretende ajustar o modelo a um novo conceito é selecionado um valor de 𝜆 próximo de 0 que fará com 

 

41 Implica ter acesso à etiqueta de cada instância após a sua classificação, para detetar o erro. 
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que sejam atribuídos pesos elevados às novas amostras e pesos baixos às amostras antigas. De forma 

inversa quando o sistema está num estado estável, para evitar o ruido pode selecionar-se um valor de 𝜆 

próximo de 1 que fará com que sejam atribuídos pesos elevados às amostras antigas e pesos baixos às 

novas amostras.  

5.11.3 Desvio de conceito em ensembles 

Para um classificador ensemble ser capaz de lidar com desvios de conceito deve conseguir: 1) 

ajustar os pesos dos modelos de base, 2) ajustar os parâmetros dos modelos de base, 3) adicionar ou 

excluir novos modelos ao ensemble (Wu and Rehg, 2012). 

5.11.3.1 Estratégias para lidar com desvio de conceito em ensembles 

Tipos de estratégias utilizadas em ensembles na presença de desvios de conceito (Kuncheva, 

2004): 

• Combinação dinâmica (horse racing) – os classificadores de base são treinados offline num 

dataset representativo do problema e é alterada a regra de combinação para lidar com o 

desvio de conceito (Freund and Schapire, 1997).  

• Dados de treino atualizados – a atualização dos modelos de base é feita online utilizando 

dados recentes, online bagging (Oza, 1981). 

• Atualização dos membros do ensemble online ou offline (Ganti, Gehrke and Ramakrishnan, 

2002). 

• Mudança da estrutura do ensemble – criação de novos membros treinados para 

incorporarem novos conceitos, remoção de membros antigos ou com mau desempenho 

representando conceitos desatualizados. Replace the loser (Ganti, Gehrke and 

Ramakrishnan, 2002), avaliação do quality score dos modelos de base (Street and Kim, 

2004). 
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5.11.4 Aprendizagem online 

Na aprendizagem offline o modelo é treinado e só depois colocado em teste. Na aprendizagem 

online o treino do modelo é continuo sendo o modelo atual utilizado para testar novas instâncias de 

dados (futuras) e posteriormente atualizado para incorporar os conceitos nelas contidos (Gama et al., 

2014). A aprendizagem online pode ser implementada de uma forma expedita utilizando aprendizagem 

offline para a atualização do modelo, retreinando em batch learning utilizando um conjunto de dados 

composto pelas amostras previamente utilizadas no treino do modelo atual e pela nova amostra ou o 

novo mini batch de amostras. Esta estratégia tem a vantagem de utilizar uma abordagem conhecida, de 

permitir a seleção de um modelo a partir de um conjunto de modelos candidatos (por validação), mas 

funciona em problemas com conjuntos de dados de baixa/média dimensão e cujos requisitos temporais 

podem ser cumpridos com a capacidade computacional disponível. Em problemas com conjuntos de 

dados de grande dimensão ou com requisitos temporais muito exigentes o uso desta estratégia é inviável. 

Apresenta também um problema de eficiência, dado ser necessário reprocessar todas as instâncias para 

incorporar no modelo os conceitos existentes numa instância ou num mini batch de instâncias, quando 

dispomos de um modelo que até à chegada dos novos dados os representava de forma adequada? 

A aprendizagem incremental é uma abordagem à aprendizagem máquina que ultrapassa estas 

limitações, necessitando apenas do modelo atual e de uma nova instância ou mini batch de instâncias 

para proceder à sua atualização. Na abordagem incremental amostra a amostra, a chegada de uma 

amostra (𝑥 𝑡, 𝑦𝑡) no instante 𝑡 despoleta a atualização do modelo 𝐶𝑡 com base na amostra para produzir 

o modelo atualizado 𝐶𝑡+1 (Giraud-Carrier, 2000). Por não necessitar de utilizar dados passados, a 

aprendizagem incremental é frequentemente designada aprendizagem online sem memória (Giraud-

Carrier, 2000), existindo, no entanto, alguns modelos de aprendizagem incremental que necessitam de 

acesso aleatório a amostras anteriores ou a uma seleção de amostras representativas, sendo estes 

designados de algoritmos incrementais com memória parcial (Maloof and Michalski, 2004). A 

aprendizagem incremental é um subconjunto representando uma abordagem computacionalmente mais 

eficiente da aprendizagem online. 
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A aprendizagem incremental requer a utilização de algoritmos que permitam a atualização 

incremental dos parâmetros do modelo. Alguns métodos permitem-na: 

1. Pela sua natureza como acontece nos Lazy-learners (ex. k-NN42), 

2. Por utilizarem técnicas estocásticas de aproximação de gradiente, como a quantização 

vetorial, as redes neuronais com funções de ativação de base radial e os Self-Organizing Maps 

(SOM), 

3. Pela utilização de técnicas de otimização estocástica como o algoritmo de retropropagação 

online (Duffner and Garcia, 2007) existindo também extensões das máquinas de vetores de 

suporte (Wen and Lu, 2007). 

 

Na aprendizagem online existe um dilema entre a aprendizagem de novos conceitos (plasticidade) 

e a capacidade de reter conceitos relevantes ignorando dados irrelevantes (estabilidade). O 

desenvolvimento de novos modelos tem tentado dar resposta a este dilema distribuindo o conhecimento 

em diferentes partes físicas do modelo. As  Capsule Networks são um bom exemplo deste esforço, no 

entanto o próprio ensemble se convenientemente manipulado também pode controlar este 

balanceamento entre aquisição de novo conhecimento e retenção de conhecimento antigo relevante. A 

abordagem MELE com seleção de modelos permite o treino seletivo controlando exatamente o subespaço 

do problema que precisa de adaptação deixando intactos os modelos que estão fora deste subespaço. 

Esta abordagem não foi, no entanto, explorada até ao momento. 

 

A disponibilização dos dados em data streams ou batch não limita os tipos e/ou modelos de 

aprendizagem a utilizar. Dados em batch podem ser utilizados para treino online, enviando cada amostra 

individualmente para realizar o treino do modelo de forma puramente online ou incremental ou enviando 

pequenos conjuntos de amostras para realizar o treino em mini batch. De forma inversa pode ser 

 

42 k-Nearest Neighbor. 
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realizada aprendizagem offline utilizando dados em data stream, anexando uma ou um mini batch de 

amostras ao conjunto de dados existente para realizar o treino (offline) neste novo batch de amostras. 

5.11.5 Exemplos de aprendizagem online 

São exemplos de treino online para streaming data o On-line Bagging (Oza, 1981) e o (IBoost) 

Incremental Boosting (Grbovic and Vucetic, 2011). 

O On-line Bagging (OL-Bag) é um ensemble com aprendizagem online baseado no algoritmo 

Bagging. O algoritmo começa por treinar (offline) um conjunto de 𝑀 modelos de base, utilizando para 

cada um, um conjunto de dados 𝐷𝑛
′  com 𝑁 amostras obtidas por bootstrapping a partir do conjunto de 

treino original 𝐷. Posteriormente na fase online simula o processo de bootstrapping enviando 𝐾 cópias 

de cada nova instância recebida para atualizar cada modelo de base (online), com 𝐾~𝑃𝑜𝑖𝑠𝑠𝑜𝑛(1). 

Esta estratégia foi utilizada porque no bagging convencional (offline) o conjunto de treino de cada modelo 

contém cada instância de 𝐷, 𝐾 vezes de acordo com uma distribuição binomial. O autor afirma que 

quando o número de amostras 𝑁 tende para infinito, a distribuição de 𝐾 tende para uma distribuição 

𝑃𝑜𝑖𝑠𝑠𝑜𝑛(1). Os resultados de classificação são combinados por média aritmética como no algoritmo 

bagging offline (Oza, 1981). 

O Incremental Boosting (IBoost) é um ensemble com aprendizagem online que utiliza uma janela 

deslizante para selecionar um conjunto de instâncias mais recentes e a cada reposicionamento da janela, 

avalia a possibilidade de atualizar o modelo global adicionando ao ensemble, um novo classificador de 

base treinado com as novas amostras contidas na janela deslizante. O treino deste novo classificador 

implica a avaliação da validade dos pesos das amostras e dos coeficientes de ponderação dos 

classificadores de base e caso necessário, estes devem ser atualizados. O novo modelo é treinado com 

pesos de treino elevados para as amostras incorretamente classificadas pelos restantes classificadores 

nas quais se incluem as novas amostras incluídas na janela deslizante (quando existe uma alteração do 

conceito de aprendizagem). Desta forma é incorporado novo conhecimento no modelo global, sendo o 

ensemble atualizado como um todo. De forma a limitar o número de modelos no ensemble é possível 
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remover modelos com menor contribuição no ensemble (desempenho) ou os modelos que contenham 

conceitos desatualizados, sendo essa avaliação feita durante o processo de recálculo dos pesos de cada 

modelo de base (Grbovic and Vucetic, 2011). 

 

Um exemplo notável de aprendizagem online em modo batch é o classificador ensemble baseado 

em redes neuronais Learn++ (Polikar et al., 2001). O autor definiu os seguinte requisitos para o seu 

sistema de aprendizagem: 

1. Pode aprender informação adicional a partir de novos dados, 

2. Não requer acesso a dados previamente utilizados, 

3. Retém uma maioria substancial do conhecimento adquirido previamente durante a aquisição de 

novo conhecimento, 

4. Pode aprender a reconhecer instâncias de classes previamente desconhecidas, 

5. É suficientemente versátil para utilizar uma variedade de algoritmos de classificação. 

 

O Learn++ realiza aprendizagem online utilizando o algoritmo Adaboost, não sobre dados 

sequenciais nos quais cada instância chega individualmente, mas na forma lotes sequenciais (batches) 

de diferentes conjuntos de dados 𝒟𝑘 (𝑘 = 1, 2, … , 𝐾). Cada conjunto de dados 𝒟𝑘 é decomposto num 

conjunto de treino 𝑇𝑅 e de teste 𝑇𝐸, sendo os classificadores de base treinados sequencialmente de 

acordo com o algoritmo Adaboost com a diferença de, em cada modelo ser avaliado o erro total (treino 

e teste) e caso este seja superior a 50% o modelo ser descartado e retreinado em novo conjunto de treino 

obtido por bootstrapping. Os resultados dos modelos gerados até ao momento são combinados por 

votação ponderada, obtendo-se a classe mais votada, sendo de seguida calculado o erro da hipótese 

composta (ensemble) a partir do qual serão atualizados os pesos das amostras a utilizar no treino do 

classificador seguinte.  

Em cenários diferentes o Learn++ e o IBoost utilizam o Adaboost, para que através dos erros em 

novas instâncias oriente o processo de treino para que dê prioridade às instâncias representando novos 

conceitos desconhecidos do ensemble, face às corretamente modeladas.  
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Estas técnicas de aprendizagem online são utilizadas em conjuntos de dados nos quais estão 

incluídas as respetivas etiquetas, o que não acontece tipicamente em aplicações práticas como os 

exames de cápsula endoscópica. Esta técnica pode ser, contudo, usada para adaptação dos modelos 

obtidos numa grande variedade de sujeitos e dispositivos de cápsula, ao sujeito e cápsula de um 

particular exame. Para tal pode usar-se o grau de certeza no reconhecimento e só atualizar o modelo se 

esse grau ultrapassar um certo threshold como método de controlo de convergência do processo de 

adaptação ambiental. Deste modo o modelo terá capacidade de adaptação a pequenas variações 

ambientais tais como variações de intensidade da luz com a carga da bateria, e diferença de 

características do dispositivo e do paciente para os dispositivos e pacientes usados no treino. 

5.12 Sumário 

Neste capítulo foram apresentados os sistemas de aprendizagem por ensemble, suas vantagens, 

principais abordagens ao seu desenvolvimento e estratégias de combinação de resultados dos 

classificadores de base. Para melhor compreensão do seu funcionamento foi explicado o conceito de 

diversidade, demonstrada a sua relevância no funcionamento destes sistemas, descritas as três 

componentes do erro dos ensembles (médio, variância e covariância) e mostrado o compromisso 

existente na evolução do erro do ensemble em função dessas componentes (Bias-Variance-Covariance 

tradeoff). Foi também explicado o funcionamento das duas metodologias ensemble mais populares e 

bem sucedidas, Bagging, Boosting e da CMoE. Dado a CMoE ser o ensemble que serviu de inspiração 

para o desenvolvimento do classificador apresentado no capítulo 7 desta tese, esta foi descrita de forma 

minuciosa focando a sua arquitetura, treino, modelos padrão para a gating network e especialistas, feita 

uma análise critica do seu funcionamento, focando vantagens, potenciais desvantagens e finalmente 

introduzidas as promissoras novas abordagens utilizando particionamento explícito do espaço do 

problema. De seguida foi descrita a técnica de ensemble pruning utilizada para eliminar seletivamente 
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modelos do ensemble com o intuito de melhorar o modelo do ensemble e/ou a sua eficiência 

computacional.  

Finalmente foi abordada a aprendizagem em ambientes não estacionários, nos quais ocorrem a 

grande maioria dos problemas do mundo real, facto que é frequentemente ignorado na sua resolução. É 

descrito o desvio de conceito (concept drift) e as principais técnicas utilizadas para lidar com ele, em 

particular as soluções baseadas no uso de ensembles. São explicados os conceitos de aprendizagem 

online e incremental utilizados para lidar com o desvio de conceito, apresentados diferentes tipos de 

dados sequenciais (data streams ou batch) e descrito o funcionamento de classificadores incrementais 

como o On-line Bagging (Oza, 1981), Incremental Boosting (Grbovic and Vucetic, 2011) e o Learn++ 

(Polikar et al., 2001) que permitem entre outros a aprendizagem incremental, desaprendizagem 

incremental e o reconhecimento de novas classes.  
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Capítulo 6 

 

 

 

Estado da arte na deteção de lesões em imagens de cápsula 

endoscópica 

6- Estado da arte na deteção de lesões em imagens de cápsula endoscópica 

6.1 Introdução 

Desde o surgimento da cápsula endoscópica (Iddan et al., 2000), o processo de revisão e anotação 

das imagens envolvendo a dedicação exclusiva de um médico gastroenterologista durante um longo 

período de tempo motivou a automatização deste procedimento, existindo extensa investigação e 

desenvolvimento na área. Neste capítulo serão descritas as mais relevantes contribuições publicadas 

nesta área. 

6.2 Contextualização 

Um dos primeiros algoritmos de deteção de lesões em imagens da cápsula foi apresentado em 

(Boulougoura; et al., 2004) e permitia separar imagens contendo tecido com lesões de imagens contendo 

apenas tecido normal. Os autores obtiveram com esta metodologia uma exatidão de 100% na 

classificação, tendo o treino e teste sido realizados num universo de apenas 73 imagens.  

Desde essa altura foi publicada uma vasta quantidade de contribuições contendo algoritmos 

utilizando diversos pré-processamentos de imagem e classificadores. Na deteção de doenças do aparelho 
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digestivo a partir de imagens obtidas por WCE, as principais técnicas encontradas na literatura têm 

utilizado diferentes abordagens de pré-processamento, segmentação e classificação de imagem. 

6.2.1 Pré-processamento das imagens 

6.2.1.1 Análise multiescala 

 Análise multiescala consiste em operar uma transformação num sinal (imagem) de forma a obter 

novas representações decompostas em várias escalas. Cada escala contém determinadas características 

de interesse, permitindo a sua análise de forma independente. Em WCE a análise multiescala foi utilizada 

recorrendo à transformada de: 

 

• Wavelet (Barbosa, Ramos and Lima, 2008) (Barbosa et al., 2010) (Maroulis et al., 2003),  

• Curvelet (Li and Max Q.-H. Meng, 2009) (Barbosa et al., 2009) (Martins et al., 2010),  

• Contourlet (Koshy and Gopi, 2015), 

• Filtros de Gabor (Karargyris and Bourbakis, 2009) (Koshy and Gopi, 2015), 

• Bidimensional Ensemble Empirical Mode Decomposition (Charisis, Hadjileontiadis, Liatsos, 

Mavrogiannis, et al., 2010). 

6.2.1.2 Segmentação de imagem 

A segmentação de imagem consiste em decompor uma imagem em regiões separadas, que 

posteriormente podem ser processadas de forma independente. Em WCE têm sido utilizadas diversas 

técnicas de segmentação: 

• Por textura (Maroulis et al., 2003),  

• Fuzzy region growing (Karargyris and Bourbakis, 2009), 

• Mapa de saliências (Chen and Lee, 2012). 
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6.2.1.3 Utilização de canais de diferentes espaços de cor 

Cada canal de um espaço de cor (RGB, HSV, HSL, CieLAB, YCbCr, CMYK, etc.) contém informação 

específica que pode ser utilizada num problema de visão computacional onde contribua para uma melhor 

solução (ex. o canal R do espaço RGB na deteção de sangramentos). Em WCE foram propostos trabalhos 

utilizando todos os canais de diferentes espaços de cor. 

6.2.1.4 Descritores de imagem 

Os descritores de imagem (features) são extraídos a partir do seu conteúdo, caracterizando-o. 

Existem um grande número de descritores de imagem que podem identificar objetos simples como por 

exemplo linhas, pontos ou curvas até objetos mais complexos como narizes, olhos ou pneus. Em WCE 

para caraterização dos órgãos representados nas imagens, têm sido utilizados descritores de textura 

baseados em: 

a) Cor 

• MPEG-743 Dominant Color Descriptor (Zhao et al., 2011), 

• Global LOEMP44 (Charfi, Ansari and Balasingham, 2019). 

b) Textura  

• Descritores de textura de Haralick (Maroulis et al., 2003) (Barbosa, Ramos and Lima, 2008) 

(Karargyris and Bourbakis, 2009) (Liu et al., 2012),  

• Local Binary Patterns (Li and Meng, 2008) (Li and Max Q.-H. Meng, 2009) (Chen and Lee, 

2012) (Charisis et al., 2013) (Charfi, Ansari and Balasingham, 2019), 

 

43 MPEG-7 - Multimedia Content Description Interface. 

44 Global Local Oriented Edge Magnitude Pattern. 
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• MPEG-7 Homogeneous Texture Descriptor (Zhao et al., 2011). 

c) Edges: MPEG-7 Edge Histogram Descriptor (Zhao et al., 2011). 

6.2.2 Classificadores 

Após o pré-processamento das imagens, os descritores e respetivas etiquetas são utilizados para 

treinar de forma supervisionada um classificador que posteriormente irá ser utilizado para, a partir dos 

descritores de novas imagens as classificar. 

Inicialmente em WCE eram utilizados classificadores de modelo simples que permitiram obter 

bons desempenhos, mas posteriormente a utilização de classificadores por ensemble permitiu melhorar 

consideravelmente o desempenho global na deteção de lesões (subcapítulo 6.5). Atualmente começam 

a surgir trabalhos com redes neuronais profundas45 pelos promissores resultados obtidos por este novo 

paradigma de aprendizagem (subcapítulo 6.6). 

a) Redes neuronais artificiais (Maroulis et al., 2003) (Barbosa, Ramos and Lima, 2008) (Li and Max 

Q-H Meng, 2009) (Barbosa et al., 2010) (Li, Meng and Lau, 2011) (Charisis et al., 2012) (Yeh, 

Wu and Tsai, 2014) (Charfi, Ansari and Balasingham, 2019). 

b) K-nearest neighbor (Li, Meng and Lau, 2011) (Zhao et al., 2011). 

c) Máquina de vetores de suporte (Li and Max Q-H Meng, 2009) (Karargyris and Bourbakis, 2009) 

(Vilarino et al., 2010) (Charisis, Hadjileontiadis, Liatsos, Mavrogiannis, et al., 2010) (Li, Meng and 

Lau, 2011) (Charisis et al., 2012) (Chen and Lee, 2012) (Charisis et al., 2013) (Szczypiński et 

al., 2014) (Yeh, Wu and Tsai, 2014) (Koshy and Gopi, 2015) (Kundu et al., 2017) (Charfi, Ansari 

and Balasingham, 2019). 

 

45 DNN – Deep Neural Network 
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d) Texton Boost classifier (Liu et al., 2012). 

e) Discriminant analysis-based classifiers (Charisis et al., 2012). 

f) Árvores de decisão (Yeh, Wu and Tsai, 2014). 

g) Classificadores por ensemble (subcapítulo 6.5). 

h) Redes neuronais profundas (subcapítulo 6.6). 

 

6.3 Classificadores de modelo único  

De seguida serão descritos os trabalhos mais relevantes envolvendo diversos pré-processamentos 

de imagem e utilizando classificadores de modelo único:  

 

Em (Barbosa, Ramos and Lima, 2008) foi proposta uma metodologia para a deteção automática 

de tumores no intestino delgado a partir de imagens obtidas por cápsula endoscópica.  

Foram utilizadas imagens nos espaços de cor RGB e HSV. Em cada espaço de cor cada canal foi 

processado de forma independente, tendo sido utilizada análise multiescala para realizar uma 

decomposição em dois níveis com a transformada de Wavelet (onduleta Daubechies).  



 

 

Capítulo 6   Estado da arte na deteção de lesões em imagens de cápsula endoscópica 

123 

 

Figura 6.1 - Decomposição de um canal de cor em dois níveis utilizando a DWT 

Por canal de cor foi sintetizada uma nova imagem contendo apenas a escala mais baixa 

(frequência mais alta) {HL1,HH1,LH1} onde a informação de textura está mais presente. Da imagem 

sintetizada foram determinados quatro descritores de textura de Haralick (Haralick, Shanmugam and 

Dinstein, 1973) por cada canal de cor tendo sido posteriormente correlacionados para os diferentes 

canais de cor originando um vetor de descritores com 24 elementos por espaço de cor  posteriormente 

classificados utilizando um MLP. Os descritores de textura extraídos foram, o segundo momento angular 

f1, a correlação f3, o momento da diferença inversa f5 e a entropia f9. 

Foi utilizado um conjunto de 396 imagens contendo tecido ulcerado e tecido normal, com uma 

distribuição balanceada entre as classes. O melhor desempenho em fase de teste foi obtido com imagens 

no espaço HSV, sintetizadas com os coeficientes da escala mais baixa {1,2,3} da transformada de 

Wavelet, tendo sido obtida uma sensibilidade de 96.9% e uma especificidade de 94.9%. 

Adicionalmente tendo-se verificado que os valores da componente H se concentravam num 

intervalo muito curto, foram multiplicados por uma constante K ∈ {1,2,3,4,5} de forma a dispersá-los, 

tendo a sensibilidade aumentado para 96.6% e a especificidade para 98.7%. 

 

Em (Li and Max Q.-H. Meng, 2009) é apresentada uma metodologia para a deteção de úlceras em 

imagens de CE, na qual são utilizados como descritores histogramas de padrões locais binários 
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uniformes obtidos dos coeficientes de Curvelet (CLBP46). Com esta abordagem pretende-se aproveitar as 

características multidirecionais e a robustez a mudanças na iluminação que cada um proporciona 

respetivamente. 

Foram utilizadas para treino e teste 100 imagens, divididas em regiões de 30X30 pixéis, sendo 

calculados os coeficientes da transformada Curvelet de cada uma dessas regiões, sendo posteriormente 

calculado o histograma dos LBP para cada conjunto de coeficientes, sendo calculadas as medidas de 

histograma (desvio padrão, coeficiente de assimetria, curtose, entropia, energia e media do histograma) 

que constituem o vetor de características a serem classificadas por um MLP e uma máquina de vetores 

de suporte (SVM). 

 

Figura 6.2 - Abordagem de padrões binários locais baseados em curvelets CLBP (Li and Max Q.-H. Meng, 2009) 

Esta metodologia apresentou uma exatidão na classificação de 92.37%, com especificidade de 

91.46% e sensibilidade 93.28% no espaço de cor YCbCr com o classificador MLP. Os autores apresentam 

uma comparação desta metodologia com o uso de matrizes de coocorrência (MCO), da Color Wavelet 

Covariance (CWC) e dos padrões locais binários LBP, na qual para este conjunto de dados esta atinge 

uma taxa de classificação superior.  

 

 

46 CLBP – Curvelet Local Binary Pattern. 
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Em (Barbosa et al., 2010) é apresentada uma metodologia de deteção de tumores em imagens 

obtidas por WCE no intestino delgado, tendo por base a metodologia desenvolvida no trabalho prévio 

(Barbosa, Ramos and Lima, 2008). Esta metodologia utiliza imagens no espaço de cor HSV e utilizados 

novos descritores: 

1. De 3ª e 4ª ordem calculados a partir dos descritores de Haralick (2ª ordem) utilizados em 

(Barbosa, Ramos and Lima, 2008) para suavizar a potencial influência criada pelas 

distribuições não Gaussianas dos descritores de Haralick. 

2. de correlação dos momentos estatísticos de 3ª e 4ª ordem entre os diferentes canais de um 

espaço de cor. 

 

Foi utilizado um conjunto de treino com 200 imagens de tumores, 200 imagens normais e um 

conjunto de teste com 250 imagens de tumores e 600 imagens normais, representadas no espaço HSV. 

O classificador utilizado foi uma rede neuronal com funções de ativação de base radial. 

Os resultados obtidos são apresentados na Tabela 6.1. 

Tabela 6.1 - Resultados da metodologia (Barbosa et al., 2010) 

Descritores Especificidade (%) Sensibilidade (%) 

2ª ordem 90.1±0.5 90.5±0.6 

2ª+3ª ordem 91.2±0.3 92.4±0.4 

2ª+3ª+4ª ordem 91.3±0.4 92.2±0.5 

 

Os resultados obtidos não são diretamente comparáveis com os obtidos no artigo anterior dado o 

conjunto de imagens ser diferente, mais vasto neste caso. A base para comparação serão os resultados 

obtidos com descritores de segunda ordem no espaço HSV. À semelhança do artigo anterior a introdução 

de estatísticas de ordem superior melhorou o desempenho da metodologia. No caso da adição dos 

descritores de terceira ordem foi obtido melhor desempenho para ambas as classes. No entanto a 

utilização dos descritores de quarta ordem não melhorou o desempenho em nenhuma das classes de 

imagens. 
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6.3.1 Metodologias com segmentação  

Em deteção de lesões em WCE existem metodologias que utilizam uma segmentação prévia para 

isolar regiões candidatas a lesão. Esta técnica tem a vantagem de extrair os descritores de uma zona de 

interesse evidenciando a eventual lesão, evitando a diluição das características nos descritores calculados 

a partir de toda a imagem. Por outro lado, o uso desta técnica tem a desvantagem de caso uma lesão 

não ser selecionada num segmento a processar esta ser descartada sem ser alvo de classificação.  

De seguida são descritos dois artigos representativos da utilização de segmentação no âmbito da 

deteção de úlceras no intestino delgado: 

 

Em (Karargyris and Bourbakis, 2009) é apresentada uma metodologia de deteção de úlceras, na 

qual é utilizada a segmentação da imagem utilizando análise multiescala com recurso a Log Gabor filters 

e descritores de cor e textura. 
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Figura 6.3 – Fluxograma da metodologia de identificação de úlcera em (Karargyris and Bourbakis, 2009) 

Os autores optaram pelo uso de Log Gabor filters dado os seus kernels partilharem propriedades 

como a seletividade de orientação, localização espacial e a caracterização espaço-frequência (Webster 

and De Valois, 1985) com as células do córtex dos mamíferos e simultaneamente oferecerem uma 

melhor representação da informação de localização espacial e de frequência em imagens naturais 

(Kovesi, 2015). 

Foi utilizada uma base de dados contendo 20 imagens de úlceras e 30 normais.  

O algoritmo utiliza o Log Gabor filter para a deteção de orlas (edge) a partir da componente H (do 

espaço de cor HSV). Introduzindo essa informação num fuzzy region growing de forma a identificar zonas 

da imagem candidatas a úlcera, tendo estas sido definidas como regiões brancas cercadas por regiões 

negras (Figura 6.3). Identificadas as regiões candidatas a úlcera é realizada a segmentação, sendo 

construído a partir dos valores RGB no interior do segmento os seguintes descritores: valor médio dos 

canais RGB, entropia, contraste, homogeneidade e momento inverso que serão classificados num SVM. 
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Esta metodologia apresentou experimentalmente uma sensibilidade de 75% e uma especificidade de 

73.3%. 

 

Em (Chen and Lee, 2012) é apresentada uma metodologia de deteção de úlceras num conjunto 

de 108 imagens de úlceras e 164 imagens normais. É utilizada uma dupla segmentação na qual é criado 

um mapa de saliências para enfatizar a mucosa ulcerada e segmentá-la, sendo esta posteriormente 

refinada por combinação com o resultado da deteção de orlas na imagem utilizando filtros Log Gabor. 

Esta metodologia consiste em 4 passos: 

1. O mapa de saliências foi criado utilizando as componentes R e G do espaço de cor RGB, 

K do CMYK e H do HSL e com ele efetuada uma primeira segmentação (Figura 6.4 (a) 

), 

2. Utilizando Log Gabor Filters a primeira segmentação é refinada por deteção de orlas na 

imagem original (b), sendo as zonas candidatas a úlceras (Figura 6.4 (c) ) determinadas 

pela sobreposição das zonas identificadas 1. e 2. (Figura 6.4 (a) e (b) ). 

3. Para cada segmento são extraídos descritores de textura LBP e cor ao longo do seu 

contorno. 

4. O vetor de características é classificado num classificador SVM treinado para o efeito. 
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Figura 6.4 – Segmentação por mapa de saliências e Log Gabor Filters (Chen and Lee, 2012) 

Mediante diferentes misturas de cor e métodos utilizados para a segmentação inicial (Otsu’s e K-

Means) são apresentados resultados que atingem até: 96.32% de exatidão de classificação, 91.67% de 

sensibilidade e 99.39% de especificidade. 

6.4 Abordagens com integração de informação de contexto 

As metodologias de deteção automática de lesões até agora descritas, identificam-nas por análise 

e classificação das imagens de forma individual. Em contraste, o profissional médico ao efetuar o 

diagnóstico faz uso do contexto temporal visualizando sequências de imagens adjacentes que capturam 

a mesma região anatómica. 

A incorporação de informação de contexto no domínio temporal ou espacial tem demonstrado 

contribuir para um aumento do desempenho preditivo dos modelos. Técnicas como os Hidden Markov 

Models (HMM) e os Markov Random Fields (MRF) tem sido amplamente utilizadas em áreas de 

processamento de fala, reconhecimento de sequências de caracteres manuscritos, interpretação de 

linguagem gestual e recentemente têm vindo a ser aplicadas  em metodologias de deteção automática 

de lesões em imagem de WCE. 
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Em (Cunha et al., 2008) os autores apresentam uma metodologia que utiliza a informação de 

contexto temporal para realizar a segmentação topográfica e estimar os tempos de trânsito da cápsula a 

partir das imagens de WCE. A metodologia identifica a presença da cápsula em quatro áreas do aparelho 

digestivo, detetando a transição do esófago para o estômago (válvula esófago-gástrica), do estômago para 

o duodeno (válvula piloro) e do íleo para o colon (válvula ileocecal).  

Utilizaram descritores visuais de cor MPEG747 scalable color e de textura homogeneous texture e 

treinaram cinco classificadores, um Bayesian que emite probabilidades de pertença das imagens em 

uma das zonas topográficas definidas e quatro SVM, cada um treinado para detetar as imagens 

pertencentes a uma das zonas topográficas. A classificação final é obtida por combinação dos dois 

classificadores. Esta metodologia obtém uma falha média inferior a 1300 imagens na segmentação 

topográfica e erros inferiores a 2% na estimação dos tempos de trânsito na zona gástrica e 8% nas zonas 

intestinais. 

Esta metodologia foi integrada no software CapView (SIAS/IEETA, 2007) (subcapítulo 3.3.3) 

estando à data da publicação do artigo em uso em três instituições médicas que reportaram uma redução 

da duração do processo de revisão das imagens em 15 minutos. 

 

Em (Mackiewicz, Berens and Fisher, 2008) é apresentada uma metodologia para realizar a 

segmentação topográfica das imagens de WCE utilizando a informação de contexto. Esta metodologia 

utiliza um conjunto de descritores de cor (histograma bidimensional dos canais H e S do espaço HSI), 

textura LBP (Ojala, Pietikäinen and Mäenpää, 2002) e movimento (Yao Nie and Kai-Kuang Ma, 2002) 

extraídos da imagem e subimagens, que serão classificados por um SVM. As saídas do classificador são 

utilizadas num modelo oculto de Markov que estimará as transições entre órgãos. Esta metodologia 

obteve uma exatidão na identificação da transição do esófago para o estômago de 99.9%, do estômago 

para o duodeno de 98.3% e do íleo para o colon de 94.7%. Este desempenho foi inferior ao de um médico 

 

47 Moving Pictures Expert Group (ISO/IEC standard). 
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especializado, mas conforme referem os autores o erro de localização corresponde a um número de 

imagens que demoram 4 segundos a serem visualizados pelo médico revisor. 

 

Em (Zhao et al., 2011) é apresentada uma metodologia na qual é utilizada informação de contexto 

(temporal), para melhorar a classificação individual das imagens de WCE. De cada imagem são extraídas 

24 características de cor (MPEG-7 Dominant Color Descriptor), 14 de textura (MPEG-7 Homogeneous 

Texture Descriptor) e 80 de orlas (MPEG-7 Edge Histogram Descriptor). Este conjunto de 118 

características são posteriormente reduzidas as 13 utilizando o método Laplacian Eigenmap e 

classificadas por um k-NN como sendo pólipo ou normal. Posteriormente as classificações são fornecidas 

ao HMM representado na Figura 6.5 treinado para a deteção de pólipos, sendo desta forma incorporada 

a informação de contexto das imagens adjacentes (classificações). 

 

 

Figura 6.5 - HMM para deteção de pólipos (Zhao et al., 2011) 

Os resultados obtidos encontram-se resumidos na Tabela 6.2: 

Tabela 6.2 - Resultados da metodologia por integração de informação de contexto (Zhao et al., 2011) 

Comprimento da sequência 1 2 3 4 5 

Exatidão 83.3% 79.2% 87.5% 91.7% 91.7% 
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A sequência de tamanho 1 reflete a classificação do k-NN. Para sequências de tamanho 4 e 5 

imagens existe uma evidente melhoria na classificação por integração da informação de contexto. 

 

Em (Zhao et al., 2015) é apresentada uma metodologia desenvolvida em simultâneo com um 

sistema de diagnóstico assistido por computador (CAD48). O seu objetivo é identificar um conjunto de 

imagens contendo características relevantes que serão apresentadas ao utilizador do CAD na forma de 

um resumo do exame. As categorias a detetar são imagens contendo tecido normal, lesões49, pólipos, 

bolhas, bílis e resíduos de matéria gastrointestinal.  

Os descritores de imagem utilizados são os mesmos do trabalho prévio (Zhao et al., 2011) descrito 

acima e para cada imagem são calculados descritores de cor e textura sendo cada um deles classificado 

por um SVM, posteriormente as classificações são utilizadas num HMM para serem refinadas pela 

integração da informação de contexto. Os resultados experimentais validam a relevância desta 

abordagem, dada a melhoria de desempenho obtida relativamente às classificações individuais das 

imagens.  

A exatidão obtida na deteção de bílis é de 96.8% e em pólipos de 93.3%, mas nas restantes classes 

os valores obtidos são inferiores. Em particular na classe lesões é obtida uma exatidão de 68.5% que é 

manifestamente baixa. 

6.5 Aprendizagem por ensemble em WCE 

O uso de classificadores por ensemble permite obter modelos globais com desempenho superior 

aos obtidos com classificadores de modelo único. Podem também ser utilizados para aumentar a 

confiança no modelo, para seleção de descritores das imagens e para realizar a fusão de dados e 

 

48 Computer-Aided Diagnosis. 

49 Autores não especificam o tipo de lesões, mas nas imagens são ilustradas úlceras. 
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aprendizagem incremental (Kuncheva, 2014). Adicionalmente são adequados a problemas de 

complexidade elevada, utilizando conjuntos de dados de reduzida ou grande dimensão e cujas classes 

apresentam uma distribuição das imagens não balanceada. As vantagens expostas tornaram apelativo o 

uso de classificadores por ensemble na identificação de lesões em imagens obtidas por WCE tendo sido 

propostas um número significativo de metodologias para a deteção de: 

 

• Pólipos (Romain et al., 2013), 

• Sangramentos (Giritharan et al., 2008), 

• Tumores (Li, Meng and Lau, 2011) (Roadknight et al., 2013), 

• Dados não balanceados (Giritharan et al., 2008), 

• Segmentação topográfica (Ran Zhou et al., 2013), 

• Ancilóstomos (Wu et al., 2016), 

• Motilidade (Vilariño et al., 2006) (Vilarino et al., 2010) (Gallo and Torrisi, 2011) (Gallo and 

Torrisi, 2012), 

• Úlceras (Li et al., 2009) (Htwe et al., 2010) (Charisis, Hadjileontiadis, Liatsos and Christos C. 

Mavrogiannis, 2010) (Charisis, Hadjileontiadis, Liatsos and Christos C. Mavrogiannis, 2010) 

(Charisis et al., 2012) (Chen and Lee, 2012). 

 

Algumas contribuições significativas e representativas do uso de classificadores por ensemble na 

deteção automática de lesões a partir de imagens de WCE serão brevemente descritas de seguida. 

 

Em (Vilariño et al., 2006) é proposta uma metodologia que pretende identificar sequências 

temporais de imagens representando contrações intestinais de forma semissupervisionada. À 

semelhança do que acontece em patologias gastrointestinais, as imagens representativas destes eventos 

são em número muito inferior às restantes imagens, neste caso cerca de 1% do exame de WCE (episódios 

de contração intestinal), ficando a outra classe com as restantes 99% imagens do exame. Na classificação 

de conjuntos de dados não balanceados existe uma tendência para a perda de sensibilidade originada 
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pelo excesso de amostras de uma classe face à outra, utilizadas no treino do classificador, diminuindo a 

capacidade de generalização do classificador na classe minoritária. 

Para contornar este problema os autores propõem uma metodologia para ajudar o revisor das 

imagens a encontrar um compromisso entre a exatidão na classificação e o tempo despendido na 

mesma. Esta é composta pela extração de descritores, pré-processamento, avaliação do 

desempenho/tempo de classificação utilizando curvas ROC. 

Uma contração do lúmen é representada numa sequência de imagens pelo seu fecho e posterior 

abertura de forma gradual. Para a deteção deste evento foram processadas sequências de 9 imagens e 

extraídos: 

• 3 descritores de cada imagem: intensidade média, dimensão da cavidade observada na 

imagem e contraste global; 3 descritores * 9 imagens = 27 descritores. 

• 7 descritores representando correlações entre os descritores das sequências. 

 

No pré-processamento é selecionado manualmente um threshold para um dos descritores, que 

permita manter 99% das imagens com contrações no menor conjunto de imagens possível, sendo desta 

forma simultaneamente reduzido o não balanceamento das classes e o tamanho do conjunto de dados 

a ser processado.  

Posteriormente são utilizados 8 classificadores individuais: discriminantes lineares, discriminantes 

quadráticos logístico, k-NN com k Є {1,5,10}, árvores de decisão (DT), Parzen (Duda and Hart, 2000) e 

dois em ensemble com classificadores de base heterogéneos e Bagging. 

Os ensembles heterogéneos consistem na agregação das classificações de dois ou mais 

classificadores individuais com modelos diferentes. Em ambos os tipos de ensemble a combinação de 

resultados é obtida por média das classificações dos constituintes do ensemble. 

A análise da variação da sensibilidade em função da especificidade com as curvas ROC em função 

de um threshold aplicado ao resultado dos classificadores implica a normalização dos seus resultados 

de classificação. De acordo com o critério AUC-ROC o melhor desempenho foi atingido pelo classificador 

ensemble por bagging, mas o foco deste trabalho não é na melhoria do sucesso da classificação, mas 
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sim na redução do tempo de inspeção mantendo o desempenho de classificação tão alto quanto possível. 

Estes resultados encontram-se resumidos na tabela seguinte: 

Tabela 6.3 - Resultado da análise de 20000 imagens WCE contendo 30 episódios de contrações intestinais (Vilariño et al., 2006) 

Método Positivos Imagens Tempo de visualização 

Manual 30 (100%) 20000 1h 7m 

Threshold 29 (99%) 5000 2h 45m 

Threshold 28 (98%) 500 16m 40s 

Threshold 23 (80%) 275 9m 10s 

 

Em (Giritharan et al., 2008) os autores propõem uma metodologia com a qual procuram corrigir 

a degradação da sensibilidade na classificação, originada pelo uso de bases de dados com distribuições 

não balanceadas. A relação entre imagens das duas classes é de 1:145 (com: sem) sangramentos, tendo 

sido uniformizado por sobre e subamostragem das classes minoritária e maioritária respetivamente. De 

seguida as imagens foram pré processadas, extraídos descritores, elaborados três lotes por amostragem, 

cada um utilizado no treino de três classificadores SVM constituintes de um classificador por ensemble 

com uma estratégia de combinação de votação por maioria. 

O pré-processamento das imagens consiste na remoção dos cantos a cor preta presentes na 

imagem, uma filtragem passa baixo para remover ruído aleatório presente em alguns exames e a 

remoção das imagens com fraca iluminação ou sobre-exposição devido ao caráter pouco informativo das 

mesmas.   

São extraídos três conjuntos de descritores: os histogramas do canal de cor H, S e V, descritores 

de cores dominantes, coocorrência das oito cores dominantes numa janela de 5*5 pixéis. Cada 

classificador é treinado com um dos tipos de descritores calculados. Neste caso a diversidade entre os 

classificadores do ensemble é obtida à custa da utilização de diferentes descritores em cada classificador 

de base. 
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Os resultados obtidos confirmam a melhoria da classificação com o rebalanceamento das classes 

e com a utilização do classificador por ensemble. Os melhores resultados obtidos são uma exatidão de 

93.5% com sensibilidade de 83.1% e especificidade de 93.6%. 

 

Em (Li et al., 2009) é descrita uma metodologia para a deteção de úlceras no intestino delgado a 

partir de imagens obtidas por cápsula endoscópica utilizando um classificador por ensemble composto 

por três classificadores diferentes: k-NN, MLP e SVM. Foi utilizado para treino e teste um conjunto de 80 

imagens de úlceras e 80 imagens normais. Os três classificadores de base foram treinados utilizando o 

mesmo conjunto de treino, pelo que neste ensemble a diversidade foi obtida pela utilização de modelos 

de natureza diferente. Dado os classificadores de base emitirem as classificações em formato binário, os 

resultados foram combinados utilizando votação por maioria. 

Os descritores de imagens utilizados foram designados pelos autores, de Color Channel Histogram 

(CCH) e consistem em seis medidas (média, desvio padrão, assimetria50, energia, curtose51 e entropia) 

obtidas do histograma de cada canal dos espaços de cor (RGB, HSI, YCbCr), resultando em 18 medidas 

por imagem/espaço de cor. 

Os resultados obtidos validaram a melhoria de desempenho do ensemble face aos classificadores 

de base, tendo a exatidão melhorado em todos os espaços de cor. Os melhores resultados foram obtidos 

no espaço RGB, sendo a exatidão do k-NN de 76.25%, no SVM de 85%, no MLP de 85% e do ensemble 

de 91.25%.  

Apesar de os resultados experimentais terem validado a metodologia proposta, em problemas com 

bases de dados de dimensões reduzidas, uma estratégia utilizada para melhorar o desempenho do 

ensemble foi o bootstrapping. 

 

 

50 Skewness. 

51 Kurtosys. 
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Em (Htwe et al., 2010) é proposta uma metodologia para a deteção automática de úlceras 

pequenas que frequentemente não são detetadas durante o processo de revisão manual das imagens. 

Para o efeito utilizam um classificador por ensemble com uma estratégia de aprendizagem por boosting.  

São extraídos das imagens fragmentos (patches) de diferentes tamanhos contendo úlceras e tecido 

são. O tamanho de cada patch é normalizado para 20 * 20 pixéis, sendo utilizados como descritores os 

valores RGB dos seus pixéis (20 * 20 * 3 descritores). Cada patch tem associada uma classificação de 

úlcera (+1) ou normal (-1). 

Para o classificador por ensemble são criados e treinados iterativamente 𝑇 = 50 weak classifiers 

com uma estratégia de boosting na qual é avaliado o erro ponderado de cada classificador 𝑒𝑟𝑟 (Eq. 

6.25), calculado o seu peso 𝛼𝑘 (Eq. 6.26) e atualizados os pesos das amostras 𝜔𝑖 (Eq. 6.27) 

aumentando o peso das amostras incorretamente classificadas de forma a aumentar a predominância 

destas no treino dos classificadores seguintes. No treino foi utilizada regressão de mínimos quadrados 

ponderados na determinação do hiperplano do classificador por ensemble. 

 

 𝑒𝑟𝑟 = ∑ 𝜔𝑖|𝑓𝑘(𝑥𝑖) − 𝑦𝑖|
𝑛

𝑖=1
 (Eq. 6.25) 

 

 𝛼𝑘 =
1

2
𝑙𝑜𝑔 (

1 − 𝑒𝑟𝑟

𝑒𝑟𝑟
) (Eq. 6.26) 

 

 𝜔𝑖 = 𝜔𝑖 ∗ 𝑒(𝛼𝑘|ℎ𝑘(𝑥𝑖)−𝑦𝑖|) (Eq. 6.27) 

 

A combinação de resultados sign(H(x)) faz-se por soma ponderada (𝛼𝑘) das classificações (ℎ𝑘) 

de todos os classificadores : 

 

 𝑠𝑖𝑔𝑛(𝐻(𝑥)) = 𝑠𝑖𝑔𝑛 (∑ 𝛼𝑘. ℎ𝑘(𝑥)
𝑇

𝑘=1
) (Eq. 6.28) 
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Utilizam uma base de dados de 1700 imagens, das quais 1600 são utilizadas para treino e 100 

para teste, atingindo uma exatidão de 82% na classificação das imagens de teste. 

 

Em (Li, Meng and Lau, 2011) os autores apresentam uma metodologia desenvolvida para a 

deteção automática de tumores no intestino delgado em imagens de WCE. É baseada no trabalho anterior 

(Li et al., 2009), utilizando o mesmo ensemble, os mesmos espaços de cor (RGB, HSI e YCbCr), novos 

descritores multi-scale LBP e cinco estratégias adicionais de combinação de resultados (votação por 

maioria, regra de máximo, regra de mínimo, regra do produto, regra da mediana e fuzzy integrals). 

 Foi utilizado um conjunto de 600 imagens de tumores e 600 imagens representando tecido são. 

As imagens foram decompostas em três níveis utilizando a transformada discreta de wavelet DWT. 

 

Figura 6.6 - Decomposição de um canal de cor em três níveis utilizando a DWT 

Os descritores foram extraídos das bandas intermédias HL2, LH2 e HH2 (Figura 6.6) de acordo 

com a conclusão apresentada em (Abyoto, Wirdjosoedirdjo and Watanabe, 1998) indicando que essas 

bandas contêm a informação de textura mais relevante para discriminação de lesões. Os novos 

descritores multi-scale LBP são seis medidas do histograma (desvio padrão, assimetria, curtose, entropia, 

energia e média) dos padrões locais binários de cada banda, sendo cada imagem representada por um 

vetor de características de 54 elementos (3 canais de cor * 3 imagens de detalhe * 6 medidas de 

histograma). 
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Os melhores resultados foram obtidos no espaço de cor HSI utilizando a regra do produto como 

estratégia de combinação, tendo sido obtida uma exatidão de 90.5% na classificação do ensemble. 

 

Em (Abouelenien et al., 2013) é apresentada uma metodologia de deteção de sangramentos em 

imagens obtidas por WCE que introduz uma nova metodologia de balanceamento do conjunto de imagens 

utilizando um método de subamostragem das imagens de treino da classe maioritária. A probabilidade 

de amostragem de cada instância é proporcional ao tamanho (número de instâncias) do cluster onde se 

insere e à sua distância ao centro do cluster. 

Foram realizadas três experiências. Na primeira foram treinados classificadores SVM no espaço 

RGB e HSV, utilizando para treino e teste um conjunto de 400 imagens representativas de sangramentos 

e 400 imagens normais selecionadas manualmente. Os melhores resultados foram obtidos no espaço 

HSV correspondendo a uma sensibilidade e especificidade média de 95.6% e 89.5% nos diversos 

classificadores gerados.  

Na segunda experiência foram classificadas as imagens de seis vídeos completos de exames de 

WCE representadas no espaço de cor HSV com o classificador que obteve melhor desempenho na 

primeira experiência. Foi obtida uma sensibilidade e especificidade média de 60.6% e 88.1%, que 

mostraram uma degradação da performance do classificador gerado numa base de dados de pequena 

dimensão, na classificação de conjunto de imagens correspondentes a exames de WCE completos. 

Na terceira experiência foram utilizadas as imagens (espaço de cor HSV) de dois vídeos completos 

para realizar o treino de classificadores. De cada imagem foram extraídos três conjuntos de descritores; 

histogramas de cor, cores dominantes (16 cores) e matrizes de coocorrência. Para cada tipo de descritor 

de imagem, utilizando o método de subamostragem foram gerados três conjuntos balanceados utilizados 

cada um para o treino de um classificador SVM (Figura 6.7). Posteriormente os resultados obtidos pelos 

classificadores SVM foram combinados utilizando uma média ponderada pela eficácia de cada 

classificador. A métrica de eficácia utilizada no âmbito deste artigo foi a sensibilidade. 

 



 

 

Capítulo 6   Estado da arte na deteção de lesões em imagens de cápsula endoscópica 

140 

 

Figura 6.7 – Metodologia de deteção de sangramentos utilizando subamostragem da classe dominante e ensemble de SVMs 

(Abouelenien et al., 2013) 

Os resultados obtidos são apresentados na Tabela 6.4. A sensibilidade e especificidade médias 

obtidas na segunda experiência são inferiores à sensibilidade e especificidade médias obtidas pelos SVM 

treinados em diferentes conjuntos de descritores na terceira experiência, onde é utilizado o método de 

subamostragem para geração de conjuntos de treino com classes balanceadas, demonstrando o 

contributo do método para a melhoria do desempenho. A sensibilidade e especificidade médias obtidas 

pelo ensemble superam os desempenhos médios dos classificadores utilizados em cada conjunto de 

features (Tabela 6.4), evidenciando o contributo do ensemble na melhoria da classificação. 

Tabela 6.4 – Resultados da terceira experiência (Abouelenien et al., 2013) 

 Histogramas de cor Cores dominantes Matrizes de coocorrência Ensemble 

 Sens Espe Sens Espe Sens Espe Sens Espe 

Média 70.7 93.0 74.9 92.6 74.5 90.5 81.4 93.3 

std 2.3 1.7 5.3 2.4 7.7 2.2 3 0.7 

6.6 Aprendizagem profunda em WCE 

Em problemas de classificação supervisionada o DL constitui uma poderosa abordagem, pois uma 

DNN pode representar funções incrementalmente complexas aumentando a profundidade da rede, o tipo 

e número de neurónios em cada camada (Goodfellow, 2017). Existe uma grande diversidade de DNNs, 
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mas particularmente as CNN têm tido bastante sucesso em diversas áreas de DL nas quais se inclui a 

visão computacional. As CNN são compostas por um número (elevado) de camadas convolucionais e 

uma camada de topo que é constituída por várias camadas completamente ligadas 52. As camadas 

convolucionais são responsáveis pela extração de descritores, ou seja, durante o treino são otimizadas 

para gerarem descritores das imagens que conduzirão à sua melhor classificação. As primeiras camadas 

convolucionais detetam padrões muito simples como orlas, cantos ou círculos. As camadas 

convolucionais subsequentes extraem descrições mais complexas do conteúdo da imagem utilizando os 

resultados da camada anterior. Este processo de extração de descritores é feito realizando a convolução 

da imagem ou da sua representação calculada pela camada anterior, com filtros existentes em cada uma 

delas. Após as camadas convolucionais é colocada a camada de topo, responsável pela classificação dos 

descritores previamente gerados. A vantagem mais evidente das camadas convolucionais é a eliminação 

de grande parte do pré-processamento pela automatização da extração de descritores da imagem.  

Na última década, as CNNs treinadas em GPUs destacaram-se pela sua performance na 

classificação de imagem, tendo vencido várias competições internacionais de reconhecimento de 

padrões em imagens, superando frequentemente não só os melhores resultados prévios por vezes com 

margens bastante elevadas, mas também especialistas humanos na realização da mesma tarefa. De 

seguida são apresentados alguns resultados notáveis obtidos por CNNs em competições internacionais 

de visão computacional: 

 

1. Em 2011 a equipa do ISDIA53 venceu o IJCNN 2011 Traffic sign recognition contest in San 

Jose (CA) utilizando um ensemble constituído por uma CNN (Ciresan et al., 2011) treinada 

diretamente com as imagens e um MLP treinado com descritores HOG54 obtidos a partir das 

imagens, sendo os resultados combinados por média das probabilidades emitidas pelos 

classificadores (subcapítulo 4.3). Foi obtida uma exatidão de 99.15% na classificação. Esta 

 

52 Fully connected layers. 

53 ISDIA – The Swiss AI Lab IDSIA (Istituto Dalle Molle di Studi sull’Intelligenza Artificiale). 

54 HOG – Histogram of Oriented Gradients. 
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implementação fazendo uso de um ensemble e uma CNN superou a capacidade humana no 

reconhecimento de sinais de trânsito (Ciresan et al., 2011). 

2. Em 2012 e 2013 a equipa do ISDIA venceu o ICPR 2012 Contest on Mitosis Detection in 

Breast Cancer Histological Images e o MICCAI 2013 Grand Challenge on Mitosis Detection 

utilizando uma CNN (Ciresan et al., 2013).  

3. Em 2012 a equipa da Universidade de Toronto venceu o ILSVRC-2012 Large Scale Visual 

Recognition Challenge utilizando uma CNN (Krizhevsky, Sutskever and Hinton, 2012), treinada 

na ImageNet, tendo obtido um erro classificação em teste de 15.3% consideravelmente inferior 

ao erro de 26.2% do segundo classificado. 

4. Em 2015 a equipa da Microsoft Research venceu o ILSVRC2015 Large Scale Visual 

Recognition Challenge utilizando um ensemble de seis redes neuronais muito profunda ResNet 

(He et al., 2016) combinadas por votação. Cada ResNet utilizada no ensemble contém um 

número diferente de camadas (até 152), a maioria das quais convolucionais e utiliza 

aprendizagem por resíduos para evitar a extinção ou o crescimento exponencial do gradiente. 

Com este ensemble foi obtido um erro de classificação de 3.57% no conjunto de teste da 

ImageNet que superou o resultado do ano anterior em 15.8%. 

 

Nos casos referidos os aumentos do desempenho da classificação foram consideráveis, por vezes 

atingindo a ordem de dois dígitos. Por este motivo criam-se justificadamente expectativas elevadas sobre 

o uso de redes neuronais profundas em outros domínios do conhecimento. É importante referir que os 

resultados foram obtidos por redes neuronais profundas e muito profundas (até 152 camadas), que 

envolvem o cálculo de dezenas ou centenas de milhões de parâmetros, exigindo o seu treino o uso de 

conjuntos de dados contendo dezenas de milhares de imagens e envolvendo recursos computacionais 

dispendiosos, disponíveis para entidades com financiamento suficiente para suportar este tipo de 

investigação e desenvolvimento. 

Pelo potencial e expectativas criadas nos últimos anos por este novo paradigma, têm vindo a ser 

publicados uma quantidade significativa de trabalhos utilizando CNNs na área de cápsula endoscópica. 
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O reduzido tamanho das bases de dados de imagens disponíveis inviabiliza o treino das CNNs de raiz, 

pela insuficiência de dados para tão grande número de parâmetros. Por este motivo tem sido utilizada a 

aprendizagem por transferência de conhecimento que consiste no uso de uma rede neuronal profunda 

treinada num problema de classificação de imagem em larga escala, sendo a rede posteriormente 

adaptada para um novo problema com uma base de dados de menor dimensão. A transferência de 

aprendizagem é realizada retreinando as últimas camadas convolucionais de forma a realizar um ajuste 

fino dos descritores de imagem de ordens superiores para que se adequem ao novo problema e a 

camadas de topo responsável pela classificação dos descritores das imagens (deste novo problema). Nos 

casos em que as imagens de treino da CNN são semelhantes às imagens da aplicação obtêm-se bons 

resultados treinando apenas a camada de topo uma vez que quer as características de baixo nível quer 

as características de alto nível são razoavelmente mantidas. As restantes camadas são mantidas 

inalteradas (congeladas), dado que as características de baixo nível são aproximadamente mantidas 

independentemente do grau de semelhança das aplicações. 

 

Foram publicados trabalhos destinados à avaliação da motilidade do intestino delgado (Pei et al., 

2017) e deteção de uma patologia: 

 

• Pólipos (Tajbakhsh, Gurudu and Liang, 2015) (Yuan and Meng, 2017) (Komeda et al., 2017) 

(Billah, Waheed and Rahman, 2017), 

• Sangramentos (Jia and Meng, 2016) (Van Grinsven et al., 2016) (Li et al., 2017) (Jia and 

Meng, 2017), 

• Cancro no estômago (Hirasawa et al., 2018), 

• Segmentação topográfica (Zou et al., 2015) (Yu et al., 2015), 

• Doença celíaca (Wimmer et al., 2017),  

• Angioectasia (Billah, Waheed and Rahman, 2017), 

• Úlceras (Fan et al., 2018) (Matsuda et al., 2018) (Alaskar et al., 2019) (Lee et al., 2019). 
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6.6.1 Deteção de úlceras em WCE por CNNs 

O primeiro trabalho utilizando aprendizagem profunda na deteção de úlceras e erosões em WCE 

surge em 2018 (Fan et al., 2018) e utiliza a CNN AlexNet (Krizhevsky, Sutskever and Hinton, 2012) que 

é composta por cinco camadas convolucionais e três camadas totalmente conectadas na camada de 

topo (Figura 6.8). Foram treinadas por DL duas CNNs, uma para a deteção de úlceras e outra para 

erosões. O conjunto utilizado na deteção de úlceras contém 3250 imagens contendo úlceras e 5000 

normais, na deteção de erosões foram utilizadas 4910 imagens contendo erosões e 8000 normais. As 

CNNs obtiveram uma exatidão de 95.16% e 95.34% na deteção de úlceras e erosões respetivamente.  

 

 

Figura 6.8 – Arquitetura da CNN AlexNet (Fan et al., 2018) 

6.6.2 Feature Space Extrapolation for Ulcer Classification in Wireless Capsule Endoscopy 

Images 

Em (Lee et al., 2019) é utilizado um conjunto de imagens contendo 1000 úlceras e 4500 imagens 

normais. É treinada uma DNN dual encoder composta por duas CNNs VGG19 integradas pelas camadas 

de topo (Figura 6.9).  
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Figura 6.9 – Arquitetura da DNN dual encoder (Lee et al., 2019) 

A primeira VGG19 (pré treinada) é adaptada a este problema por transferência de conhecimento, 

sendo a segunda treinada por DL utilizando em ambos os casos o conjunto de imagens acima descrito. 

Posteriormente é feito o balanceamento entre classes do conjunto de imagens, gerando instâncias 

virtuais de úlceras por criação dos correspondentes vetores de descritores (como disponibilizados no 

final das camadas convolucionais), de forma a expandir a distribuição das úlceras no espaço dos 

descritores (Figura 6.10).  

 

Figura 6.10 – Metodologia de expansão da distribuição das úlceras no espaço dos descritores (Lee et al., 2019) 

De acordo com os autores, este método ajusta assimetricamente a fronteira de decisão, aliviando 

o efeito nela provocado pelo não balanceamento das classes. A DNN proposta obteve uma exatidão de 

90.6% superior aos 79% obtidos pela VGG19 em condições idênticas.  



 

 

Capítulo 6   Estado da arte na deteção de lesões em imagens de cápsula endoscópica 

146 

 

Adicionalmente em cápsula endoscópica foram publicados trabalhos utilizando CNNs para: 

 

• Deteção de múltiplas patologias (Georgakopoulos et al., 2016) (Georgakopoulos et al., 2016) 

(Sekuboyina, Devarakonda and Seelamantula, 2017) (Lan et al., 2019) (Sadasivan and 

Seelamantula, 2019), 

• Realizar a segmentação topográfica do aparelho digestivo(Chen et al., 2017), 

• Determinar um conjunto eficiente de descritores das imagens (feature extraction) (Zhu, 

Zhang and Xue, 2016) (Billah, Waheed and Rahman, 2017), 

• Avaliar a motilidade do intestino delgado (Pei et al., 2017), 

• Deteção de lesões utilizando a(s) CNN(s) no âmbito de classificadores por ensemble 

(Tajbakhsh, Gurudu and Liang, 2015) (He et al., 2016) (Billah, Waheed and Rahman, 2017) 

(Xing et al., 2019). 

6.7 Sumário 

Neste capítulo foram apresentadas as mais relevantes metodologias desenvolvidas com o intuito 

de automatizar o processo de revisão das imagens de cápsula endoscópica. Dada a vasta quantidade de 

pré-processamentos de imagem e classificadores envolvidos, foi feita uma contextualização enumerando 

os diferentes canais de cor utilizados e técnicas empregues na análise multiescala, segmentação de 

imagem, descritores de imagem e classificadores utilizados. Dada a grande diversidade de classificadores 

aplicados nestas metodologias o restante capítulo foi dividido em três subcapítulos categorizando e 

enumerando os trabalhos publicados fazendo uso de classificadores de modelo único, por ensemble e 

baseados em DNN. Nestes subcapítulos foram adicionalmente descritos os trabalhos contendo as 

metodologias mais relevantes. 
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Capítulo 7 

 

 

 

DPBEST: Data Partition Based Expert SelecTion 

7- DPBEST: Data Partition Based Expert SelecTion 

 

7.1 Contextualização 

A existência de subpopulações origina múltiplos regimes nos dados que potencialmente tornam a 

classificação mais complexa, tornando mais exigente a tarefa de um classificador de modelo único. Uma 

solução possível consiste em utilizar classificadores de modelo único com capacidade superior para 

modelar funções discriminativas incrementalmente complexas (ex. redes neuronais com mais camadas 

ou neurónios). Outra, consiste no uso de classificadores em ensemble, opção já explorada em diversas 

áreas do conhecimento incluindo a imagem médica, onde são exemplo algumas técnicas que constituem 

o atual estado da arte na deteção de lesões a partir da análise de imagens obtidas por cápsula 

endoscópica, algumas das quais descritas no 6º capítulo. O uso de algoritmos como o Bagging e o 

Boosting têm permitido aumentar a eficácia na classificação. No entanto, em problemas com 

subpopulações e múltiplos regimes, o uso deste tipo de classificadores ensemble não simplifica muito a 

tarefa dos classificadores de base, pois estes são treinados em todo o espaço do problema, e por esse 

motivo terão de modelar a função discriminante global do conjunto de dados. Nestes casos adotar uma 

estratégia de dividir para conquistar parece não só mais adequado como benéfico, pois a decomposição 

de um problema complexo num conjunto de problemas mais pequenos, torna mais simples a tarefa dos 
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classificadores de base. Esta decomposição origina a necessidade de selecionar o(s) classificador(es) 

competentes no subproblema a que cada amostra pertence.  

A abordagem convencional à mistura de especialistas CMoE (subcapítulo 5.9) tem precisamente 

esse objetivo. Analisar um problema e decompô-lo considerando os subproblemas e a eficácia de cada 

especialista em cada um deles. Promove o particionamento (soft) do espaço do problema treinando 

especialistas para os resolver, num processo global orientado pela minimização de uma função de erro 

(Eq. 5.18). Mediante o maior ou menor nível de especialização atingido pelos especialistas durante o 

treino, a estratégia de combinação oscilará entre a seleção e a fusão respetivamente. Ou seja, quanto 

mais competente for um especialista num subespaço do problema original, maior será o peso da sua 

contribuição na resposta do classificador CMoE para as instâncias pertencentes a esse subespaço. O 

conceito é sublime dado permitir integrar num único classificador duas abordagens complementares dos 

ensembles que teoricamente, de uma forma balanceada possibilitam o melhor de dois mundos. Mediante 

o problema, num subespaço o classificador baseado em CMoE pode conseguir especializar um modelo 

que será predominantemente responsável pelas classificações das instâncias a ele pertencentes e por 

outro quando isso não é possível utiliza diversos modelos que contribuem de forma ponderada de acordo 

com a sua eficácia nesse subespaço, fundindo as suas contribuições para obter a classificação final. De 

uma forma simples, seleção e fusão integradas num único classificador.  

No entanto, conforme referido no subcapítulo 5.9.5, desde 2000 uma nova classe de algoritmos 

de mistura de especialistas que realizam um particionamento explícito do espaço do problema, treinando 

posteriormente os especialistas nos subespaços previamente encontrados (MELE), tem superado os 

desempenhos dos métodos convencionais que utilizam uma filosofia de particionamento implícito do 

espaço do problema durante o processo de treino dos especialistas (MILE) (Masoudnia and Ebrahimpour, 

2014). Uma das maiores limitações atribuídas á abordagem MELE é o não balanceamento de dados 

originado pelo algoritmo de particionamento o que causa dificuldades no treino dos especialistas. De um 

modo geral a boa eficácia dos classificadores ensemble está fortemente apoiada na sua diversidade. Na 

maioria das aplicações práticas a adaptação do classificador às variações ambientais leva a melhor 

desempenho dada a adaptação do modelo às condições do teste que nunca são exatamente iguais às 
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do treino. Esta adaptação poderá ser obtida através de treino incremental, ou seja, os dados de teste 

podem ser utilizados para treino sendo a informação de classe fornecida pelo próprio classificador. Uma 

das grandes desvantagens dos sistemas ensemble no geral incluindo os MELE é que o treino incremental 

diminui a diversidade, uma vez que todos os especialistas são adaptados usando os mesmos dados ou 

seja ficam menos diferentes. A diminuição da diversidade pode piorar significativamente as 

características do ensemble como é geralmente aceite pela comunidade científica e mostrada no capítulo 

9 através de resultados experimentais. O algoritmo DPBEST foi especificamente concebido para 

ultrapassar estas 2 desvantagens significativas; particionamento não balanceado de dados e a não 

preservação da diversidade em aplicações que requerem adaptação incremental.  

7.2 Apresentação 

O classificador por ensemble proposto neste tese (DPBEST), é um classificador binário baseado 

em mistura de especialistas (Figura 5.4) que utiliza uma metodologia original para decompor o problema 

original em subproblemas mais simples, particionando o espaço do problema de forma explicita (MELE) 

por agrupamento dos dados de cada classe (hard clusters). Os subproblemas resultantes são 

mutuamente exclusivos e formados pela combinação de clusters de classes diferentes, sendo cada 

especialista posteriormente treinado num desses subproblemas. 

A opção pelo treino de cada especialista num subproblema, pretende garantir a sua especialização 

nesse subproblema. Na MELE os especialistas são treinados em todo o espaço do problema e durante 

o processo de treino tenta obter-se a sua especialização. Quando esta é atingida a classificação é obtida 

por seleção, mas quando não é atingida a classificação é obtida por uma estratégia alternativa de fusão 

por média ponderada. Este processo global de otimização é interessante por considerar toda a dinâmica 

do problema no seu particionamento e treino dos especialistas, mas contém uma ambiguidade expressa 

pelo esforço colocado em garantir que o processo de treino dos classificadores de base se mantenha 

competitivo e não tenda a ser cooperativo, tentando promover a especialização dos classificadores de 

base em subproblemas, em vez de cooperarem compensando os erros dos outros “especialistas” 
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(Jacobs et al., 1991). Aliás, este é um dos pontos que distingue a mistura de especialistas dos restantes 

ensembles, dado que na sua essência procura a especialização, mas curiosamente mantém uma opção 

de fallback caso não a consiga atingir. Desta forma, tornou-se interessante explorar esta oportunidade 

de investigação, procurando as vantagens e desvantagens da especialização completa dos classificadores 

de base fazendo valer a sua designação de experts. A decomposição do espaço do problema utilizada no 

DPBEST, garante simultaneamente uma efetiva cobertura de todo o espaço do problema, a 

decomposição num conjunto de subproblemas mais simples e mutuamente exclusivos, sendo cada um 

atribuído a um especialista. A gating network será responsável pela seleção para cada instância de dados, 

do especialista competente no subespaço (e consequentemente o subproblema) ao qual esta pertence. 

O uso desta estratégia de combinação das classificações por seleção, contrasta com a fusão de 

classificações utilizada nos mais relevantes classificadores por ensemble (Rokach, 2009). 

Durante a investigação e desenvolvimento deste classificador e para prova de conceito foram 

utilizados dois modelos de misturas Gaussianas na gating network, ajustados aos dados de cada classe 

utilizando o algoritmo EM. Este particionamento por classe permite ultrapassar a primeira limitação dos 

sistemas MELE descrito no subcapítulo 8.1. Nos especialistas foram utilizadas redes neuronais MLP, 

treinadas utilizando o algoritmo de retropropagação de erros com GD. Esta escolha deveu-se à sua 

natureza de aproximador universal (Kurt Hornik, Maxwell Stinchcombe and Halbert White, 1989) e 

elevada eficácia e adaptabilidade demonstrada em inúmeros cenários de classificação de problemas do 

mundo real. Foram escolhidos estes elementos por já serem utilizados na CMoE e permitirem a 

classificação e particionamento de dados de forma não linear. No entanto, o DPBEST constitui uma 

framework que não impõe limites aos modelos e algoritmos utilizados, permitindo adaptações e 

melhorias futuras. 

7.3 Arquitetura 

O DPBEST utiliza a arquitetura da MoE apresentada no subcapítulo 5.9 e representada na Figura 

5.4. A sua resposta y(x) é obtida por seleção de um dos especialistas {𝑦1, 𝑦2, . . . , 𝑦𝐸},  utilizando uma 



 

 

Capítulo 7 DPBEST: Data Partition Based Expert SelecTion 

151 

média ponderada (Eq. 5.12) na qual os coeficientes de ponderação {𝑔1, 𝑔2, . . . , 𝑔𝐸} respeitam 

simultaneamente (Eq. 7.1) e (Eq. 5.15) garantindo desta forma a seleção de um especialista. 

 

 𝑔𝑒 = {0,1}; ∀ 𝑒 ∈ [1, 𝐸] (Eq. 7.1) 

 

A gating network é treinada para mediante a localização de cada instância no espaço do problema, 

determinar o subproblema a que esta pertence, emitindo os respetivos coeficientes que selecionarão o 

especialista competente pela sua classificação. O número de especialistas é determinado 

automaticamente pela gating network sendo a multiplicação do número de clusters obtido para ambas 

as classes cobrindo todo o espaço do problema.  

7.4 Treino 

Dada a estratégia de particionamento explícito dos dados do problema, o treino do DPBEST 

acontece em duas fases sucessivas, uma primeira na qual se procede ao treino da gating network, 

durante a qual é feito o particionamento dos dados em subpopulações e uma segunda em que é treinado 

cada especialista numa subpopulação.  

7.4.1 Treino da gating network 

Durante o processo de treino da gating network são criados modelos descritivos dos dados de 

treino de cada classe, que posteriormente serão utilizados para determinar o especialista responsável 

pela classificação de cada amostra em fase de teste. A metodologia utilizada permite descobrir as 

subpopulações existentes em cada classe, com elas formar subconjuntos contendo subproblemas mais 

simples, mutuamente exclusivos e cobrindo todo o espaço do problema, a serem resolvidos por cada um 

dos especialistas. Na investigação e desenvolvimento deste classificador foram utilizados modelos de 

misturas Gaussianas (Eq. 7.2) na gating network, no entanto dado o desacoplamento entre gating e 
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especialistas qualquer classificador não supervisionado como por exemplo as Generative Adversarial 

Networks pode ser utilizados. 

 

Considerando um conjunto de dados 𝑇 = {𝑇𝑇𝑅 , 𝑇𝑇𝐸}, contendo 𝑇𝑇𝑅 instâncias de dados de 

treino, 𝑇𝑇𝐸 instâncias de teste e duas classes {𝐶1, 𝐶2}. Para cada classe, a identificação do número de 

subpopulações faz-se ajustando I modelos de mistura de Gaussianas (Eq. 7.2) aos seus dados de treino 

𝑇𝑇𝑅, cada um deles contendo um número crescente i = {1,2, ..., I} de componentes de mistura, sendo 

posteriormente determinado o número de subpopulações existentes nos dados de cada classe, pela 

escolha do modelo que melhor se ajusta aos dados 𝑇𝑇𝑅 da respetiva classe, de acordo com o AIC Critério 

de Informação de Akaike (Akaike, 1974) (Eq. 7.3). 

 

 𝑝(𝑥 ) = ∑𝜋𝑖𝑁(𝑥 |𝜇 𝑖, ∑𝑖)

𝐼

𝑖=1

 (Eq. 7.2) 

 

Onde 𝑝(𝑥 ) representa o GMM ajustado aos dados de treino 𝑇𝑇𝑅 da classe, I o número de 

componentes de mistura do modelo, 𝜋𝑖 o peso de combinação da componente de mistura i, 𝜇𝑖 a média 

da componente de mistura i e ∑𝑖 a matriz de covariância do componente de mistura i. 

 

 𝐴𝐼𝐶 = 2𝑘 − 2𝑙𝑛𝐿 (Eq. 7.3) 

 

𝑘 é o número de parâmetros estimados pelo modelo de misturas Gaussianas e 𝐿 o valor máximo 

da função de verossimilhança do modelo. Os parâmetros de cada GMM são estimados utilizando o 

algoritmo de Maximização da Esperança (EM).  

 

Encontrados os modelos de misturas Gaussianas {𝐺𝑀𝑀𝐶1 ,  𝐺𝑀𝑀𝐶2} que melhor modelam os 

dados de cada uma das classes {𝑇𝑇𝑅
𝐶1 , 𝑇𝑇𝑅

𝐶2}, estes são agrupados em {𝑁,𝑀} clusters respetivamente, 
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associando cada instância a um cluster correspondente à componente de mistura do GMM descritivo da 

classe {𝐺𝑀𝑀𝐶1, 𝐺𝑀𝑀𝐶2} na qual apresenta maior (Eq. 7.4) verosimilhança (Eq. 7.5). 

 

 𝐶𝑘 =    𝜋𝑘. 𝑝(𝜇 𝑘 , 𝛴𝑘|𝑥 )𝑘 ∈[1,𝐿𝐶]
𝑎𝑟𝑔𝑚𝑎𝑥

 ∶  ∀ 𝑥 ∈  𝑇𝑇𝑅 (Eq. 7.4) 

 

 𝑝(𝜇 𝑘, 𝛴𝑘|𝑥 ) ∝  𝑝(𝜇 𝑘, 𝛴𝑘). 𝑝(𝑥 |𝜇 𝑘, 𝛴𝑘) (Eq. 7.5) 

 

Na primeira classe 𝐿𝐶 = 𝑁 e na segunda classe 𝐿𝐶 = 𝑀. Desta forma, os dados 𝑇𝑇𝑅
𝐶1 são 

distribuídos por 𝑁 clusters 𝐶𝑖
𝐶1 na classe 𝐶1 e os dados 𝑇𝑇𝑅

𝐶2 por 𝑀 clusters 𝐶𝑗
𝐶2 na classe 𝐶2. 

 

7.4.1.1 Formação dos subconjuntos de treino 

Cada especialista será treinado num subconjunto de treino 𝐷𝑆𝑖𝑗, formado pela combinação única 

dos dados de dois clusters de classes diferentes (Eq. 7.6). 

 

 𝐷𝑆𝑖𝑗 = {𝐶𝑖
𝐶1 ⋃𝐶𝑗

𝐶2} ∶  𝑖 Є [1, 𝑁]: 𝑗 Є [1,𝑀] (Eq. 7.6) 

 

Resultando em 𝐸 = 𝑀 ∗ 𝑁 subconjuntos de treino, nos quais serão treinados igual número de 

classificadores de base cada um especializado num deles. A partir de (Eq. 7.6) é visível a existência de 

sobreposição de dados de clusters nos diferentes subconjuntos de treino. Esta reutilização de dados 

permite não só tornar eficiente a decomposição do problema de classificação original em subproblemas 

mais simples e localizados, mas também promover uma adequada cobertura do espaço do problema 

original (Eq. 7.7). 
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 𝑇𝑇𝑅 = ⋃⋃{𝐷𝑆𝑖𝑗}

𝑀

𝑗=1

𝑁

𝑖=1

 (Eq. 7.7) 

7.4.2 Treino dos especialistas 

No desenvolvimento deste classificador foram utilizadas nos especialistas redes neuronais 

treinadas com o algoritmo de retropropagação de erro por GD. No entanto dado o desacoplamento entre 

gating e especialistas qualquer classificador supervisionado pode ser usado desde CNN até CN.  

Conforme previamente referido cada especialista será treinado num subconjunto contendo um 

subproblema do problema original. Uma percentagem dos dados de cada subconjunto 𝐷𝑆𝑖𝑗 foi reservada 

para teste, sendo os restantes utilizados para treino e validação do respetivo especialista 𝑆𝑃𝐶𝑖𝑗.  

Dado o particionamento do problema originar subconjuntos com diferentes tamanhos, importa 

assegurar que o número de amostras disponíveis para treino em cada um deles é suficiente para treinar 

de forma eficiente o especialista associado. Para garantir a eficácia do treino dos especialistas, a sua 

complexidade foi ajustada à quantidade de dados existentes. No DPBEST o número de neurónios da 

camada escondida de cada rede neuronal 𝑆𝑃𝐶𝑖𝑗 é determinado em função da quantidade de dados 

disponíveis no subconjunto 𝐷𝑆𝑖𝑗 utilizando (Eq. 7.8). 

 

 𝑁𝑊𝑖𝑗
𝐻𝐿 = 𝑓𝑙𝑜𝑜𝑟 (

𝑁𝐼𝑖𝑗
𝑠𝑢𝑏𝑠𝑒𝑡_𝑇𝑅

𝑀𝑎𝑟𝑔𝑖𝑛𝑖𝑗 ∗ (𝑁𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠 + 1)
) (Eq. 7.8) 

 

Em que 𝑁𝑊𝑖𝑗
𝐻𝐿 representa o número de neurónios da camada escondida do especialista 𝑆𝑃𝐶𝑖𝑗, 

𝑁𝐼𝑖𝑗
𝑠𝑢𝑏𝑠𝑒𝑡_𝑇𝑅

 o número de imagens (instâncias) de treino existentes no subconjunto DSij, 𝑁𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠 o 

número de descritores usados para descrever as imagens e 𝑀𝑎𝑟𝑔𝑖𝑛𝑖𝑗 um termo multiplicador do 

número de pesos existentes na rede neuronal face à quantidade de dados de treino existentes 
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𝑁𝐼𝑖𝑗
𝑠𝑢𝑏𝑠𝑒𝑡_𝑇𝑅. Os parâmetros de polarização (bias) não foram considerados no cálculo do número de 

neurónios a utilizar na camada escondida da rede neuronal.  

 

7.5 Fase de teste 

Com os modelos constituintes do DPBEST treinados, este pode ser utilizado para classificar dados 

de teste, sendo cada amostra 𝑥𝑡: 𝑡 ∈ 𝑇𝑇𝐸 apresentada à gating network (Figura 5.4) que seleciona o 

especialista mais verosímil (Eq. 7.4). Cada especialista 𝑆𝑃𝐶𝑖𝑗 classificará a instância 𝑥𝑡 emitindo a 

correspondente saída 𝑦𝑖𝑗 = {𝑦11
𝑡 , 𝑦12

𝑡 , . . . , 𝑦𝑀𝑁
𝑡 }. A gating network identificará o subconjunto 𝐷𝑆𝑖𝑗 ao 

qual cada instância 𝑥𝑡 pertence, e selecionará o especialista a ele associado 𝑆𝑃𝐶𝑖𝑗, emitindo um vetor 

de pesos de combinação com peso unitário (𝑔𝑖𝑗 = 1) para a contribuição desse especialista no 

ensemble e peso nulo à dos restantes (Eq. 5.12). A identificação pela gating network do subconjunto 𝐷𝑆𝑖𝑗 

ao qual a instância 𝑥𝑡 pertence, é feita recorrendo ao modelo descritivo dos dados de cada classe, 

determinando para cada uma delas a componente de mistura na qual a instância 𝑥𝑡 apresenta maior 

verosimilhança (Eq. 7.5), identificando dessa forma os clusters {𝑖, 𝑗}.  

7.6 Funcionamento integrado do algoritmo DPBEST 

A primeira fase do processo de treino consiste num módulo de aprendizagem não-supervisionada 

(clustering com GMM no presente caso, mas qualquer outro modelo pode ser usado) cujo objetivo é 

agrupar os dados de treino segundo algum critério de semelhança, neste caso verosimilhança numa 

mistura Gaussiana. Determinado o número de subpopulações e os seus elementos, são formados os 

subconjuntos de treino por combinação de clusters de classes diferentes e treinados de forma 

supervisionada os especialistas em cada subproblema. Na fase de teste os especialistas classificam cada 
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instância de dados, selecionando a gating network o especialista responsável pelo subproblema a que 

cada instância de dados pertence. 

Considere-se o conjunto de dados bidimensional ilustrado na Figura 7.1 com duas classes 

{𝐶1, 𝐶2}, e 𝑇𝑇𝑅 instâncias. 

 

Figura 7.1 – Conjunto de dados TTR, respetivas classes {*,●}, GMM ajustados aos dados de cada classe e fronteiras de separação dos 

clusters (linhas tracejadas) 

Se for definido um número máximo 𝐼 = 4 de subpopulações por classe, serão ajustados 4 

modelos aos dados de treino 𝑇𝑇𝑅
𝐶1 e 𝑇𝑇𝑅

𝐶2 de cada uma delas {𝐶1, 𝐶2}, 𝐺𝑀𝑀𝑖
𝐶1 𝑒 𝐺𝑀𝑀𝑖

𝐶2:  𝑖 =

{1,2,3,4}, sendo escolhido em cada classe o 𝐺𝑀𝑀 que melhor se ajusta à sua distribuição de dados 

(apresenta o menor valor de AIC), de acordo com as subpopulações existentes em cada classe. No 

exemplo da Figura 7.1, na classe 𝐶1 (*) o modelo que melhor se ajusta aos dados é o 𝐺𝑀𝑀2
𝐶1 contendo 

N=2 componentes de mistura e na classe 𝐶2 (●) o 𝐺𝑀𝑀3
𝐶2 contendo M=3 componentes de mistura. 

Os dados de treino da classe 𝐶1, 𝑇𝑇𝑅
𝐶1 são agrupados em dois clusters {𝐶1

𝐶1, 𝐶2
𝐶1} e 𝑇𝑇𝑅

𝐶2 em três clusters 

{𝐶1
𝐶2, 𝐶2

𝐶2, 𝐶3
𝐶2}. Cada instância 𝑥𝑡: 𝑡 ∈ 𝑇𝑇𝑅

𝐶1 será incluída num dos clusters {𝐶1
𝐶1, 𝐶2

𝐶1} associado à 

componente de mistura do 𝐺𝑀𝑀𝐶1 na qual apresenta maior verosimilhança (Eq. 7.5). O mesmo 
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acontece na classe 𝐶2, com as instâncias 𝑥𝑡: 𝑡 ∈ 𝑇𝑇𝑅
𝐶2 a serem incluídas num dos clusters 

{𝐶1
𝐶2, 𝐶2

𝐶2, 𝐶3
𝐶2} associado à componente de mistura do 𝐺𝑀𝑀𝐶2 na qual apresenta maior 

verosimilhança (Eq. 7.5).  

As fronteiras de separação dos clusters de cada classe (representadas por linhas tracejadas) 

surgem ao longo da linha onde as componentes de mistura Gaussianas de cada GMM se intersetam, 

fronteira a partir da qual as instâncias passam a ter maior verosimilhança em outra componente de 

mistura do respetivo GMM. 

Agrupadas as instâncias em clusters por classes, é interessante notar que a função discriminante 

global atravessa toda a zona de fronteira entre as classes e que cada conjunto de clusters de classes 

diferentes contém porções do problema original. Por este motivo os subconjuntos de treino dos 

especialistas são formados por combinação de clusters interclasse (Eq. 7.7).  

Como neste caso foram identificadas N=2 e M=3 subpopulações nas classes 𝐶1 e 𝐶2 

respetivamente, serão formados M*N=6 subconjuntos de treino. De acordo com (Eq. 7.6) o 𝐷𝑆11 será 

formado pelas instâncias agrupadas nos clusters C1
C1 e C1

C2, 𝐷𝑆12 por C1
C1 e C2

C2, 𝐷𝑆13 por C1
C1 e C3

C2, 𝐷𝑆21 

por C2
C1 e C1

C2, 𝐷𝑆22 por C2
C1 e C2

C2 e 𝐷𝑆23 por C2
C1 e C3

C2. 

Formados os subconjuntos de treino cada especialista 𝑆𝑃𝐶 = {𝑆𝑃𝐶11, 𝑆𝑃𝐶12, 𝑆𝑃𝐶13,

𝑆𝑃𝐶21, 𝑆𝑃𝐶22, 𝑆𝑃𝐶23} será treinado no correspondente subconjunto 𝐷𝑆 = {𝐷𝑆11, 𝐷𝑆12, 𝐷𝑆13,

𝐷𝑆21, 𝐷𝑆22, 𝐷𝑆23}, sendo o número de neurónios da camada escondida da rede neuronal usada 

como especialista determinado pelo número de instâncias disponíveis para treino no correspondente 

subconjunto (Eq. 7.8).  

Treinado o DPBEST, cada amostra 𝑥𝑡: 𝑡 ∈ 𝑇𝑇𝐸 é apresentada aos seus modelos constituintes 

sendo classificada por cada especialista, e selecionada pela gating network a resposta do que for 

competente no subespaço ao qual cada instância pertence. 
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7.7 Modo de Funcionamento online 

Na prática nunca há garantias de que o modelo treinado reflita de forma exata toda a dinâmica 

existente nos dados dos conjuntos que irá classificar posteriormente à sua geração, dado as condições 

ambientais terem uma componente fortemente estocástica. Pode ser por isso conveniente adaptar o 

modelo às condições ambientais assumindo tipicamente que estas variam de forma suave, uma situação 

conhecida por quase-estacionária. Nesta abordagem o modelo offline é utilizado para testar novos dados 

e simultaneamente atualizado de forma online com esses mesmos dados. Este modo online permite 

uma adaptação contínua do modelo aos novos dados, de forma a acomodar os desvios de conceito neles 

existentes.  

Na aprendizagem adaptativa a deteção de drift é comumente realizada por aprendizagem 

supervisionada. No entanto esta abordagem implica que num ambiente dinâmico se disponha de uma 

quantidade ilimitada de dados etiquetados ou pelo menos que se conheçam as etiquetas dos dados de 

teste. Esta abordagem é adequada para alguns problemas porque as etiquetas ficam disponíveis ao longo 

do tempo (ex. previsão meteorológica, de ativos financeiros, etc.), mas em muitos outros domínios a 

existência de dados etiquetados é impraticável pelos recursos necessários para adquirir as etiquetas 

(Krempl et al., 2014) (Lughofer et al., 2016) ou ainda pela natureza das aplicações como acontece no 

diagnóstico automático.  

  

A aprendizagem online adapta-se bem a ambientes quase estacionários nos quais os desvios de 

conceito são subtis, ocorrendo não pela mudança de regime no sistema, mas por fatores acessórios (ex. 

cápsula endoscópica de marca diferente, variação de iluminação, etc.). Nestas condições o conjunto de 

treino deve ser uma amostra representativa da real distribuição dos dados do problema e o modelo 

gerado em offline deve ter um desempenho preditivo elevado. No designado modo online, o modelo 

gerado em offline vai ser atualizado com os dados de teste para promover o seu ajuste ao conjunto de 

dados atual. Em modo de adaptação incremental cada instância 𝑥𝑡  depois de reconhecida será usada 

para atualização apenas do especialista mais verosímil ajudando a preservar conhecimento previamente 
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adquirido (em especial pelos outros especialistas)  sem deixar de adquirir o novo conhecimento 

necessário à adaptação do ensemble ao ambiente. Este mecanismo apresenta duas grandes vantagens: 

1- Vai de encontro aos resultados das recentes investigações sobre o cérebro humano que apontam 

para conhecimento localizado (topográfico). O processo de aprendizagem é localizado, ou seja, 

grupos de neurónios que se designam por módulos ou cápsulas cada um especializando-se em 

manipular diferentes tipos de informação. Existem cápsulas especializadas no conceito de 

posição, de tamanho, de orientação, de deformação, de texturas, etc. Isto pode significar que o 

conhecimento de instâncias de diferentes classes se situa em lugares diferentes do cérebro e a 

aprendizagem de uma instância não interfere com a aprendizagem de outra pelo que nem todos 

os pesos sinápticos serão atualizados simultaneamente. Este conceito topográfico na aquisição 

de conhecimento é materializado nesta separação promovida pela seleção de especialistas em 

vez da sua mistura. Por outro lado, o fator de esquecimento que ocorre sempre que uma rede 

aprende algo de novo uma vez que vai esquecendo padrões antigos é controlado pela via da 

seleção do especialista a atualizar deixando intacto o conhecimento previamente adquirido pelos 

outros especialistas.   

2- Como os especialistas não são todos atualizados com os mesmos dados a diversidade, 

propriedade tida como de grande importância para o bom funcionamento dos ensembles não é 

significativamente reduzida como seria se todos os especialistas fossem adaptados com os 

mesmos dados. Consequentemente é possível fazer uma adaptação dinâmica às condições 

ambientais sem alterar significativamente as propriedades do ensemble. Os resultados 

apresentados no capítulo 9 para as condições de adaptação incremental mostram claramente 

que a redução de diversidade diminui bastante o desempenho do ensemble. 
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7.8 Sumário 

Neste capítulo foi apresentado o classificador por ensemble DPBEST: Data Partition Based Expert 

SelecTion, que utiliza a promissora abordagem de mistura de especialistas localizados explicitamente 

(MELE).  

Foi feita uma contextualização na qual foram destacadas as vantagens do uso de ensembles por 

mistura de especialistas com o seu princípio de divide and conquer, face aos restantes ensembles que 

utilizam um princípio de wisdom of the crowds, enumeradas as principais vantagens e desvantagens da 

abordagem convencional à mistura de especialistas CMoE e da nova classe de algoritmos MELE cujo 

desempenho tem superado a abordagem convencional. Na sequência da argumentação prévia foram 

apresentados os dois motivos subjacentes ao desenvolvimento do DPBEST; limitar a formação de 

subconjuntos de dados não balanceados durante o processo de decomposição do problema em 

subproblemas (particionamento) e garantir a preservação da diversidade em aplicações que requerem 

adaptação incremental. 

De seguida foi descrita a sua arquitetura, explicado o processo de treino da gating network durante 

o qual é realizada a decomposição do problema, tendo sido detalhados os aspetos fundamentais desta 

nova metodologia, tais como a deteção de subpopulações nos dados de cada classe, o agrupamento dos 

dados de cada subpopulação em clusters, a formação de subconjuntos (contendo cada um contendo um 

subproblema mutuamente exclusivo) por agrupamento de subpopulações de classes diferentes e o treino 

de cada especialista num subproblema. Foi também exposto o funcionamento em fase de teste, com 

destaque para a forma com a gating network é utilizada selecionar a classificação de um dos 

especialistas. 

Finalmente foi descrito o modo de funcionamento online o qual permite realizar a adaptação do 

modelo preditivo do classificador em ambientes dinâmicos com condições quase estacionárias, em 

problemas cujos dados de teste não vem acompanhados das respetivas etiquetas.  
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Capítulo 8 

 

 

 

Experiências e discussão de resultados 

8- Experiências e discussão de resultados 

8.1 Introdução 

Neste capítulo são apresentados os resultados obtidos em três experiências realizadas para avaliar 

a capacidade preditiva do classificador desenvolvido no âmbito do trabalho apresentado nesta tese 

(DPBEST).  

A primeira experiência consistiu na comparação do desempenho do DPBEST face a um conjunto 

de classificadores offline reconhecidos pela sua superior capacidade preditiva. Além do DPBEST foram 

utilizados os classificadores por ensemble, CMoE (Jacobs et al., 1991), Bagging (Breiman, 1994), 

AdaBoost.M1 (Freund and Schapire, 1996), Random Forest (Breiman, 2001) e também uma rede 

neuronal multicamada representando os classificadores únicos.  

A segunda experiência consistiu na comparação do desempenho do O-DPBEST face a um conjunto 

de classificadores online com elevada capacidade preditiva, de forma a avaliar a capacidade de 

adaptação de cada um em ambiente quase estacionário, utilizando as classificações prévias do modelo 

para supervisão da aprendizagem. Foram comparados os desempenhos do O-DPBEST (subcapítulos 7.7 

e 8.7.4.1), O-CMoE (subcapítulo 8.7.4.2), On-line Random Forests (ORF) (Saffari et al., 2009) e o Online 

Multi-Class LPBoost (OMCLP) (Saffari et al., 2010).  
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O O-DPBEST e o O-CMoE foram adaptados dos respetivos classificadores originais para realizar 

aprendizagem online de forma incremental. Os outros classificadores ensemble online ORF, OMCLP, 

foram escolhidos pela sua reconhecida capacidade preditiva. 

A terceira experiência pretendeu comparar o desempenho de um classificador baseado numa rede 

neuronal profunda com os desempenhos obtidos na primeira experiência. Foi utilizada uma rede neuronal 

convolucional VGG16 (Simonyan and Zisserman, 2014) que constitui o estado arte em classificação de 

imagem. Uma vez que a base de dados disponível no momento não permite o treino de raiz de uma rede 

profunda destas dimensões foi utilizada a técnica de Transfer Learning (TL). Esta técnica permite importar 

conhecimento de aplicações que envolvam bases de dados extensas para aplicações com bases de 

dados pequenas. Neste caso a VGG16 foi previamente treinada na base de dados ImageNet constituída 

por mais de 14 milhões de imagens de 1000 classes. Apesar destas imagens serem de natureza muito 

diferente das imagens de cápsula endoscópica as características de mais baixo nível (linhas, etc.) 

partilham semelhanças que podem ser aproveitadas na nova aplicação. O procedimento de TL consiste 

então em congelar parcialmente a rede durante o treino adaptando-a ao novo domínio. Se ambas as 

aplicações usam imagens semelhantes o TL requer normalmente que apenas as 3 camadas totalmente 

ligadas da VGG16 (conhecida como camada de topo) sejam substituídas normalmente por uma do 

mesmo tipo e outra de adaptação à saída. Se ambas as aplicações usam imagens de natureza diferente 

como é o caso, então algumas das últimas camadas convolucionais da VGG16 precisam também ser 

treinadas na nova aplicação para que as características de alto nível possam também ser aprendidas. 

Este procedimento requer um compromisso entre o tamanho da base de dados disponível para controlo 

do sobreajustamento do modelo aos dados e a diferença de natureza das imagens de ambas as 

aplicações indiciando um procedimento de compromisso (não ótimo) mas o único possível para usar 

aprendizagem profunda em aplicações com bases de dados reduzidas. Neste caso o melhor 

compromisso foi obtido com o treino de 3 camadas convolucionais, uma completamente ligada e a última 

para adaptação a 2 classes.  Congelando mais camadas reduz-se o desempenho da rede mesmo nos 

dados de treino ao passo que congelando menos se obtém sobretreino.  
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8.2 Conjunto de imagens 

O conjunto de dados utilizado nas três experiências foi compilado a partir de nove exames de 

cápsula endoscópica sem fios (WCE) e contém um total de 766 imagens do intestino delgado, 390 das 

quais contendo tecido são e 376 contendo tecido com ulceração. Na Figura 8.1 estão representadas 

algumas amostras do conjunto de imagens, através das quais é possível observar a existência de grande 

variabilidade nas características das imagens de cada classe {𝑁1,𝑁2,𝑁3,𝑁4} {𝑈1, 𝑈2, 𝑈3, 𝑈4} e 

simultaneamente consideráveis semelhanças entre imagens de classes diferentes {𝑁1, 𝑈1} e 

{𝑁2, 𝑈2}. Por este motivo, a identificação de úlceras a partir de imagens de WCE constitui um desafio 

que motiva o desenvolvimento de classificadores poderosos, capazes de lidar de forma eficiente com 

conjuntos de dados do mundo real, contendo subpopulações e distribuições de dados complexas que 

originam problemas de classificação com fronteiras altamente não lineares.  

 

Figura 8.1 –Amostras do conjunto de dados contendo tecido são e ulcerado 

As imagens tem resoluções de 288*288 e  576*576 pixels, devido ao uso de dois tipos de cápsulas 

diferentes nos exames. Quer os exames quer o processo de revisão das imagens foram realizados por 

gastroenterologistas experientes do Hospital de Braga (Serviço Nacional de Saúde, 2018). 
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8.3 Hardware e software 

Nas primeira e segunda experiência foi utilizado um computador portátil equipado com um 

processador Intel i7-2670QM com 8 GB de memória RAM. Na terceira experiência foi utilizado um 

computador portátil equipado com um processador Intel® i7-8750H, 16 GB de memória RAM e uma 

placa gráfica NVIDIA® GeForce GTX 1060. 

Para implementação das versões offline e online do DPBEST e CMoE foi utilizado o Matlab versão 

R2016a. Na CMoE e O-CMoE foi adicionalmente utilizada a biblioteca Mixlab desenvolvida por Perry 

Moerland (Moerland, 1997). Os restantes classificadores offline utilizados na primeira experiência, 

Bagging, AdaBoost.M1 e Random Forest foram testados utilizando a versão 3.8 do pacote de 

aprendizagem máquina em código aberto Weka55 (The University of Waikato, 2015). Os restantes 

classificadores online utilizados na segunda experiência, On-line Random Forests (ORF) e Online Multi-

Class LPBoost (OMCLP) foram testados utilizando o software OMCLPBoost versão 0.11 disponibilizado 

pelo autor em (Saffari, 2010a).  

A CNN VGG16 utilizada na terceira experiência foi testada utilizando a interface de programação 

de aplicações56 Keras (François Chollet and others, 2015) para a biblioteca de software em código aberto 

TensorFlow (Google Brain, 2015). 

8.4 Metodologia geral 

Em todas as experiências o conjunto de imagens utilizado foi descrito no subcapítulo 8.2 e os 

classificadores treinados com validação cruzada k-fold. As imagens foram representadas utilizando os 

descritores de textura de Haralick (HTF) Contraste, Correlação, Energia e Homogeneidade, extraídos em 

 

55 WEKA - Waikato Environment for Knowledge Analysis. 

56 API - Application Programming Interface. 
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quatro direções (0º, 45º, 90º, 135º) (Haralick, Shanmugam and Dinstein, 1973) a partir das imagens 

em escalas de cinzento com os cantos negros removidos (Figura 8.1).  

Apesar dos canais individuais dos espaços de cor RGB, HSV e CIELAB conterem informação de 

cor, luminância e textura, dado a textura ser uma das mais relevantes e bem sucedidas técnicas de 

descrição de imagens obtidas por WCE, foram utilizadas imagens em escalas de cinzento para preservar 

intacta essa informação. Do mesmo espaço de cor também foram extraídos os descritores de textura 

Local Binary Patterns (LBP) (Ojala, Pietikäinen and Mäenpää, 2002) que demonstraram uma capacidade 

descritiva superior, dada a possibilidade da sua extração em sub-regiões da imagem e a invariância à 

rotação. No entanto os resultados obtidos com estes descritores não só foram superiores como se 

concentraram num intervalo mais estreito. Dado o objetivo destas experiências ser evidenciar as 

diferenças de desempenho dos classificadores, foram utilizados os descritores de Haralick por 

permitirem enfatizá-las.  

O conjunto contém imagens de diversos exames de WCE com sequências de imagens exibindo 

tecido são e ulcerado. Os folds foram criados utilizando um esquema de amostragem aleatória de forma 

intercalada. A utilização deste procedimento de amostragem foi crucial para garantir o balanceamento 

das classes e diversidade dos dados nos diferentes folds, mantendo-os representativos da distribuição 

dos dados do problema original, permitindo o treino e teste em condições apropriadas. 

8.5 Validação das experiências 

As experiências foram validadas por análise quantitativa e qualitativa dos resultados. Foram 

determinadas a sensibilidade57, especificidade57 e exatidão de cada classificador que permitem quantificar 

o desempenho dos algoritmos tendo sido ainda realizados testes de analise de variância (ANOVA) para 

aferir a significância estatística das diferenças de desempenho dos diferentes classificadores em cada 

 

57 Quando disponibilizada pelo classificador. 



 

 

Capítulo 8 Experiências e discussão de resultados 

166 

experiência. Qualitativamente foi deduzido um juízo crítico sobre os diferentes resultados obtidos, no qual 

foram avaliadas as vantagens e desvantagens da utilização de cada um deles. 

8.6 Avaliação do desempenho do DPBEST em modo offline 

8.6.1 Objetivo 

A primeira experiência consistiu na comparação do desempenho do DPBEST face a um conjunto 

de classificadores offline reconhecidos pela sua superior capacidade preditiva. Foram utilizados os 

classificadores por ensemble, CMoE (Jacobs et al., 1991), Bagging (Breiman, 1994), AdaBoost.M1 

(Freund and Schapire, 1996), Random Forest (Breiman, 2001) e adicionalmente uma rede neuronal 

perceptrão multicamada representando um sistema de aprendizagem único. 

8.6.2 Metodologia particular e configurações 

A metodologia utilizada nesta primeira experiência tem por base a metodologia geral descrita no 

subcapítulo 8.4, sendo neste subcapítulo descritas as condições particulares da metodologia desta 

experiência, respetivas configurações e parametrizações. 

Nesta experiência foi utilizada validação cruzada 10-fold. De forma a colocar o foco da experiência 

na heurística, o DPBEST, CMoE, Bagging e AdaBoost.M1 utilizam o mesmo classificador de base. O 

classificador escolhido foi uma rede neuronal perceptrão multicamada com 16 entradas (4 descritores 

em 4 direções), 10 neurónios na camada escondida e um ou dois neurónios na camada de saída. O 

classificador de base do DPBEST, CMoE e a ANN utilizam apenas um neurónio de saída enquanto o 

Bagging e AdaBoost.M1 utilizam dois. Em todos são utilizados 10 neurónios na camada escondida, 

exceto no DPBEST onde são utilizados 𝑁𝑊𝐻𝐿 neurónios (até 10) na camada escondida sendo este valor 

calculado utilizando (Eq. 7.8). 
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No DPBEST o número máximo de componentes de mistura dos GMMs foi limitado a 𝐼 = 4  

(subcapítulo 7.4.1), utilizada uma margem 𝑀𝑎𝑟𝑔𝑖𝑛 =  2 e 𝑁𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠 = 16 (Eq. 7.8) de acordo com 

os descritores utilizados. 

Em todos os casos, os neurónios das camadas escondidas e de saída das redes neuronais utilizam 

a função de ativação sigmoide e estas são treinadas com o algoritmo de retropropagação do erros com 

GD no DPBEST, Bagging, AdaBoost.M1 e ANN. Para ajustar os GMM da gating network aos dados, o 

DPBEST utiliza o algoritmo EM. Na CMoE, dado o modelo utilizado na gating network ser um GMM, no 

ajuste aos dados, o passo M requer uma só passagem e a otimização é feita utilizando o algoritmo (BFGS) 

Broyden–Fletcher–Goldfarb–Shanno (Quasi-Newton) com o método do gradiente conjugado. 

Os classificadores ensemble Bagging e Random Forest utilizam 10 classificadores de base, cada 

um treinado utilizando um subconjunto de dados amostrado (bag size=100%) do conjunto de dados de 

treino. No Random Forest os classificadores de base são árvores de decisão. No AdaBoost.M1 também 

são utilizados 10 classificadores, enquanto no DPBEST o número máximo de classificadores foi limitado 

a 16, com a imposição do limite de 4 clusters por classe. 

8.6.3 Apresentação de resultados 

De seguida serão apresentados os resultados da experiência realizada, bem como da análise de 

variância dos mesmos para avaliar a significância estatística das diferenças de desempenho dos 

classificadores. Na Tabela 8.1 são apresentados os valores médios e desvios padrão das medidas de 

sensibilidade, especificidade, exatidão e tempo de treino e teste por fold nas 10 simulações efetuadas. 

8.6.3.1 Resultados 

Na Tabela 8.1 são apresentados os tempos de treino e teste por fold, os valores médios (𝜇) e os 

desvios padrão (σ) das medidas de exatidão, sensibilidade, especificidade obtidas na fase de teste para 

as 10 simulações efetuadas. 
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Tabela 8.1 – Resultados de classificação em modo offline 

(µ ± σ) % Tempo (s) Sensibilidade Especificidade Exatidão 

ANN 8.92 ± 4.23 82.44 ± 2.17 75.89 ± 5.55 79.11 ± 3.13 

Bagging 14.98  ± 4.74 81.03 ± 5.43 93.39 ± 3.81 87.12 ± 4.23 

AdaBoost.M1 13.17   ± 6.21 80.26 ± 9.21 89.69 ± 5.66 84.91 ± 4.45 

Random Forest 0.04 ± 0.03 84.62 ± 2.7 92.34 ± 3.84 88.42 ± 2.85 

CMoE 11.03 ± 4.87 92.37 ± 0.83 80 ± 3.78 86.1 ± 2.13 

DPBEST 20.81 ± 9.29 93.42 ± 2.84 93.59 ± 3.68 93.51 ± 2.74 

Média 11.49 ± 4.90 85.69 ± 3.86 87.48 ± 4.39 86.53 ± 3.26 

 

Para facilitar a interpretação dos resultados contidos na Tabela 8.1, a exatidão, sensibilidade e 

especificidade de cada classificador será representada em gráficos de dispersão na Figura 8.4, Figura 

8.2 e Figura 8.3 respetivamente. A altura do centro da circunferência representa o valor médio (𝜇) e o 

raio o desvio padrão (σ). 
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Figura 8.2 – Sensibilidade da classificação em modo offline (%) 

 

Figura 8.3 - Especificidade da classificação em modo offline (%) 
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Figura 8.4 – Exatidão da classificação em modo offline (%) 

8.6.3.2 Análise de variância 

Para avaliar a significância estatística dos resultados obtidos na experiência (Tabela 8.1), foram 

realizados três testes estatísticos de análise de variância (One-Way ANOVA) com intervalo de confiança 

de 95%, um para cada medida de desempenho dos classificadores, sendo os resultados dos testes 

apresentados na Tabela 8.2. Cada linha representa um classificador e contém os ID dos classificadores 

cujo desempenho em cada medida difere com significância estatística da deste classificador. 

Tabela 8.2 - Resultados dos testes ANOVA ao desempenho dos classificadores offline 

ID Classificador Difere estatisticamente (95% confiança) 
Sensibilidade Especificidade Exatidão 

1 ANN 2 6 3 4 5 6 2 3 4 5 6 
2 CMoE 1 3 4 5 3 4 5 6 1 6 
3 AdaBoost.M1 2 6 1 2 1 6 
4 Bagging 2 6 1 2 1 6 
5 Random Forest 2 6 1 2 1 6 
6 DPBEST 1 3 4 5 1 2 1 2 3 4 5 
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8.6.4 Discussão 

Em termos de exatidão destacam-se o DPBEST por superar todos os outros classificadores, 

atingindo +5.09% do que o segundo melhor Random Forest e a ANN pela mais baixa exatidão da 

experiência, apresentando uma exatidão 5.8% inferior ao penúltimo classificado AdaBoost.M1 (Figura 

8.4). A análise de variância aos resultados da exatidão (Tabela 8.2) mostra que apenas esses dois 

classificadores obtém resultados que diferem estatisticamente dos restantes (Adaboost.M1, CMoE, 

Bagging e Random Forest). 

Em deteção de úlceras (Figura 8.2) a sensibilidade dos classificadores enquadra-se em dois 

grupos. Um grupo de classificadores de desempenho superior, liderado pelo DPBEST com uma 

sensibilidade de 93.42%, seguido do CMoE com -1.05%. No grupo de classificadores com desempenho 

menos elevado, estão o Random Forest, ANN, Bagging e AdaBoost.M1. Existe uma diferença de 10.35% 

entre a sensibilidade média dos classificadores dos dois grupos. A análise de variância mostra que 

apenas existe diferença com significância estatística na sensibilidade de classificação entre grupos e não 

dentro dos mesmos (Tabela 8.2). 

Na deteção de imagens normais (Figura 8.3) a especificidade dos classificadores aumenta 

logaritmicamente. O DPBEST lidera com uma especificidade de 93.59%, seguido de perto pelo Bagging 

93.39%, Random Forest 92.34%, AdaBoost.M1 89.69%, incrementando as diferenças para o CMoE 80% 

e a ANN 75.89%. O teste ANOVA aos resultados de especificidade mostra que apenas o CMoE e a ANN 

diferem com significância estatística dos restantes classificadores (Tabela 8.2). Em termos do desvio 

padrão dos resultados de exatidão, o CMoE apresenta o valor mais baixo σ = 2.13%, seguido pelo 

DPBEST com σ = 2.74%, sendo os classificadores que apresentam os maiores desvios padrão o Bagging 

e AdaBoost.M1 com 4.23% e 4.45% respetivamente. Apesar do desvio padrão da exatidão de classificação 

ser ligeiramente superior no DPBEST face ao CMoE, é mais equilibrado em ambas as classes. O CMoE 

apresenta σ = 0.83% na deteção de úlcera e σ = 3.78% na deteção de imagens normais, enquanto o 

DPBEST apresenta σ = 2.84% em úlcera e σ = 3.68% na deteção de imagens normais. 
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Em termos de exatidão o DPBEST lidera os resultados da experiência com uma margem 

considerável. É seguido pelo Random Forest e Bagging (dois classificadores ensemble utilizando 

bootstrap), o CMoE, AdaBoost.M1 e ANN. Cada classificador ensemble do grupo central de desempenho 

em termos de exatidão de classificação utiliza uma estratégia diferente para melhorar o seu modelo 

preditivo. No entanto o resultado obtido pelo AdaBoost.M1 é surpreendente dado ser o ensemble com 

pior desempenho na experiência, contrastando com o facto do método ser frequentemente utilizado para 

melhorar o modelo preditivo através da redução do erro médio o que conduz a maior exatidão. 

Os classificadores baseados em ensembles of weak learners usualmente reduzem o sobreajuste 

do modelo e consequentemente a variância dos seus resultados. No entanto os resultados obtidos pelo 

AdaBoost.M1 no âmbito desta experiência não confirmam essa característica. 

Na CMoE o número de especialistas (M=3) foi escolhido  de forma a maximizar o seu desempenho 

e apesar disso a sua exatidão é ligeiramente inferior à exatidão média dos classificadores utilizados na 

experiência. Um fator que pode ter influenciado este resultado é o número de especialistas ser fixo ao 

longo das 10 simulações realizadas durante a experiência. Analisando os dados de cada simulação, o 

DPBEST utiliza 6 especialistas em 6 simulações e 8 especialistas nas restantes 4 (média de 6.8 

especialistas/simulação) fazendo melhor uso da diversidade dos dados e modelos.  

Como esperado, os classificadores ensemble obtiveram melhores resultados quando comparados 

com a ANN (classificador único). Os classificadores especializados (DPBEST e CMoE) obtiveram melhor 

desempenho na deteção de úlceras quando comparados com os classificadores baseados em boosting 

(AdaBoost.M1) e bootstrapping (Bagging e Random Forest). Na deteção de imagens normais o DPBEST 

atinge a melhor especificidade, seguido de perto pelos classificadores em ensemble baseados em weak 

learners (AdaBoost.M1) e bootstrapping (Bagging e Random Forest) de forma mais distante por 

classificadores especializados CMoE e ANN. 

Os classificadores baseados em MoE destacam-se pela baixa variância, com o CMoE liderando 

esta categoria, seguido pelo DPBEST. 

Resumindo, globalmente o DPBEST: 1) evidencia o melhor desempenho em ambas classes, dado 

a sua mais elevada exatidão ser atingida com simultaneamente a mais alta sensibilidade e especificidade, 
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2) apresenta a segunda mais baixa variância para ambas as classes, mesmo comparado com os 

classificadores baseados em bootstrapping que visam reduzi-la, 3) e atinge o menor erro 𝐸𝑚é𝑑𝑖𝑜 da 

experiência superando o AdaBoost.M1 que é um algoritmo que visa reduzir esta componente de erro de 

classificação. 

Em termos do tempo de treino e teste por fold o Random Forest apresenta resultados 

impressionantes. Considerando como métrica o rácio do desempenho/tempo por fold 𝑅𝐷 𝑡𝑝𝑓⁄ , este 

classificador seria o melhor do teste 𝑅𝐷 𝑡𝑝𝑓⁄ = 2210,5. O DPBEST apresenta o tempo mais elevado e 

o 𝑅𝐷 𝑡𝑝𝑓⁄ = 4.49 mais baixo da experiência. No entanto algum deste tempo é usado para treino de 

classificadores que provavelmente nunca serão usados. O algoritmo tem margem para ser melhorado 

neste aspeto. Provavelmente os clusters mais afastados nunca formarão modelos úteis na prática 

estando na corrente versão do algoritmo a ser desnecessariamente treinados.   

8.7 Avaliação do desempenho do DPBEST em modo online 

8.7.1 Objetivo 

A segunda experiência realizada pretendeu avaliar a capacidade de adaptação dos classificadores 

online em ambientes quase estacionários utilizando as classificações prévias do modelo para supervisão 

da aprendizagem. Foi comparado o desempenho do DPBEST online (O-DPBEST) com os classificadores 

ensemble online de aprendizagem incremental, online CMoE (O-CMoE), On-line Random Forests (ORF) 

(Saffari et al., 2009) e Online Multi-Class LPBoost (OMCLP) (Saffari et al., 2010).  

8.7.2 Condições ambientais 

Dada a assunção de um ambiente dinâmico em condições de quase estacionariedade (subcapítulo 

7.7), foi assumido que o conjunto de dados utilizado é suficientemente representativo da real distribuição 
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do problema, tal que os desvios de conceito originados por novos dados alteram apenas a distribuição 

dos dados de cada subproblema e não a distribuição de cada classe tal que nela surjam novas 

subpopulações. Condições dinâmicas mais severas requerem normalmente em primeiro lugar serem 

detetadas e posteriormente minimizadas requerendo treino em batch como referido no subcapítulo 3.5 

de (Soares, 2015) sendo que estes dados devem ter representatividade suficiente para caracterização 

do ambiente corrente. Apesar da pertinência e do esforço científico que tem sido dedicado a este assunto 

está fora do âmbito desta tese por não se aplicar no contexto da maior parte da imagiologia médica. 

8.7.3 Metodologia particular e configurações  

A metodologia utilizada nesta segunda experiência tem por base a metodologia geral descrita no 

subcapítulo 8.4, sendo neste subcapítulo descritas as condições particulares da metodologia desta 

experiência, respetivas configurações e parametrizações. 

Os classificadores online realizam aprendizagem incremental supervisionada. No caso do O-

DPBEST e do O-CMoE a supervisão da aprendizagem foi efetuada utilizando a classificação da instância, 

enquanto no ORF e OMCLP foi utilizada a ground truth da instância atual a ser incorporada no modelo.  

O ORF utiliza 10 árvores de decisão tendo cada uma profundidade máxima de 20 nós. Os nós das 

árvores são atualizados a cada nova instância de dados realizando 20 testes aleatórios em cada um 

deles. 

O OMCLP utiliza 10 classificadores de base do tipo ORF com a configuração acima descrita, 

realizando uma iteração por cada nova instância de dados e utilizando a função de erro exponencial para 

aferir o estado do processo de treino. 

8.7.4 Algoritmos online 

Todos os classificadores online utilizados na experiência realizam aprendizagem de forma 

incremental. Os algoritmos do O-DPBEST e do O-CMoE foram desenvolvidos no âmbito do trabalho 
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apresentado nesta tese a partir do respetivo classificador offline. Conforme referido no subcapítulo 7.7 o 

O-DPBEST e o O-CMoE realizam aprendizagem online utilizando como base o modelo offline previamente 

treinado, sendo este atualizado a cada nova instância de dados utilizando a classificação previamente 

emitida. O ORF e o OMCLP realizam a aprendizagem de forma exclusivamente online e a implementação 

utilizada (Saffari, 2010b) atualiza o modelo com a respetiva etiqueta de cada nova instância de dados. 

Este é um  fator que constitui uma grande vantagem destes dois algoritmos face aos dois primeiros, 

dado a aprendizagem ser supervisionada pela ground truth em vez da estimativa da classe apresentando 

uma situação que nunca ocorre na prática. 

8.7.4.1 O-DPBEST 

Conforme descrito no subcapítulo 7.7, é gerado um modelo pelo DPBEST em modo offline 

utilizando um conjunto de dados pré-definido e posteriormente no modo online este será atualizado de 

forma incremental a cada nova instância de dados. 

Considerando as condições ambientais previamente definidas no subcapítulo 8.7.2, no O-DPBEST 

a gating network mantém-se inalterada. A classificação de cada nova instância é obtida por seleção da 

resposta do especialista mais competente, sendo este atualizado de seguida com a respetiva instância e 

sua classificação. Com esta abordagem cada especialista vai sendo atualizado de forma independente 

com instâncias pertencentes ao subespaço do seu subproblema, sendo conservados inalterados os 

modelos correspondente aos restantes subproblemas configurando aqui a máxima preservação da 

diversidade dos especialistas durante o processo de adaptação do modelo às novas condições 

ambientais.  

8.7.4.2 O-CMoE 

À semelhança do O-DPBEST, o O-CMoE também utiliza no modo online o modelo gerado 

previamente no modo offline. O algoritmo da CMoE foi alterado de forma a após o modelo atual emitir a 

classificação de uma instância de teste, esta ser usada para atualizar o modelo com supervisão efetuada 

pela respetiva classificação.  
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A utilização do algoritmo EM para o treino da CMoE (subcapítulo 5.9.2.1) foi adaptada para em 

vez de realizar um treino estático (utilizar todas as instâncias para treino), incrementalmente incorporar 

nas componentes do modelo CM (especialistas e gating network) atual, a nova instância de dados. No 

passo E utilizando o modelo atual (Eq. 5.21) é calculada a esperança do erro 𝐸𝐸𝑀 da amostra em relação 

às variáveis ocultas, sendo posteriormente calculada a esperança do valor das variáveis ocultas utilizando 

a regra de Bayes (Eq. 5.22), cujos valores normalizados (Eq. 5.23) permitem através do erro total (Eq. 

5.21) obter a esperança do erro 𝐸𝐸𝑀 da amostra em termos separados (Eq. 5.24). Com os termos do 

erro 𝐸𝐸𝑀 separados, no passo M é feita a minimização de cada componente do modelo (gating network 

e especialistas) de forma independente utilizando os valores atuais da esperança das variáveis ocultas, 

incorporando desta forma o conceito da instância atual em cada componente do modelo. 

8.7.4.3 OMCLP  

No OMCLP a aprendizagem incremental é realizada para cada nova instância de dados utilizando 

o algoritmo iterativo primal-dual gradient descent-ascent, que a cada iteração calcula os pesos da 

instância em todos os conjunto de treino dos classificadores de base (dual ascent) e posteriormente 

atualiza os pesos dos classificadores de base (primal descent) (Saffari et al., 2010).  

8.7.4.4 ORF 

No ORF (Saffari et al., 2009) os classificadores de base são atualizados de forma independente 

sendo manipulado o processo de amostragem para inclusão da nova instância no subconjunto de treino 

incremental de cada árvore de decisão (Oza, 1981).  

8.7.5 Apresentação de resultados 

De seguida são apresentados os resultados da experiência realizada para comparação do 

desempenho do O-DPBEST com os referidos classificadores ensemble online. Adicionalmente são 
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apresentadas as conclusões da análise de variância efetuada aos resultados obtidos, para avaliar a 

significância estatística das diferenças de desempenho existentes entre os diferentes classificadores 

utilizados na experiência. 

8.7.5.1 Resultados 

Na Tabela 8.3 são apresentados os tempos de treino e teste por fold, os valores médios (𝜇) e os 

desvios padrão (σ) das medidas de exatidão, sensibilidade58, especificidade58  obtidas na fase de teste 

para as 10 simulações efetuadas. 

Tabela 8.3 – Resultados de classificação em modo online 

(µ ± σ) % Tempo (s) Sensibilidade Especificidade Exatidão 

OMCLP 2.87 ± 3.29 -- -- 68.31 ± 15.14 

ORF 0.13 ± 0.22 -- -- 73.25 ± 2.14 

O-CMoE 125.18 ± 62.85 62.89 ± 14.81 56.67 ± 23.51 59.74 ± 17.03 

O-DPBEST 28.29 ± 12.88 93.94 ± 3.59 94.10 ± 2.81 94.01 ± 2.75 

Média 39.12 ± 19.81 78.42 ± 9.2 75.39 ± 13.16 73.83 ± 9.27 

 

Para facilitar a interpretação dos resultados da Tabela 8.3, a sensibilidade58, especificidade58 e 

exatidão de cada classificador será representada em gráficos de dispersão na Figura 8.5 a), Figura 8.5 

b) e Figura 8.6 respetivamente. A altura do centro da circunferência representa o valor médio (𝜇) e o 

raio o desvio padrão (σ). 

 

58 A implementação do Online Multi-Class LPBoost e do On-line Random Forest apenas disponibiliza informação da exatidão dos algoritmos em 

modo online (Saffari, 2010b). 
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Figura 8.5 – a) Sensibilidade e b) especificidade da classificação em modo online (%) 
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Figura 8.6 – Exatidão da classificação em modo online (%) 

8.7.5.2 Análise de variância 

Para avaliar a significância estatística dos resultados obtidos na experiência (Tabela 8.3), foram 

realizados três testes estatísticos de análise de variância (One-Way ANOVA) com intervalo de confiança 

de 95%, um para cada medida de desempenho dos classificadores, sendo os resultados dos testes 

apresentados na Tabela 8.4. Cada linha representa um classificador e contém os ID dos classificadores 

cujo desempenho em cada medida difere com significância estatística da deste classificador. 

Tabela 8.4 - Resultados dos testes ANOVA ao desempenho dos classificadores online 

ID Classificador Difere estatisticamente (95% confiança) 
Sensibilidade Especificidade Exatidão 

1 OMCLP -- -- 4 
2 ORF -- -- 4 
3 O-CMoE 4 4 4 
4 O-DPBEST 3 3 1 2 3  
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8.7.6 Discussão 

Face ao DPBEST (modo offline) o O-DPBEST obtém aumentos de 0.56%, 0,55% e 0.53% em termos 

de sensibilidade, especificidade e exatidão respetivamente, enquanto o O-CMoE apresenta um 

desempenho bastante inferior ao do CMoE com uma redução de 31.92%, 29.16%, e 30.62% em termos 

de sensibilidade, especificidade e exatidão respetivamente. 

Em termos globais o desempenho do O-DPBEST destaca-se face aos restantes classificadores 

online utilizados na experiência, liderando com uma exatidão de classificação de 94.01%. Em modo 

offline o DPBEST apresenta um desempenho 8.6% superior face ao CMoE em termos de exatidão, sendo 

este fator agravado para 57,37% no modo online. 

Apesar do software implementando o ORF e OMCLP não disponibilizar as medidas de sensibilidade 

e exatidão, dado no conjunto de imagens utilizadas a distribuição das imagens por classes ser 

balanceada, a medida de exatidão é suficiente para aferir a performance dos algoritmo de forma eficaz 

(subcapítulo 4.5.6.2). O ORF  apresenta um decréscimo de 17.16% em termos de exatidão face ao 

Random Forest offline, mas posicionando-se igualmente nesta experiência como o segundo melhor do 

teste com uma exatidão de 73.25%. O OMCLP apresenta um decréscimo de 19.55% em termos de 

exatidão média de classificação face ao AdaBoost.M1. Estes resultados apresentam uma importância 

extrema no que concerne à importância da diversidade no desempenho de sistemas ensemble. Se no 

caso offline o DPBEST foi melhor porque eventualmente partiu de maior diversidade, no caso online foi 

muito melhor porque inequivocamente a soube preservar, não existem outras alterações relevantes no 

teste que justifiquem as diferenças encontradas.  É inequívoco que nos restantes ensembles a 

diversidade decresce durante o processo de adaptação levando a significativas perdas de desempenho, 

no entanto deveria aumentar, pois foi obtido mais conhecimento uma vez que aumentaram os dados de 

treino. Se o treino do CMoE foi feito em batch, ou seja, se aos dados de treino se juntar a instância de 

teste e se treinar de raiz com mais este dado, o desempenho vai subindo descartando qualquer bug na 

implementação do algoritmo de base e adaptação do mesmo para o modo online. Este resultado constitui 

porventura a prova mais contundente alguma vez efetuada de que a diversidade é de facto uma 
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propriedade fundamental no bom funcionamento dos sistemas ensemble no geral, que podem ser 

constituídos por especialistas convencionais ou baseados em redes neuronais profundas podendo por 

isso vir a ter significativas implicações no desenvolvimento de sistemas de aprendizagem máquina.  

O tempo gasto no treino e teste de cada fold é maioritariamente despendido no processo de treino, 

dado em todos os classificadores o tempo de teste ser mínimo. Em termos de tempo por fold o ORF à 

semelhança da sua versão offline Random Forest apresenta resultados impressionantes, com um tempo 

por fold de 0.13 s. Dado o OMCLP utilizar 10 classificadores de base do tipo ORF, apresenta um tempo 

superior (2.87 s) mas ainda assim baixo quando comparado com os 28.29 s utilizados pelo O-DPBEST. 

No entanto o tempo médio por fold no O-DPBEST é mais alto devido ao classificador de base utilizado 

ser um MLP. A diferença mais significativa ocorre entre o O-DPBEST e o O-CMoE e deve-se ao facto de 

no O-CMoE cada nova instância implicar uma iteração do método EM na qual todos os modelos (gating 

network e especialistas) são atualizados enquanto no O-DPBEST apenas é atualizado o modelo do 

especialista responsável pelo subespaço ao qual a instância pertence. 

8.8 Avaliação do desempenho de uma rede neuronal profunda 

8.8.1 Objetivo 

A experiência desenvolvida pretende comparar o desempenho obtido pelos classificadores offline 

na primeira experiência com o de um classificador baseado numa rede neuronal profunda, dado estas 

constituírem a mais promissora abordagem da atualidade em termos de aprendizagem máquina. A 

dimensão da base de dados é insuficiente para treinar de raiz uma rede profunda estado da arte pelo 

que é usual usar a técnica de TL onde a rede é treinada numa base de dados muito grande e parte do 

conhecimento adquirido nesta base de dados é transferido para a aplicação. As redes mais usadas para 

TL são as VGGs (mais a 16 que a 19) e as Inception e Xception. Dado estas 2 últimas serem mais 

profundas requerendo a atualização de maior número de parâmetros e a base de dados da aplicação ser 
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relativamente pequena, optou-se por usar a VGG16 tendo-se confirmado com testes experimentais que 

apresenta desempenho superior quer à Xception quer à Inception V3.  

8.8.2 Metodologia particular e configurações  

Nesta terceira experiência foi utilizado o conjunto de imagens descrito no subcapítulo 8.2 e tem 

por base a metodologia geral descrita no subcapítulo 8.4. Neste subcapítulo são descritas as condições 

particulares da metodologia da experiência, respetivas configurações e parametrizações. 

O código desta experiência foi desenvolvido utilizando a API Keras (François Chollet and others, 

2015) para a biblioteca TensorFlow (Google Brain, 2015).  

A rede neuronal convolucional utilizada CNN VGG16 (Simonyan and Zisserman, 2014) foi 

originalmente treinada na base de dados de imagens ImageNet (Stanford Vision Lab, 2016) que contém 

mais de 14 milhões de imagens pertencentes a 1000 classes diferentes. O treino de uma CNN requer 

consideráveis recursos computacionais e conjuntos de dados de treino de grande dimensão. O treino da 

CNN VGG16 com a ImageNet utilizando computadores de alto desempenho equipados com placas 

gráficas NVIDIA Titan Black demorou semanas.  

Dado o conjunto de imagens utilizado nesta experiência (subcapítulo 8.2) ser de dimensão 

reduzida (inferior a 1000 imagens) é inviável o treino eficiente desta CNN com este conjunto de imagens. 

Teve de recorrer-se à técnica de aprendizagem por transferência de forma a viabilizar a utilização de uma 

rede neuronal profunda neste problema. Foram utilizados os parâmetros da rede CNN VGG16 pré 

treinada, disponibilizados pelos autores no sítio web (Visual Geometry Group, 2014), que posteriormente 

foram atualizados para o problema de deteção de úlceras em imagens de cápsula endoscópica utilizando 

aprendizagem por transferência de conhecimento. 

Pela natureza dos dados ser diferente da do conjunto de treino original (ImageNet) é recomendado 

treinar não só a camada de topo, mas também algumas camadas convolucionais. O procedimento 

efetuado consistiu na adição de camadas convolucionais até ser atingido o sobreajuste do modelo 

durante o treino, momento no qual este foi terminado sendo selecionado o modelo imediatamente 
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anterior como modelo final. A CNN resultante é constituída por 13 camadas convolucionais e 3 camadas 

totalmente conectadas, envolve a atualização de mais de 21 milhões de parâmetros. A camada de topo 

contém três camadas totalmente interligadas, uma com 512 neurónios utilizando funções de ativação 

linear retificada (ReLU59), seguida de duas camadas com funções de ativação softmax para configuração 

das saídas. O treino foi realizado utilizando o algoritmo de otimização Adam (Kingma and Ba, 2014) e a 

função de erro por entropia cruzada. Verificou-se experimentalmente que a natureza diferente das 

imagens da aplicação original (ImageNet) e aplicação alvo (úlceras) requer o treino de 2 camadas 

convolucionais deixando as restantes 11 congeladas. A camada de topo da VGG16 foi então substituída 

por uma rede completamente ligada (512 neurónios) seguida de outra mais pequena para adaptação ao 

número de classes. Descongelando mais do que 2 camadas resultou sobretreino e menos numa rede 

sem capacidade suficiente para aprender os padrões de treino.  

Apesar deste tipo de aprendizagem reduzir consideravelmente o tempo de treino, ainda assim este 

é consideravelmente superior, motivo pelo qual foi adotado um procedimento de validação cruzada com 

um valor de k mais baixo (3-fold).  

8.8.3 Apresentação de resultados 

De seguida são apresentados os resultados obtidos pela CNN VGG16 na experiência atual. Na 

Figura 8.7 a) e b) são apresentadas a evolução do erro e da exatidão deste classificador durante o 

processo de treino e validação do primeiro fold, sendo evidente a não ocorrência de sobreajuste do 

modelo. Na Tabela 8.5 são apresentados os valores médios e desvios padrão do tempo de treino e teste 

de cada fold e das medidas de sensibilidade, especificidade e exatidão do classificador em fase de teste. 

 

59 ReLU – Rectified Linear Unit. 
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8.8.3.1 Resultados 

 

Figura 8.7 - Evolução do erro a) e exatidão b) da CNN VGG16 durante o processo de treino 

 

Tabela 8.5 - Resultados de classificação da CNN 

(µ ± σ) % Tempo (s) Sensibilidade Especificidade Exatidão 

CNN VGG16 2546.79 ± 247.12 94.70 ± 3.43 92.31 ± 4.21 93.49 ± 3.01 

 

8.8.3.2 Análise de variância 

Para avaliar a significância estatística das diferenças de desempenho entre o DPBEST (Tabela 8.1) 

e a CNN VGG16 (Tabela 8.5) na experiência, foram realizados três testes estatísticos de análise de 

variância (One-Way ANOVA) com intervalo de confiança de 95%, um para cada medida de desempenho 

dos classificadores, tendo os testes revelado que não existem diferenças com significância estatística nas 

medidas de sensibilidade, especificidade e exatidão. 
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8.8.4 Discussão 

Como pode ser observado na Tabela 8.5 e na Tabela 8.1 entre a CNN VGG16 e o DPBEST, em 

termos de desempenho existe um acréscimo de 1.37% na sensibilidade e decréscimos de 1.37% e 0.02% 

na especificidade e exatidão respetivamente. 

Para cada uma das medidas de desempenho a magnitude do correspondente desvio padrão é 

superior à diferença de desempenho entre os classificadores pelo que se podem considerar marginais, 

facto confirmado pelos resultados dos três testes ANOVA. Ambos se destacam dos restantes 

classificadores utilizados na primeira experiência como classificadores com melhor desempenho na 

classificação em modo offline. Estes resultados são interessantes porque indicam a possibilidade do 

DPBEST poder ser uma alternativa às CNNs em problemas de classificação de imagem em conjuntos de 

dimensão reduzida. De facto, com os meios atualmente disponíveis para aprendizagem profunda não 

parece ser possível melhorar o desempenho do DPBEST. 

O tempo necessário para realizar o treino da CNN VGG16 por transferência de conhecimento é 

muito superior ao dos restantes classificadores. Face ao DPBEST existe um acréscimo de 1223,82% no 

tempo médio de treino e teste de cada fold. É importante salientar que adicionalmente, o treino da CNN 

VGG16 foi efetuado numa máquina com capacidade computacional muito superior à utilizada nas duas 

experiências anteriores. 

8.9 Sumário 

Neste capítulo foram apresentadas três experiências com as quais se pretendeu avaliar a 

capacidade preditiva do DPBEST em modo offline e online, face a um conjunto de classificadores 

reconhecidos pela sua superior capacidade preditiva.  

Foi descrito o conjunto de imagens utilizado, o hardware, software, a metodologia geral utilizada 

nas experiências, a sua validação, apresentados e discutidos os resultados obtidos. 
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Na primeira experiência foi comparado o desempenho do DPBEST em modo offline face aos 

classificadores por ensemble, CMoE (Jacobs et al., 1991), Bagging (Breiman, 1994), AdaBoost.M1 

(Freund and Schapire, 1996), Random Forest (Breiman, 2001) e adicionalmente uma rede neuronal 

multicamada representando um sistema de classificação único. 

Na segunda experiência foi avaliada a capacidade de adaptação online do O-DPBEST (subcapítulos 

7.7 e 8.7.4.1), face ao O-CMoE (subcapítulo 8.7.4.2), On-line Random Forests (ORF) (Saffari et al., 2009) 

e o Online Multi-Class LPBoost (OMCLP) (Saffari et al., 2010) em ambiente dinâmico quase estacionário, 

utilizando as classificações prévias do modelo para supervisão da aprendizagem. 

Na terceira experiência foi comparado o desempenho obtido pelos classificadores offline utilizados 

na primeira experiência com o de um classificador baseado numa rede neuronal convolucional que 

constitui atualmente o estado arte em classificação de imagem (LeCun, Bengio and Hinton, 2015). 

Em todas foram apresentados os seus objetivos, as particularidades da metodologia, respetivas 

parametrizações, os resultados obtidos, determinada a significância estatística das diferenças de 

desempenho dos classificadores envolvidos em cada uma delas através da análise de variância aos 

resultados obtidos, discutidos os resultados de forma quantitativa e qualitativa e deduzidas conclusões. 
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Capítulo 9 

 

 

 

Conclusões e trabalho futuro 

9- Conclusões e trabalho futuro 

9.1 Conclusões 

Um conceito central no desenvolvimento de sistemas de aprendizagem por ensemble, é a 

utilização de modelos mais simples ajustados a subconjuntos do espaço do problema ser preferível à 

utilização de um único modelo complexo abrangendo todo o espaço do problema.  

Quando os resultados do ensemble são combinados por fusão como é o caso do bagging, a 

diversidade nos subconjuntos de treino é obtida através do processo de bootstrapping, processo através 

do qual se criam conjuntos de dados representativos do problema original, mas com algumas diferenças 

entre si. Desta forma, a diversidade dos dados será transformada em diversidade nos modelos, cuja 

combinação de resultados (por fusão) espetavelmente tenderá a cancelar alguns erros de sobreajuste e 

consequentemente produzirá um resultado com menor variância.  

No caso do boosting a diversidade é introduzida pelo incremento do peso das instâncias mal 

classificadas durante o processo sequencial de criação dos classificadores de base. Os diferentes pesos 

atribuídos a cada instância de dados orientam a criação de um conjunto diversificado de modelos 

complementares, que mediante a sua maior ou menor abrangência no conjunto de dados terão maior 

ou menor peso no processo de combinação dos resultados por fusão ponderada (votação ou média). 

Nos ensembles utilizando redes neuronais como classificadores de base, a utilização de diferentes 

subconjuntos de treino é a estratégia que garante maior diversidade no ensemble, assegurando baixa 
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correlação entre os erros dos classificadores de base (Sharkey and Sharkey, 1997), que por sua vez 

aumenta a eficácia do ensemble (Tumer and Ghosh, 1995). Por este motivo no DPBEST a diversidade 

nos modelos foi introduzida pela utilização de diferentes conjuntos de treino nos classificadores de base, 

sendo elevada pela maximização da diversidade existente entre os dados dos subconjuntos. No entanto 

existe ainda uma outra componente de diversidade nos modelos obtida pela diferente dimensão dos 

mesmos, originada pelo diferente tamanho dos subproblemas resultantes do processo de decomposição 

do problema original. 

Em diferentes áreas da engenharia a aprendizagem incremental permite melhorar 

significativamente o desempenho dos classificadores, sendo a forma mais comum para lidar com o 

desvio de conceito em condições quase-estacionárias. No entanto os sistemas correntes de ensembles 

perdem desempenho no modo de adaptação incremental devido principalmente a 2 fatores; perda de 

diversidade e deficiente controlo do esquecimento natural (natural forgetting) que está sempre associado 

à adaptação do classificador a novos padrões. Surpreendentemente estas duas propriedades de natureza 

significativamente diferente, podem ser melhoradas pelo mesmo procedimento base que consiste em 

manter a modularidade do ensemble.  Se for conhecido o subproblema ao qual cada instância utilizada 

na aprendizagem incremental pertence, apenas o modelo associado ao subproblema será treinado 

evitando-se a diminuição da diversidade pelo treino de vários (eventualmente todos) os especialistas com 

a mesma instância (ficariam mais parecidos se treinados com os mesmos dados). Neste caso o 

esquecimento natural de padrões antigos fica apenas restrito ao especialista atualizado deixando intacta 

a aprendizagem existente nos restantes especialistas (subproblemas) evitando deste modo a introdução 

indevida de esquecimento natural nos restantes especialistas. No entanto esta modularidade requer o 

uso de seleção do especialista em vez de fusão de especialistas. 

Neste contexto o algoritmo de particionamento utilizado para agrupar os dados de treino segundo 

algum critério de semelhança  pode ser usado como gating network que atribui os dados de teste ao 

especialista mais provável. Desta forma uma mistura de especialistas é convertida numa seleção de um 

especialista, mantendo as vantagens derivadas do uso da diversidade dos dados no treino dos 

especialistas e evitando a diluição da classificação do especialista responsável com as de especialistas 
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menos relevantes. A aprendizagem incremental torna-se simples, pois só o especialista ao qual os dados 

pertencem necessita de ser atualizado. 

9.1.1 Modo offline 

No DPBEST foi utilizada uma metodologia na decomposição explicita do problema original em 

subproblemas mais pequenos, simples e mutuamente exclusivos, sendo treinado cada especialista num 

deles e em fase de teste selecionado através da gating network o classificador responsável pelo 

subespaço do problema ao qual cada instância pertence.  

O treino independente da gating network e dos especialistas realizado no DPBEST introduz uma 

nova dinâmica face ao treino conjunto realizado na CMoE, apresentando vantagens e desvantagens 

tendo, à luz dos resultados obtidos, as vantagens superado as potenciais desvantagens.  

Uma vantagem atribuída à CMoE é a contabilização da eficácia de cada classificador de base no 

particionamento do problema. No entanto é sabido que o processo de otimização conjunta dos 

especialistas e gating network na CMoE origina com alguma frequência dificuldades em encontrar uma 

solução otimizada, não sendo por vezes atingida nenhuma solução (Xu, Jordan and Hinton, 1994) (Chen, 

Xu and Chi, 1999) (Yuan and Neubauer, 2009). Isto acontece por má adequação à distribuição dos 

dados, seja utilização de um número inadequado de especialistas, por problemas na inicialização de 

parâmetros ou de convergência na procura da solução global. É interessante observar que a CMoE utiliza 

a eficácia dos modelos de base para orientar o treino dos seus modelos constituintes (gating network e 

especialistas), enquanto o DPBEST utiliza a localização. No DPBEST o conhecimento é distribuído de 

forma modular e localizado nos especialistas permitindo um maior controlo sobre a aprendizagem.  

A primeira experiência demonstrou que o desempenho do DPBEST no modo offline superou não 

só a CMoE como também os restantes classificadores por ensemble e de modelo único nela utilizados, 

validando as hipóteses definidas quando à decomposição do problema em subproblemas, a adequação 

da arquitetura do classificador ao problema e o uso da estratégia de combinação por seleção.  
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Uma vantagem que contribuiu de forma significativa para o elevado desempenho do DPBEST foi 

a metodologia inovadora desenvolvida para realizar a decomposição do problema. O isolamento dos 

subproblemas em subespaços formados pela combinação de subpopulações (hard clustered) de classes 

diferentes, consiste numa solução muito prática para realizar esta tarefa de forma eficiente sendo 

porventura a primeira vez que a informação da classe é utilizada para realizar o particionamento explícito 

no âmbito da mistura de especialistas. 

Outra vantagem do DPBEST é durante o particionamento explícito ser determinado 

automaticamente o número de subpopulações existentes em cada classe, constituindo uma clara 

vantagem do algoritmo porque a arquitetura do ensemble é definida de acordo com a distribuição dos 

dados do problema. Na CMoE  (Jacobs et al., 1991) o número de especialistas e consequentemente o 

número de partições difusas é fixo manualmente antes do treino, podendo não ser adequado à real 

distribuição dos dados do problema em questão. Esta limitação é contornada (como foi na primeira 

experiência) pela utilização de diferente número de especialistas e a escolha daquele que melhor 

desempenho demonstra em cada problema. 

Os subproblemas serem contidos em subconjuntos formados pela combinação de hard clusters, 

garante a possibilidade de cada especialista ser treinado de forma independente podendo ser realizado 

em paralelo à semelhança do bagging e random forests, o que garante elevada especialização de cada 

classificador de base pelo seu treino não interferir nem ser sujeito à interferência dos dados dos restantes 

subproblemas, permitindo um desempenho mais homogéneo dos especialistas no espaço do seu 

subproblema.  

A diversidade de dados desempenha um papel importante no processo de treino, uma vez que o 

processo de aprendizagem é um compromisso entre a aquisição e esquecimento de conhecimento. 

Quando um novo padrão é aplicado a um sistema de aprendizagem, novo conhecimento é adquirido pela 

atualização de pesos, originando o esquecimento de padrões anteriores. Consequentemente ter o modelo 

distribuído por diferentes especialistas permite ao DPBEST preservar o conhecimento adquirido dada a 

atualização modular de cada especialista. Estes conceitos de encaminhamento e modularidade são 

explorados no modelo de aprendizagem profunda em redes de cápsulas proposto por Geoffrey Hinton 
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para superar algumas limitações das atuais Redes Neurais Convolucionais de última geração (Sabour, 

Frosst and Hinton, 2017). 

9.1.2 Modo online 

Conforme previamente referido o modo de funcionamento online definido no DPBEST faz uso do 

modelo gerado previamente em modo offline e destina-se a ser utilizado em ambientes quase 

estacionários. Se o conjunto de imagens utilizado para treinar o DPBEST em modo offline for 

suficientemente representativo da real distribuição do problema de deteção de determinada lesão (ex. 

úlcera) no intestino delgado, a vantagem da utilização de aprendizagem online de forma incremental é 

realizar a adaptação contínua do modelo geral previamente treinado em modo offline, às condições 

particulares do paciente e do dispositivo de forma a que ao longo do exame se realize este ajuste fino do 

modelo às condições particulares de cada conjunto de dados.  

A aprendizagem incremental foi realizada com uma janela deslizante contendo apenas uma 

instância para reduzir a latência na atualização do modelo, sendo supervisionada pela classificação do 

DPBEST. Foi utilizado este modo de supervisão pois em WCE os conjuntos de dados não dispõem de 

etiquetas nem estas ficam naturalmente disponíveis ao fim de algum tempo como acontece noutros 

problemas.  

Um dos problemas observados no funcionamento online dos ensembles convencionais foi a perda 

de desempenho (subcapítulo 8.7). Sendo a diversidade uma propriedade determinante no desempenho 

destes sistemas é natural que esta perda de desempenho esteja diretamente relacionada com a sua 

redução neste modo de funcionamento. A modularidade e independência do DPBEST durante a 

aprendizagem incremental teve um papel fulcral na conservação da diversidade porque garante a 

estanquicidade do conhecimento guardado em cada um deles face aos restantes, conferindo-lhe grande 

robustez na conservação da diversidade dos modelos, contrastando com os restantes algoritmos de 

aprendizagem incremental OMCLP, ORF e O-CMoE nos quais a interdependência na atualização dos 

modelos constituintes origina a perda de diversidade durante o processo de aprendizagem incremental.  
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9.1.3 Comparação com CNN 

As CNNs são atualmente os modelos com mais sucesso na classificação de imagem incluindo a 

imagem médica. Em bases de dados de tamanho reduzido é usualmente efetuado o TL como forma de 

treino. No contexto desta tese o DPBEST foi comparado com a VGG16 em modo TL onde a camada de 

topo e o número de camadas convolucionais a descongelar foram otimizadas pelo desempenho. Foram 

ainda tentadas redes mais profundas como a VGG19, a Inception e a Xception tendo contudo apresentado 

piores resultados devido porventura à reduzida dimensão da base de dados atualmente disponível. Os 

resultados mostraram que o DPBEST foi mesmo assim ligeiramente superior comprovando a elevada 

eficiência do método proposto nesta tese. 

 

 

Os resultados demonstram que nas condições das experiências o DPBEST apresenta 

simultaneamente melhor capacidade discriminativa em termos de aprendizagem em modo offline e 

online, conseguindo neste último modo não só manter um desempenho equivalente ao obtido no modo 

offline com também aumentá-lo ainda que de forma marginal.  

Estes resultados suportam a hipótese formulada sobre a importância do uso de modelos treinados 

de forma independente em subproblemas diferentes obtidos por decomposição do problema original. A 

independência dos modelos associados a cada um dos diferentes problemas, permite aumentar o 

controlo da aprendizagem em termos da aquisição de novos conceitos e da desaprendizagem, sendo o 

O-DPBEST mais robusto a falhas na supervisão da aprendizagem originadas pelo uso das classificações 

prévias na supervisão da aprendizagem. 

Os resultados obtidos indicam a possibilidade do DPBEST poder ser uma alternativa às CNN em 

problemas de classificação de imagem em conjuntos de baixa e média dimensão. Aliado ao facto do 

DPBEST não impor restrições a modelos e algoritmos de treino, tornam-no numa opção a considerar em 

problemas de elevada complexidade, incluindo em ensembles cujos especialistas são CNNs. 
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9.2 Trabalho futuro 

Considerando os resultados promissores obtidos pelo DPBEST, alguns desafios e oportunidades 

foram detetadas ao longo do seu desenvolvimento, tendo-se perspetivado o trabalho futuro apresentado 

de seguida.  

9.2.1 Aplicação desta metodologia à deteção de multipatologia 

Os algoritmos correntes de deteção de patologias em WCE são maioritariamente concebidos para 

diferenciar tecido normal de uma patologia especifica o que lhes confere um interesse médico limitado, 

sendo por isso a extensão a multipatologia inevitável. A extensão do DPBEST a mais do que 2 classes 

implicará alterações ao nível da combinação de clusters e a necessidade de implementação de 

estratégias capazes de lidarem com o treino em dados pouco balanceados, uma vez que com o aumento 

do número de classes é esperado um aumento do não balanceamento dos dados. 

9.2.2 Novos algoritmos para deteção de subpopulações 

A utilização de novos algoritmos para deteção de subpopulações nos dados de treino é porventura 

a mais importante melhoria a realizar no DPBEST para o tornar num classificador genérico de alto 

desempenho, dado que o seu sucesso depende largamente da eficácia nesta tarefa. 

Numa primeira fase a utilização na gating network de abordagens baseadas em SOM  e clustering 

hierárquico são apelativas pelo caráter exploratório da distribuição dos dados de cada classe.  

Os SOM pela sua capacidade natural de agrupamento de dados com características semelhantes 

e por simultaneamente realizarem redução dimensional dos dados, que têm aplicação direta nas tarefas 

de deteção de subpopulações e seleção/ponderação da contribuição de cada uma delas, tendo já sido 
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utilizado para este efeito em (Bin Tang, Heywood and Shepherd, 2002), conforme descrição no 

subcapítulo 5.9.5.  

O clustering hierárquico torna-se muito interessante pela sua capacidade natural de aferir a 

dissimilaridade dos clusters, permitindo através da análise do dendrograma decidir avançar ou parar o 

processo de decomposição sequencial das respetivas subpopulações, podendo as distâncias entre 

clusters serem utilizadas como critério de paragem à semelhança do AIC utilizado no âmbito do trabalho 

apresentado nesta tese. Ambas as técnicas apresentam a potencial vantagem de não ficarem limitadas 

ao uso de uma função Gaussiana para modelação dos dados. 

Numa segunda fase seria muito interessante utilizar técnicas de agrupamento de dados baseadas 

em clustering ensembles, por permitem obter soluções equilibradas em termos de exatidão, robustez e 

estabilidade, evitando a utilização de uma técnica única que pode ser adequada em determinados 

problemas, não o sendo em muitos outros. Podiam ser utilizadas soluções baseadas em clustering por 

consenso (Kuncheva, Hadjitodorov and Todorova, 2006) ou como o (HCES) Hierarchical Cluster 

Ensemble Selection (Akbari et al., 2015) que utiliza uma seleção hierárquica dos membros do ensemble 

de forma a manter elevada diversidade entre os seus membros. 

Numa terceira fase seria interessante utilizar DNNs pelo potencial e comprovadas vantagens como 

solução de aprendizagem não supervisionada. Este advém da sua elevada capacidade de, por 

aprendizagem obter melhores representações dos dados, que são essenciais ao posterior processo de 

clustering. Podiam ser utilizadas soluções baseadas em Deep Auto-encoders (Song et al., 2013) e 

Generative Adversarial Networks (Goodfellow et al., 2014). 

 

9.2.3 Utilização de classificadores de base diferentes 

O DPBEST não impõe limites quanto aos métodos e modelos de aprendizagem utilizados nos seus 

componentes (gating network e especialistas), permitindo não só a utilização de uma miríade de 

arquiteturas que serão adequadas a diversos problemas de classificação, mas também a sua evolução 
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como classificador de elevado desempenho num largo espectro de problemas de aprendizagem 

máquina.  

Em termos de configurações customizadas para determinado tipo de problemas de classificação, 

vislumbra-se o uso de novos classificadores de base que permitam aumentar a performance preditiva 

em cada subproblema de forma individual. É importante realçar que a metodologia definida no DPBEST 

permite a utilização em cada subproblema de um tipo de classificador diferente. Poderão ser utilizados 

não só classificadores únicos como também classificadores baseados em ensemble, ou redes neuronais 

profundas o que permitirá aumentar a capacidade preditiva de forma muito considerável sendo no 

entanto necessário aumentar significativamente o tamanho da base de dados. O uso de ensembles de 

DNNs é uma realidade descrito no subcapítulo 6.6. 

Esta versatilidade do DPBEST é interessante dado em cada subproblema poder utilizar-se um 

modelo de classificação e ele adequado de forma a maximizar a sua performance preditiva, reduzir a 

variância (ex. bagged classifiers) ou torná-lo mais rápido (Random Forest). O uso no DPBEST de 

especialistas baseados em classificadores por ensemble com estratégias de combinação por fusão, cada 

instância passa a ser classificada por um conjunto de classificadores especializados no subproblema a 

que ela pertence.  

Quando forem utilizados como especialistas classificadores por ensemble com estratégias de 

combinação mais próximas da seleção, será criada uma estrutura que tende a realizar uma seleção 

dinâmica hierárquica do(s) classificador(es) a utilizar para cada instância de dados. No limite podemos 

utilizar um classificador DPBEST como classificador de base do DPBEST, situação descrita no ponto 

seguinte. 

Finalmente em bases de dados de imagens de grande dimensão uma solução 

computacionalmente pesada mas muito atrativa seria utilizar CNNs como especialistas. Esta é uma 

solução particularmente interessante porque cada CNN irá explorar nas suas camadas convolucionais a 

melhor representação dos dados do subproblemas que lhe foi atribuído e no qual se irá especializar. As 

diferentes representações dos dados obtidas em cada subproblema potenciam o desempenho de 

classificação de cada especialista.  
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9.2.4 HDPBEST - Hierarchical  Data  Partition Based Expert SelecTion 

O DPBEST divide um problema de classificação num conjunto de subproblemas mais simples e 

de menor dimensão por decomposição do espaço do problema em subespaços, cada um contendo um 

dos referidos subproblemas. Nos subespaços, quando no cluster de pelo menos uma das classes 

existirem subpopulações, pode ser interessante realizar a decomposição desse subespaço pois permitirá 

decompor o subproblema em novos subproblemas mais localizados e simples, num processo 

hierárquico. Se num DPBEST utilizarmos como classificadores de base outro DPBEST, podemos originar 

um classificador DPBEST hierárquico (HDPBEST). Este procedimento pode ser imbricado enquanto 

forem detetadas subpopulações relevantes numa subpopulação do nível hierarquicamente superior. 

Esta abordagem origina um aumento do número de classificadores de base, mas pode permitir 

uma melhor decomposição do problema original em subproblemas com maior localização e simplificação 

dos subproblemas, potenciando um aumento da capacidade preditiva de cada especialista. Associada a 

metodologias que permitam avaliar o ganho da decomposição hierárquica (subcapítulo 9.2.2) pode 

constituir uma valiosa contribuição. 

9.2.5 Pruning 

Dado o DPBEST gerar 𝑀 ∗ 𝑁 especialistas mediante o número de subpopulações detetadas em 

cada uma das classes, dependendo da distribuição dos dados, pode ser necessário treinar um número 

considerável de classificadores de base.  

No seio dos subconjuntos de treino dos especialistas (subcapítulo 7.4.1.1), existem aqueles em 

que os dados dos clusters de cada classe têm grande sobreposição entre si e consequentemente 

conterão as fronteiras de classificação mais relevantes e nos quais se concentrarão a maioria das 

instâncias a classificar. Nos restantes subconjuntos de treino, os dados dos clusters de cada uma das 

classes têm pouca ou nenhuma sobreposição e consequentemente estes subconjuntos serão pouco ou 

até nunca utilizados.  
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No formato atual do classificador, por generalidade foram gerados especialistas para todos os 𝑀 ∗

𝑁 subconjuntos possíveis, dado cada problema ter uma distribuição de dados particular, na qual algumas 

instâncias por vezes se posicionam em clusters de baixa relevância. Na Figura 7.1 ao fundo existe uma 

instância de 𝐶1 (*) que ilustra este caso. Este tipo de ocorrências tendem a ser residuais, dado que se 

não o fossem ter-se-ia formado um cluster adicional nessa zona. O treino dos especialistas associados a 

clusters de menor relevância tende a ser rápido pela maior separabilidade dos seus dados de diferentes 

classes. 

No entanto para diminuir o tempo de treino do DPBEST uma possibilidade a explorar seria fazer o 

prepruning dos especialistas associados a subconjuntos contendo fronteiras de classificação menos 

relevantes (Eq. 7.6), determinando os subconjuntos 𝐷𝑆𝑖𝑗 que contêm as fronteiras de classificação mais 

relevantes e descartando os restantes. Para determinar a relevância de cada 𝐷𝑆𝑖𝑗 teria de ser analisado 

o nível de sobreposição dos dados dos clusters constituintes Ci
C1 e Cj

C2, identificando um lote de 

instâncias que formam a zona de fronteira e posteriormente avaliando o seu grau de sobreposição 

utilizando uma métrica de aferição da separabilidade entre dados de diferentes classes. 

Dado o DPBEST já possuir um modelo descritivo dos dados de cada classe, este deve ser utilizado 

para identificar o lote de instâncias que formam a zona de fronteira, selecionando de cada cluster do 

subproblema um lote de dados que apresentem maior verosimilhança no modelo da outra classe, ou 

seja, são mais próximas da outra classe. 

Para avaliar a separabilidade dos dados pertencentes ao lote de instâncias que formam a zona de 

fronteira poderia ser utilizado o índice de separabilidade de Thornton (Mthembu and Greene, 2004), os 

discriminantes lineares de Fisher, a distância de Bhattacharyya (Davies and Laboratories, 1980), entre 

outros. 
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9.2.6 Controlo da aprendizagem incremental 

A aprendizagem incremental requer controlo, dado depender do reconhecimento da instância corrente 

que pode estar errado. Neste caso o especialista será treinado de forma errada o que trará consequências 

negativas no modelo local e consequentemente no desempenho do modelo global. A solução mais usada 

em outros problemas da engenharia é a atualização dos modelos requerer um elevado grau de confiança 

no reconhecimento. Se o grau de confiança é baixo há maior probabilidade de erro no reconhecimento, 

sendo neste caso frequentemente preferível não atualizar o modelo do que atualizá-lo erradamente. Esta 

pode ser uma solução adequada para o problema em causa, no entanto várias soluções intermédias são 

possíveis e precisam ser experimentadas.   

9.3 Sumário 

Neste capítulo foram apresentadas as conclusões do trabalho apresentado neste documento e 

indicados futuros desenvolvimentos do mesmo.  

A conclusão mais relevante é sem dúvida que o correto uso da diversidade influencia 

significativamente o desempenho de sistemas por ensemble e que o DPBEST faz um correto uso desta 

propriedade, tirando daí proveito que o distancia em termos de desempenho de outros classificadores 

por ensemble. A introdução de um modo online e os resultados com ele obtidos quando comparados 

com outros sistemas por ensemble, constituem porventura o prova mais contundente da importância da 

diversidade no funcionamento dos ensembles até hoje efetuada.
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